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RESUMO  

 

CASTRO, Raquel Machado. Desenvolvimento de ferramentas de apoio operacional para 

gerenciamento de eventos anormais em uma unidade de hidrotratamento. Orientador: 

Maurício Bezerra de Souza Júnior. Rio de Janeiro: UFRJ/EQ, 2009. Dissertação 

(Mestrado em Tecnologia de Processos Químicos e Bioquímicos). 

 

O aumento da complexidade dos processos atuais, devido às restrições de 

qualidade, segurança e ambientais, e o elevado número de variáveis a serem observadas 

nos sistemas de controle são razões fundamentais para o desenvolvimento da área de 

detecção e diagnóstico de falhas (FDD). Nas refinarias de petróleo, a adoção de 

especificações de qualidade mais restritas tem impulsionado investimentos cada vez 

maiores. O processo de hidrotratamento (HDT) tem grande importância na remoção de 

contaminantes, adequando os produtos às especificações de qualidade; contudo, trata-se 

de um processo operacionalmente complexo e que possui diversas variáveis a serem 

acompanhadas, exigindo um monitoramento efetivo. O objetivo desse trabalho foi o 

desenvolvimento de ferramentas de apoio operacional, que permitam o monitoramento 

automático da condição operacional corrente a partir de dados do processo, auxiliando o 

operador na tomada de decisões para uma melhor condução do processo. Inicialmente, 

foram usados dados simulados de uma unidade de HDT de diesel na comparação de 

técnicas de detecção e diagnóstico de falhas baseadas em análise de componentes 

principais (PCA) e redes neuronais. Como a abordagem baseada em PCA apresentou 

melhor desempenho e maior especificidade, foi desenvolvido um algoritmo para seu uso 

como ferramenta de apoio operacional. Na seqüência, obteve-se sucesso na aplicação do 

algoritmo para dados reais de uma unidade de hidrotratamento da PETROBRAS, 

habilitando a abordagem para futuras aplicações on-line. 
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ABSTRACT  

 

CASTRO, Raquel Machado. Development of decision support tools for abnormal events 

management for hydrotreating unit. Orientador: Maurício Bezerra de Souza Júnior. Rio 

de Janeiro: UFRJ/EQ, 2009. M.Sc. Dissertation (Graduate Program on Technology of 

Chemical and Biochemical Processes). 

 

The increase in complexity of current processes due to environmental, safety and 

quality restrictions together with the elevated number of observed variables in control 

systems are fundamental reasons for the development in the field of fault detection and 

diagnosis (FDD). In the specific case of petroleum refineries, the adoption of more 

restrictive quality specifications is improving the need for bigger investments. The 

hydrotreating (HDT) process has great importance in contaminant removal, adjusting 

products to quality specifications; nonetheless it is a rather operationally complex 

process that has a large number of variables to be effectively observed and monitored. 

The objective of this dissertation was the development of operational support tools 

which allows the automatic monitoring of the current operational condition based on 

process data, helping operators in decision making in order to provide a better 

conduction of the hydrotreating process. At first, simulated data from a diesel HDT unit 

was used in comparison of techniques for fault detection and diagnosis based on 

principal components analysis (PCA) and neural networks. Since the PCA based 

approach showed better performance and specificity,it was applied to real data from a 

HDT unit from PETROBRAS, Brazil). Due to the success in both (simulated and 

industrial) applications, the PCA based algorithm was suggested to be used as an 

operational support tool in abnormal event management in future on-line applications. 
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CAPÍTULO 1 

1. INTRODUÇÃO 

1.1 Motivações 

Detecção e diagnóstico de falhas é considerada, tanto na visão industrial quanto 

na acadêmica, uma nova e desafiante área de controle de processos, que deverá ser alvo 

de intensa pesquisa e aplicações neste início de milênio (CHIANG, RUSSELL e 

BRAATZ, 2001; VENKATASUBRAMANIAN et al., 2003a). 

“Falha” (do inglês fault) é definida como o desvio de, no mínimo, uma 

propriedade ou variável do sistema do processo do seu intervalo aceitável de operação 

(HIMMELBLAU, 1978) e pode ocorrer no processo, controlador(es), sensor(es) e/ou 

atuador(es) (VENKATASUBRAMANIAN et al., 2003a; WITCZAK, 2007).  

Após a detecção da ocorrência de uma falha, procede-se à identificação, dentre 

as variáveis observadas, daquelas mais importantes para o diagnóstico de suas causas, 

podendo ser tomadas decisões e ações de controle apropriadas para uma intervenção no 

processo de modo que o mesmo retorne à sua condição normal e segura de operação 

(CHIANG, RUSSELL e BRAATZ, 2001; VENKATASUBRAMANIAN et al., 2003a; 

CINAR, PALAZOGLU e KAYIHAN, 2007). Embora tais procedimentos, ilustrados na 

Figura 1-1, possam ser executados na detecção e diagnóstico de falhas, nem sempre 

todos são necessários. Por exemplo, uma falha pode ser diagnosticada sem que sejam 

identificadas as variáveis afetadas por ela. 

 

Detecção de 
falhas 

Identificação 
de falhas 

Diagnóstico 
de falhas 

Intervenção 
no processo 

Sim 

Não 

 

Figura 1-1: Esquema de funcionamento do monitoramento de processos (CHIANG, 

RUSSELL e BRAATZ, 2001) 
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O aumento da complexidade dos processos atuais, devido às restrições de 

qualidade, segurança e ambientais, e o elevado número de variáveis a serem observadas 

nos sistemas de controle são razões fundamentais para o desenvolvimento da área de 

detecção e diagnóstico. Ou seja, os sistemas de controle padrão (PID, controle preditivo, 

etc.) são projetados para manter as condições de operação dentro dos limites desejados 

de operação, compensando os efeitos das perturbações e mudanças que ocorrem no 

processo. No entanto, há condições anormais de operação, que tais controladores não 

podem tratar de maneira adequada (CHIANG, RUSSELL e BRAATZ, 2001). 

Adicionalmente, as plantas de processo modernas são complexas porque há uma 

abundância de instrumentação que disponibiliza leituras de milhares de variáveis de 

processo a cada segundo (LAHIRI et al., 2008).  

Apesar das características de complexidade acima discutidas e de todo o 

progresso na área de automação, a tarefa de responder a eventos anormais de um 

processo em plantas industriais continua sendo realizada manualmente por operadores 

(VENKATASUBRAMANIAN et al., 2003a). Assim os operadores têm que lidar com 

uma “sobrecarga de dados”; não conseguindo monitorar o desempenho da planta, 

podendo perder, com isso, o efeito das variáveis não levadas em conta na 

operacionalidade do processo. 

Uma outra razão para o desenvolvimento na área de detecção e diagnóstico é o 

desenvolvimento emergente de métodos que não requerem o uso de um modelo 

explícito, ou seja, paradigmas baseados em dados históricos do processo (CHIANG, 

RUSSELL e BRAATZ, 2001). Entre essas técnicas baseadas em dados históricos do 

processo estão abordagens quantitativas tais como estatística multivariada e redes 

neuronais (VENKATASUBRAMANIAN et al., 2003a; VENKATASUBRAMANIAN 

et al., 2003b). Particularmente, serão essas as ferramentas empregadas na presente 

dissertação.  

Neste contexto, ferramentas automáticas precisam ser desenvolvidas de modo a 

dar suporte ao operador. Para tanto, podem ser adotadas abordagens baseadas em dados 

históricos do processo, que os coletem, classifiquem, analisem e interpretem, de modo a 

proceder à detecção e diagnóstico precoces de falhas, reduzindo o downtime (tempo em 
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que a planta fica parada), permitindo a otimização da planta e evitando a ocorrência de 

acidentes.  

O processo de hidrotratamento (HDT) de diesel em reatores catalíticos de leito 

fixo empregado em refinarias de petróleo tem um importante papel para se conseguir 

atingir a comercialização de produtos com especificações de qualidade mais restritas, 

que garantam mais qualidade ao combustível e menos poluição ao meio ambiente.  

Dessa forma, apesar da crise econômica iniciada em 2008, projeta-se um 

crescimento da utilização do HDT, devido a imposições legais de requisitos rigorosos e 

normas ambientais globais que impõem menos emissão de poluentes na atmosfera. 

Segundo nota do jornal O GLOBO de 03/08/2008, a PETROBRAS informou que vem 

retirando gradativamente o teor de enxofre do diesel e da gasolina desde o começo dos 

anos 90 e garante que já investiu US$ 1,6 bilhão de 2000 a 2007 para melhorar a 

qualidade dos combustíveis. De acordo com a reportagem da revista O MECÂNICO 

ON-LINE (http://www.omecanico.com.br) acessada em 15/03/2008, a empresa afirma 

que, para atingir as metas estipuladas, irá investir R$ 9 bilhões até 2012 em unidades de 

hidrotratamento de diesel. Além disso, até 2013 o diesel com 2000 ppm de enxofre não 

será mais comercializado pela companhia.  

Ressalve-se que, conforme informação obtida em 12/03/2009 

(www.revistarazaocontabil.com.br), a PETROBRAS vem distribuindo desde janeiro de 

2009, devido a acordo com o Ministério Público, diesel metropolitano com 50 ppm, 

porém trata-se de diesel importado, uma vez que a Refinaria Duque de Caxias 

(REDUC) está ainda realizando testes de produção, o que permitirá à refinaria produzir 

o diesel com tal especificação. 

O HDT é um processo de difícil operação, devido às suas características 

exotérmicas, podendo a temperatura crescer sem controle (runaway) e provocar danos 

aos equipamentos, resultando em paradas e em grandes prejuízos econômicos 

(ANCHEYTA e SPEIGHT, 2007). Adicionalmente, há um perigoso potencial para 

incêndio em caso de vazamento do produto ou de hidrogênio (SILVA, 2003). No caso 

de acidente, a substituição de um reator e a reconstrução de outros equipamentos 
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danificados pode levar 12 meses e o custo da produção perdida pode exceder US$ 50 

milhões (ANCHEYTA e SPEIGHT, 2007). 

Outras características inerentes que dificultam a operação e o controle do 

processo de HDT são: grandes tempos mortos, resposta inversa e presença de diversas 

variáveis a serem acompanhadas, sendo que algumas variáveis-chave podem não estar 

disponíveis on-line, como o teor de enxofre (CARNEIRO, 1992). 

Face a tais características de complexidade operacional e a importância 

ambiental e econômica, o hidrotratamento (HDT) de diesel nas refinarias se configura 

em um processo industrial que poderá se beneficiar da implementação de ferramentas de 

detecção e diagnóstico de falhas. 

1.2 Objetivo 

Esta dissertação tem como objetivo o desenvolvimento de ferramentas de apoio 

operacional, baseadas em estatística multivariada e redes neuronais para uma unidade de 

hidrotratamento de diesel. Tais ferramentas permitem o monitoramento automático da 

condição operacional corrente a partir de dados do processo, auxiliando o operador na 

tomada de decisões para uma melhor condução do processo. Para tanto, foram usados 

dados simulados e também dados reais de uma refinaria da PETROBRAS. 

1.3 Contexto da dissertação 

Esta dissertação foi realizada no Laboratório de Simulação e Controle da Escola 

de Química da UFRJ, dentro do Projeto de Pesquisa “Modelagem Heurística para 

Diagnóstico, Automação e Controle de Equipamentos e Sistemas*” e consolida uma 

série de estudos realizados pelo grupo (SALVATORE et al., 2005; DE SOUZA JR., 

CAMPOS e TUNALA, 2006 e 2009; MENDONÇA, 2007; SALVATORE, 2007; 

CORREIA DA SILVA, 2008; CORREIA DA SILVA et al., 2009; SALVATORE, DE 

SOUZA JR. e CAMPOS, 2009). 

Especificamente, são comparados para o processo de HDT simulado 

procedimentos de detecção e diagnóstico de falhas baseados em método quantitativo e
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em dados históricos do processo desenvolvidos por SALVATORE et al. (2005) (usando 

redes neuronais artificiais) e DE SOUZA JR., CAMPOS e TUNALA (2006 e 2009) 

(usando estatística multivariada). Tais trabalhos foram estendidos, modificados e 

comparados nesta dissertação. Adicionalmente, os resultados produzidos são também 

comparados com resultados de uma abordagem quantitativa baseada em modelo de 

processo (CORREIA DA SILVA et al., 2009). O algoritmo proposto aqui para detecção 

e diagnóstico de falhas inclui técnicas para detecção e diagnóstico de falhas em sensores 

propostas por MENDONÇA (2007). Finalmente, após a comparação, um algoritmo 

baseado em estatística multivariada é escolhido para detecção de falhas empregando os 

dados industriais apresentados por SALVATORE (2007) e SALVATORE, DE SOUZA 

JR. e CAMPOS (2009). 

1.4 Organização do trabalho 

O texto a seguir é estruturado em capítulos, no qual o Capítulo 2 refere-se a uma 

breve revisão bibliográfica sobre métodos de detecção e diagnóstico, estatística 

multivariada e redes neuronais; o Capítulo 3 contempla uma revisão bibliográfica sobre 

o processo de hidrotratamento; o Capítulo 4 apresenta a metodologia e os resultados 

obtidos considerando dados simulados de um processo de HDT, seguindo para o 

Capítulo 5 de resultados obtidos considerando a aplicação da metodologia proposta no 

Capítulo 4 em dados reais de uma unidade industrial de HDT. Finalmente, o Capítulo 6 

apresenta as conclusões e propostas para trabalhos futuros. O Capítulo 7 contém as 

referências utilizadas. O Apêndice I apresenta o simulador utilizado e Apêndice II 

apresenta os gráficos das variáveis simuladas. 
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CAPÍTULO 2 

2. DETECÇÃO E DIAGNÓSTICO DE FALHAS 

Neste capítulo apresenta-se uma revisão bibliográfica sobre métodos de detecção 

e diagnóstico e as ferramentas utilizadas: redes neuronais e estatística multivariada 

(análise de componentes principais e análise dinâmica de componentes principais). 

Assim, uma breve revisão dos fundamentos de detecção é realizada no item 2.1. Nos 

itens 2.3 e 2.2 são apresentadas as ferramentas utilizadas: análise de componentes 

principais e redes neuronais, respectivamente. Finalmente, o item 2.3 revisa alguns 

trabalhos sobre os assuntos acima. 

2.1 Fundamentos 

A supervisão de um processo industrial pode ser dividida em: clássica e 

avançada. A supervisão clássica é feita pela monitoração do processo através de 

sensores, algumas ações e decisões são realizadas pelos operadores e os alarmes são 

definidos por valores limites de importantes variáveis do processo. A supervisão 

avançada, por sua vez, utiliza os sinais de entrada e saída do processo e os modelos 

matemáticos e estatísticos desenvolvidos para efetuar a detecção e diagnóstico de falhas, 

sendo todas as ações automáticas (MENDES, disponível em 

http://www.deetc.isel.ipl.pt/jetc05/CCTE02/papers/finais/mecanica/426.pdf). 

Detecção e diagnóstico de falhas são fundamentais na supervisão avançada de 

processos e no gerenciamento de falhas, sendo responsável pelo monitoramento do 

comportamento do sistema ou de uma planta industrial, provendo informações sobre 

condições anormais de operação de seus componentes. 

A detecção precoce e a correção de falhas podem ajudar a evitar as paradas dos 

sistemas e até catástrofes envolvendo fatalidades humanas e danos materiais. Já em 

1978, HIMMELBLAU (1978) afirmou que o tamanho e a complexidade dos processos 
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químicos e petroquímicos tornavam mandatórios a detecção e o diagnóstico corretos e 

precoces de falhas, do ponto de vista da segurança da planta, assim como da redução 

dos custos de produção. Nesses mais de trinta anos, os sistemas industriais tiveram sua 

complexidade continuamente aumentada, frente às também crescentes necessidades de 

eficiência e confiabilidade, magnificando essa necessidade (DE SOUZA JR., 2007). 

Contudo, como comentado anteriormente, a importante tarefa de gerenciamento de 

eventos anormais ainda permanece largamente uma atividade manual, realizada por 

operadores humanos (VENKATASUBRAMANIAN et al., 2003a). 

Conforme apontado por DE SOUZA JR. (2007), parece não haver terminologia 

padrão para esses eventos e procedimentos, uma vez que as denominações mudam 

dentre as várias disciplinas envolvidas (CHIANG, RUSSELL e BRAATZ, 2001). 

Segundo ISERMANN (2006), o comitê técnico SAFEPROCESS do IFAC 

(International Federation of Automatic Control) define falha (fault) como o desvio não 

permitido de pelo menos uma propriedade característica ou parâmetro do sistema da 

condição normal, além disso, distingue os estados “failure”, como a interrupção 

permanente da habilidade de um sistema em executar uma função requerida sob 

condições operacionais especificadas, e “malfunction”, como a irregularidade 

intermitente na realização de uma função desejada do sistema. A Figura 2-1 apresenta 

uma ilustração proposta por WITCZAK (2007) para algumas dessas situações. Segundo 

DE SOUZA JR. (2007), não há ainda terminologia estabelecida em português para esses 

termos; dessa forma, eles foram mantidos em inglês, entre aspas, e em itálico. 

 

Figura 2-1: Regiões de desempenho do sistema (WITCZAK, 2007) 
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Dessa forma, todas as variações não esperadas que tendem a degradar o 

desempenho global de um sistema podem ser interpretadas como falhas (fault) 

(WITCZAC, 2007). Na falha, o desvio de intervalos operacionais pré-estabelecidos 

pode ocorrer tanto nas variáveis do processo em si, quanto nas variáveis relativas às 

condições dos instrumentos das suas malhas de controle (controladores; válvulas e 

sensores) (VENKATASUBRAMANIAN et al., 2003a), conforme ilustrado na Figura 

2-2.  

 

Controlador 

Atualização do 
controlador 

Diagnóstico de 
falhas 

Redundância 
 analítica 

Modelo 

yref 

Entradas desconhecidas 

Falhas 

Atuador Processo Sensor 
y u 

Informações sobre falhas 

 

 

Figura 2-2: Sistema de controle moderno (WITCZAK, 2007) 

A Figura 2-2 mostra que modelos podem ser empregados nas técnicas FDD 

(detecção e diagnóstico de falhas – em inglês fault detection and diagnosis). Segundo 

ISERMANN (2006), redundância analítica é o uso de duas maneiras (não 

necessariamente idênticas) para determinar uma quantidade, no qual se emprega um 

modelo matemático do processo na forma analítica. Adicionalmente, a Figura 2-2 

considera também a possibilidade de reprojeto do controlador (com mudança na lei de 

controle), face ao diagnóstico de falhas, de modo a manter o desempenho requerido para 

o sistema. Tal esquema é denominado de controle tolerante a falhas (WITCZAK, 

2007).  

O papel de um sistema de diagnóstico de falhas é, por conseguinte, monitorar o 

comportamento dos sistemas e prover informação acerca do mau funcionamento de seus 
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componentes (ISERMANN, 2006). Para tanto, algumas de suas sub-tarefas, conforme 

DING (2008), são: 

• Detecção de falhas: consiste na detecção de falhas ocorridas no sistema, que 

leva a um comportamento indesejável do processo; 

• Isolamento: consiste na localização (classificação) das diferentes falhas 

ocorridas; 

• Identificação: consiste na determinação do tipo, magnitude e causa da falha. 

Segundo o comitê técnico SAFEPROCESS do IFAC (International Federation 

of Automatic Control) (segundo ISERMANN, 2006), diagnóstico de falhas inclui 

detecção, isolamento e identificação. Daqui por diante, será usada a terminologia FDD 

adotada por ISERMANN (2006) para detecção e diagnóstico de falhas. 

As características necessárias para um bom sistema de diagnóstico são 

apresentadas abaixo (DASH e VENKATASUBRAMANIAN, 2000): 

• Rapidez na detecção de diagnóstico de falhas;  

• Isolabilidade: capacidade de distinguir entre as diferentes falhas;  

• Robustez: capacidade de lidar com variações de ruído e incerteza nas medições;  

• Identificar novidades no processo: ser capaz de decidir, dadas às condições do 

processo, se o processo está normal ou não, e neste caso, se a causa é conhecida 

ou desconhecida;  

• Adaptabilidade a diferentes condições de operação;  

• Facilidade de explanação: além de ser capaz de identificar a fonte do mal 

funcionamento do processo, o método deve prover informações de como a falha 

foi originada e propagada até a situação atual da operação;  

• Pequeno esforço de modelagem;  

• Balanço entre complexidade computacional e capacidade de armazenamento; 

• Capacidade de identificar múltiplas falhas. 
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2.1.1 Principais Métodos de Diagnóstico de falhas 

VENKATASUBRAMANIAN et al. (2003 a, b, c) realizaram um estudo 

sistemático e comparativo de vários métodos de diagnóstico através de diferentes 

perspectivas. Segundo VENKATASUBRAMANIAN et al. (2003 a), os algoritmos de 

diagnóstico podem ser classificados de acordo com o tipo de conhecimento e o tipo de 

estratégia de busca de diagnóstico. O conhecimento pode ser baseado em modelo ou em 

dados históricos do processo. 

Conforme resume DE SOUZA JR. (2005), os métodos quantitativos baseados 

em modelo requerem dois passos: i. verificação de inconsistências ou resíduos “r” 

(diferença entre várias funções das saídas e os valores esperados destas funções sob 

condições sem falhas) entre o comportamento real e o esperado e ii. escolha de uma 

regra de decisão para diagnóstico. Neste tipo de estratégia, são empregados estimação 

de estado e de parâmetros. Os resíduos gerados são examinados. Funções de decisão são 

calculadas baseadas nos resíduos e regras de decisão (lógica). 

Os métodos qualitativos baseados em modelos envolvem análise causa-efeito 

sobre o comportamento do sistema. Por exemplo: árvores de falhas usam encadeamento 

até que se encontre um evento primário como possível causa para o desvio observado do 

processo. Apresentam-se como desvantagens o emprego de um grande número de 

hipóteses e um alto esforço computacional e como vantagem o fato de imitar a análise 

humana: geração direta de explanação. 

Por sua vez, os métodos baseados na história do processo fazem uso de uma 

grande quantidade de dados. Eles são também divididos em métodos qualitativos e 

métodos quantitativos. Os métodos qualitativos são baseados em sistemas especialistas 

e envolvem um mapeamento explícito dos sintomas conhecidos para as raízes causais. 

Já os métodos quantitativos baseados na história do processo empregam redes neuronais 

e métodos estatísticos (como Statistical Process Control). 

A Tabela 2-1 apresenta a classificação de VENKATASUBRAMANIAN et al. 

(2003 a, b, c) para os sistemas de diagnóstico e os principais métodos utilizados em 

cada tipo. Essa tabela amplia uma versão anterior de MENDONÇA (2007). Cabe frisar 
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aqui a ressalva feita por VENKATASUBRAMANIAN et al. (2003 a, b, c), os quais 

ponderam que essa classificação não se trata de uma separação rigorosa, pois existe um 

grande grau de sobreposição entre as classes; por exemplo, modelos precisam de dados 

para a estimação de seus parâmetros e métodos baseados em dados do processo 

precisam extrair alguma forma de modelo para realizar o diagnóstico de falhas. 

Tabela 2-1: Algoritmos de Diagnóstico: classificação e aplicações segundo 
VENKATASUBRAMANIAN et al., 2003a, b, c 

Fonte de conhecimento 
“a priori” do processo 

Técnica de busca Descrição Principais métodos 

Modelo quantitativo 
(fenomenológico ou 

caixa preta) 

Classificadores 
estatísticos; funções de 

limite etc. 

Geração e avaliação 
de resíduos 

Observadores, filtros de 
Kalman, relações de 

paridade 

Modelo qualitativo 
(modelos causais ou 

hierarquias de 
abstração) 

Topográficas e 
sintomáticas 

Uso de modelo causa-
efeito como template 
de operação normal 

ou na busca de falhas 
a partir de sintomas 

Dígrafos, árvores de 
falha, abstração 

hierárquica 

Extração de 
características 

qualitativas  

Informação histórica 
é extraída a partir dos 
dados e o problema 

observado é 
classificado 

Sistemas especialistas, 
análise de tendências 

qualitativas 

Dados históricos 

Extração de 
características 
quantitativas. 

Problema tratado 
como de 

reconhecimento de 
padrões 

Métodos estatísticos, 
(como PCA, PLS, 

classificador Baysiano) e 
não estatísticos, como 

redes neuronais 

Todos os sistemas de diagnóstico apresentam vantagens e desvantagens, logo 

nenhum sistema isolado é ideal para todas as aplicações. Normalmente, um bom sistema 

de diagnóstico é formado por múltiplos métodos sendo chamados de sistemas híbridos. 

Os sistemas se complementam, resultando em um sistema de diagnóstico mais eficiente 

(CHIANG, RUSSELL e BRAATZ, 2001). 

Tradicionalmente, os métodos mais utilizados de FDD são os baseados no 

modelo do processo. Como apresentado acima, tais métodos tentam detectar qualquer 

discrepância que ocorra entre a saída do sistema e a saída prevista pelo modelo. 

Assume-se que esta discrepância está relacionada a uma falha. No entanto, tal 
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discrepância pode estar relacionada a um modelo inadequado da planta ou a um ruído na 

medição, sendo erroneamente interpretado como uma falha no sistema. A 

disponibilidade de um bom modelo do sistema de monitoramento pode melhorar o 

desempenho das ferramentas de diagnóstico (MENDONÇA, SOUSA e COSTA, 2009). 

Nas indústrias atuais, a demanda por métodos baseados em dados históricos do processo 

vem crescendo devido ao aumento da complexidade dos processos e conseqüente 

dificuldade em desenvolver modelos para os mesmos (CHIANG, RUSSELL e 

BRAATZ, 2001; KETTUNEN, ZHANG e JOUNELA, 2008). 

Dessa forma, na presente dissertação são abordados métodos quantitativos 

baseados na história do processo, quais sejam: métodos estatísticos (particularmente, 

análise de componentes principais, PCA) e redes neuronais. Para maiores detalhes a 

respeito dos fundamentos sobre os métodos baseados em modelo, pode-se consultar as 

referências citadas neste item, particularmente DING (2008), que trata especificamente 

de tais métodos. 

2.2 Redes Neuronais 

2.2.1 Fundamentos 

Na sua forma mais geral, uma rede neuronal é uma máquina que é projetada para 

modelar a maneira como o cérebro realiza uma tarefa particular ou função de interesse. 

Para alcançarem bom desempenho, as redes neuronais empregam uma interligação 

maciça de células computacionais simples denominadas “neurônios” ou “unidades de 

processamento” (HAYKIN, 2001).  

O primeiro modelo matemático de um neurônio foi desenvolvido, originalmente, 

na década de 40, pelo neurofisiologista Warren McCulloch, do MIT, e pelo matemático 

Walter Pitts, da Universidade de Illinois e, desde então, mais enfaticamente a partir da 

década 1980, diversos modelos de redes neuronais têm surgido com o propósito de 

aperfeiçoar e aplicar esta tecnologia. Atualmente existem vários tipos de redes, cada 

uma com diferentes objetivos, arquitetura e algoritmo de aprendizagem (SMITH e 

GUPTA, 2000). 



   

 

13 

De acordo com MEDINA e PAREDES (2009) a grande vantagem no uso de 

redes neuronais consiste no fato de que, dentro de um razoável intervalo de tempo, 

pode-se obter um modelo matemático de um sistema com elevada precisão sem 

conhecimento dos fenômenos que ocorrem durante o processo. Mas a sua grande 

desvantagem é a sua incapacidade para extrapolações. 

Uma rede neuronal típica é composta por uma densa rede de elementos 

processadores (também chamados de neurônios), não lineares, dispostos em camadas e 

interconectados através de canais (DE SOUZA JR., 2001).  

Uma revisão extensa sobre redes neuronais não será procedida aqui, uma vez 

que se trata de um paradigma amplamente difundido na literatura, podendo-se citar 

como referências DE SOUZA JR. (2001 e 2006), BAUGHMAN e LIU (1995), 

HAYKIN (2001), entre outras, assim como dissertações recentes do grupo, 

SALVATORE (2007) e CORREIA DA SILVA (2008). 

Neste trabalho, foram exploradas e aplicadas redes neuronais lineares, redes 

multicamadas feedforward, tipo perceptron multicamadas (Multilayer perceptrons ou 

MLP), e redes de funções de base radial (RBF). Essas redes se distinguem em relação às 

funções de ativação de seus neurônios, e modos de treinamento, conforme resumido na 

Tabela 2-2. 

Tabela 2-2: Características de algumas redes multicamadas (SALVATORE, 2007) 

Função de ativação típica 
Rede 

multicamadas Camada de 
entrada 

Camada 
escondida 

Camada de 
saída 

Aprendizagem 

MLP Linear 

Logística 
(sigmoidal ou 

tangente 
hiperbólica) 

Linear, 
logística 

(sigmoidal) ou 
softmax 

Supervisionada: métodos do 
tipo “backpropagation” 

modificados 

Linear Linear - Linear Supervisionada 

RBF Linear Radial 
Linear ou 
logística 

(sigmoidal) 

Não-supervisionada1 (K-

means e P vizinhos mais 
próximos) e 

supervisionada (mínimos 
quadrados 

ou“backpropagation”)2 

1- Parâmetros da camada escondida 
2- Parâmetros entre a camada escondida e de saída 
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2.2.2 Perceptrons multicamadas (MLP) 

A Figura 2-3 apresenta um exemplo típico de uma rede MLP com Ni neurônios 

na camada de entrada, onde Ni corresponde ao número de variáveis de entrada, Nh 

neurônios na camada escondida e No neurônios na camada de saída, onde No equivale 

ao número de variáveis de saída da rede.  

 
Figura 2-3: Rede MLP (Ni=4, Nh=3 e No=2) 

Os neurônios das redes MLP são chamados perceptrons. Um neurônio típico é 

mostrado na Figura 2-4, a qual apresenta o j-ésimo neurônio da camada (k+1) de uma 

rede multicamadas. Um neurônio “j” qualquer da camada (k+1) recebe um conjunto de 

informações spi, k (i = 1, ..., nk) - correspondentes às saídas (também chamadas de 

ativações) dos nk neurônios da camada anterior - ponderadas, cada uma, pelo peso wj i k 

correspondente à sua conexão. O neurônio soma essas entradas ponderadas e o valor 

resultante é por sua vez somado a um limite interno de ativação, um bias que pode ser 

representado por θj,k+1. Assim, o comportamento do neurônio pode ser expresso 

matematicamente por 

1,
1

,1, +

=

+ +







= ∑ kj

n

i

kpijikkpj

k

sw θλ  (2-1) 

O neurônio “j” produz uma resposta para este sinal, spj, k+1 de acordo com uma 

função de ativação f( ) (DE SOUZA JR., 2001). 
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Figura 2-4: j-ésimo neurônio da camada (k+1) 

( )1,1, ++ = kpjkpj fs λ  (2-2) 

São exemplos de função de ativação: 

• Função linear: ( ) 1,1, ++ = kpjkpjf λλ  

• Função sigmoidal: ( ) ( )[ ] 1
1,1, exp1 −

++ −+= kpjkpjf λλ  

• Função tangente hiperbólica: ( ) ( )1,1, tanh ++ = kpjkpjf λλ  

• Função softmax: ( ) ( ) ( )( )
1

1,1,1, expexp
−

+++ 







⋅= ∑

i
ikpjkpjkpjf λλλ  

A etapa de treinamento da rede determina os pesos e biases da rede, usando 

dados históricos, de modo que a rede atue tão bem quanto possível na predição correta 

de valores de saída. Os métodos mais comumente empregados são o método de 

retropropagação (ou backpropagation), desenvolvido em 1986 por Rumelhart, Hinton e 

Williams (1986), e o método do gradiente conjugado (LEONARD e KRAMER, 1990).  

2.2.3 Redes de função de base radial (RBF) 

Redes RBF têm uma camada de entrada linear, uma camada escondida de 

unidades radiais e uma camada de saída de unidades lineares, como pode ser visualizada 

na Figura 2-5.  
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Figura 2-5: Representação esquemática de uma rede neuronal de base radial 

A camada de entrada possui N neurônios onde N corresponde ao número de 

variáveis de entrada. As conexões da camada de entrada não são ponderadas e a camada 

escondida possui H neurônios. Tipicamente são utilizadas funções tipo Gaussiana como 

funções de ativação radial da camada escondida, tal como mostrado na equação abaixo.  

( )














 −−
=

2

2

exp
h

h

h

cx
xa

σ
 (2-3) 

Cada neurônio da camada escondida possui um centro ch e uma região finita de 

ativação, determinada em função da distância Euclidiana verificada entre o vetor de 

entradas x e o seu centro ch, ponderada pela constante σh denominada fator de escala (ou 

desvio-padrão) (BAUGHMAN e LIU, 1995). 

A camada de saída possui M neurônios, onde M corresponde ao número de 

variáveis de saída. Um neurônio “m” qualquer recebe um conjunto de informações ah, 

correspondentes às saídas da camada escondida, ponderadas, cada uma, pelo peso 

associado, wmh, conforme apresentado na equação (2-1). A saída “m” da rede é dada 

pela soma das entradas ponderadas. 
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( ) ( )∑
=

=
H

h

hmhm xawxy
1

   m=1,...,M (2-4) 

Tomando-se os sinais de saída da última camada, avalia-se qual dos M 

neurônios é o vencedor. Ou seja, em qual dos M grupos (ou padrões) se classificam os 

dados pertencentes ao vetor de entradas x (DE SOUZA JR., 2001). A rede neural 

fornece como saída a classificação atribuída a cada vetor x de entradas apresentado à 

rede. 

O treinamento das redes RBF é realizado em dois estágios, nos quais os 

parâmetros são ajustados: primeiramente, os centros (c) empregando o algoritmo K-

means, e, em seguida, os fatores de escala (σσσσ) pelo método dos P vizinhos mais 

próximos (P-Nearest Neighbor). Uma vez estabelecidos os centros, os valores da matriz 

de pesos entre a camada escondida e a camada de saída são ajustados utilizando uma 

técnica de regressão linear (otimização por mínimos quadrados), se os neurônios da 

camada de saída forem lineares, ou o método de retropropagação, se forem sigmoidais 

(BAUGHMAN e LIU, 1995). 

2.3 Ferramenta de estatística multivariada: Análise de Componentes 
Principais (PCA) 

CHIANG, RUSSELL e BRAATZ (2001) consideram PCA, junto com análise 

das variáveis canônicas (CVA), análise de discriminante de Fisher (FDA) e mínimos 

quadrados parciais o estado-da-arte em métodos FDD baseados em dados. CINAR, 

PALAZOGLU e KAYIHAN (2007) rastreiam a formulação da técnica de PCA desde os 

trabalhos de Beltrami (1873), Jordan (1874) e Pearson (1901). Particularmente, o grande 

número de aplicações de PCA para FDD (por exemplo, MACGREGOR e KOURTI, 

1995; KRUGER, ZHOU e IRWIN, 2004; HARKAT, MOUROT e RAGOT, 2006; 

CASTRO et al., 2008; CHEN e SUN, 2009; GE, YANG e SONG, 2009; XIAO et al., 

2009; ZHANG, 2009) motivou a sua adoção na presente dissertação. 

Quando o número de variáveis é muito grande, estas são altamente 

correlacionadas. O objetivo principal do PCA é reduzir a dimensão das variáveis, 

mantendo-se o máximo possível a variância dos dados obtidos no processo. Para tal, as 
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variáveis são transformadas em “novas variáveis”, os componentes principais, que não 

são correlacionados entre si e ainda são capazes de descrever o processo de maneira 

equivalente ao original (MONTGOMERY, 2004). 

De acordo com KU, STORER e GEORGAKIS (1995), a análise das 

componentes principais pode ser definida como uma transformação linear das m 

variáveis originais do processo, x1, x2, ...., xm, em um novo conjunto de m variáveis não 

correlacionadas entre si, t1, t2, ..., tm, as componentes principais.  

Cada componente principal (PC) será uma combinação linear das variáveis 

originais e apresentará uma variabilidade diferente, de tal modo que o primeiro 

componente principal corresponde à maior parte da variação e informação das variáveis 

originais, o segundo pela maior variação possível restante e assim por diante até que 

toda a variação do conjunto tenha sido explicada. Com isso, pode-se selecionar os 

primeiros r componentes principais que correspondem à maior variabilidade dos dados, 

sendo r < m. Todos os componentes principais são ortogonais entre si, por isso não 

existe redundância de informações (MONTGOMERY, 2004). 

imrmiririr

immiii

immiii

xcxcxct

xcxcxct

xcxcxct

+⋅⋅⋅++=

+⋅⋅⋅++=

+⋅⋅⋅++=

2211

22221212

12121111

M
 (2-5) 

onde i representa o número de amostras, r o número de componentes principais e m o 

número de variáveis originais. As constantes cij são constantes a serem determinadas.  

As variáveis do processo estão, quase sempre, expressas em escalas diferentes e, 

como resultado, podem ter magnitudes bem diferentes. Conseqüentemente, uma 

variável pode parecer contribuir muito para a variabilidade total do sistema, apenas 

porque sua escala de medida tem magnitudes maiores do que as das outras variáveis. 

Segundo MONTGOMERY (2004), é recomendável que, para o cálculo dos 

componentes principais, as variáveis de entrada estejam em escala, de preferência com 

média entre zero e um. Para isso, deve-se realizar uma padronização dos dados originais 

através de sua média e desvio padrão. 
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( ) 1* 1 −−= DxX T
nim µ  (2-6) 

onde xim é o dado original; µ é o vetor de média m x 1; 1n = [1, 1, ..., 1]T Є Rn; D = 

diag(sd1, sd2, ..., sdm) onde o i-ésimo é o desvio padrão da i-ésima variável (DOAN e 

SRINIVASAN, 2006). 

O objetivo principal, então, é transformar uma matriz de dados com m variáveis 

xm 

[ ]mxxxX ,,, 21 L=  (2-7) 

e i amostras, em uma nova matriz de dados 

[ ]rtttT ,,, 21 L=  (2-8) 

também com i amostras, mas com uma dimensão menor r < m, utilizando uma matriz de 

transformação C. 

[ ] [ ] [ ]

[ ]r

rmmiri

cccC

CXT
xxx

,,, 21 L=

=
 

Xct rr = , onde cr é igual a cij. 

(2-9) 

A matriz T pode ser chamada de score matrix e os tir são os escores ou 

componentes principais. A matriz C é chamada de loading matrix e os vetores 

ortogonais ci são os autovetores associados aos autovalores λi da matriz de covariância 

Σ de X (ISERMANN, 2006). 

É preciso agora determinar os elementos cj da matriz de transformação C, ou 

seja, é preciso determinar os vetores cij. Seja X um vetor com matriz de covariância Σ, e 

sejam λ1 ≥ λ2 ≥ … ≥ λm ≥ 0 os autovalores de Σ. Como as variáveis estão padronizadas, 

de modo que possuem média zero e variância um, a matriz de covariância Σ está na 

forma de uma matriz de correlação. Então, os vetores cij são os elementos do i-ésimo 

autovetor associado ao autovalor λi. Basicamente, se considerarmos C a matriz cujas 

colunas são os autovetores, então 
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Λ=ΣCC '  ou TCCΛ=Σ  (2-10) 

onde Λ é uma matriz diagonal m x m, com os valores da diagonal principal iguais aos 

autovalores λ1 ≥ λ2 ≥... ≥ λm ≥ 0 (MONTGOMERY, 2004). 

A variância do i-ésimo componente principal é o i-ésimo autovalor λi. Portanto, 

a proporção de variabilidade nos dados originais apresentados pelo i-ésimo componente 

principal é dada pela razão entre os autovalores, conforme apresentado abaixo: 

m

i

λλλ

λ

+++ L21
 (2-11) 

Assim, podemos verificar a variabilidade de cada componente principal e 

selecionar as r primeiras responsáveis pela maior parte da variabilidade dos dados 

originais (MONTGOMERY, 2004). 

De acordo com ISERMANN (2006), a seguinte seqüência deve ser realizada no 

cálculo do PCA: 

1. Normalização dos dados 

2. Cálculo da matriz de covariância Σ com média zero e variância um. 

XX T=Σ  (2-12) 

3. Cálculo dos autovalores λj e dos autovetores cj da matriz Σ através da equação 

( ) 0=−Σ ii cIλ    mi ,...,1=  (2-13) 

4. Seleção dos maiores autovalores λij e seus autovetores cij correspondentes, j = 1, 
2,..., r. 

5. Determinação da matriz C 

[ ]rcccC L21=  (2-14) 

6. Cálculo da nova matriz de dados T 
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Xct

XCT

jj =

=
 (2-15) 

O resultado é uma nova matriz T com todos os dados originais, mas com um 

número reduzido r < m de variáveis ou coordenadas, ou seja, os componentes 

principais. 

KU, STORER e GEORGAKIS (1995) destacam que os modelos de PCA são 

basicamente lineares e estáticos (não existe relação no tempo entre as variáveis) e, por 

serem desenvolvidos a partir de condições normais de operação, podem detectar 

facilmente condições anormais no processo. Com isso, o operador pode ser “avisado” 

antecipadamente de possíveis perturbações no sistema e evitá-las, aumentando o 

rendimento do processo. No entanto, nos processos químicos, as variáveis são 

constantemente perturbadas e raramente permanecem no estado estacionário. As 

variáveis variam em relação ao estado estacionário de acordo com a dinâmica 

característica do processo e apresentam um grau de autocorrelação. 

A versão dinâmica do PCA é a Análise Dinâmica dos Componentes Principais 

ou DPCA (em inglês Dynamic Principal Component Analysis). O DPCA vem sendo 

utilizado na indústria química na identificação de sistemas e na redução de modelos de 

sistemas dinâmicos (DE SOUZA JR., CAMPOS e TUNALA, 2006 e 2009; CHEN e 

LIU, 2002; LEE, YOO e LEE, 2004). 

Para sistemas dinâmicos, os valores atuais de uma variável dependem de valores 

passados. Deste modo, para uma matriz de dados de entrada X, é preciso identificar a 

relação linear entre X(t) e seus valores passados em X(t-1), pelo menos. (KU, STORER 

e GEORGAKIS, 1995) neste caso, a matriz de dados de entrada a ser considerada é 

( ) ( )[ ]ltXtXX −= L  (2-16) 

onde l é definido previamente e representa o número de valores passados disponíveis. 

A metodologia baseia-se em adicionar dados passados à matriz de dados de 

entrada no tempo t. A cada acréscimo, realiza-se uma análise de componentes 
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principais, verificando-se a influência destes novos componentes na explicação da 

variabilidade do sistema (SALVATORE, 2007).  

Deste modo, a partir de X= [X(t)], uma análise de PCA é executada e os 

componentes principais são obtidos. No resultado da primeira análise, é possível separar 

as variáveis em componentes principais e variáveis de dependência estática. A maior 

parte da variabilidade dos dados está presente nos primeiros componentes principais. O 

número de variáveis consideradas de dependência estática é obtido pela subtração do 

número total de variáveis originais do número de componentes principais.  

Geometricamente, os PCs podem ser representados por um sistema de eixos 

ortogonais com origem posicionada na média do conjunto de dados. O primeiro PC 

segue a direção de maior variabilidade dos dados. O segundo PC segue a segunda 

direção de maior variabilidade, ortogonal ao primeiro, e assim sucessivamente para os 

demais componentes principais. Dessa forma, são retidos os componentes principais que 

respondem pela maior variabilidade dos dados. 

Quando novas variáveis (de tempos passados) são adicionadas ao conjunto de 

dados de entrada, o número de dependências estáticas dobra, pois se repetem as da 

análise anterior, e as variáveis que restam, subtraindo-se os componentes principais, 

correspondem às dependências dinâmicas. Este procedimento deve continuar até que 

nenhuma nova dependência dinâmica seja detectada mesmo com a inclusão de novos 

tempos passados (KU, STORER e GEORGAKIS, 1995). 

2.4 Revisão de aplicações a processos químicos de sistemas de detecção 
e diagnóstico 

2.4.1 Preliminares 

O livro de Himmelblau de 1978 (HIMMELBLAU, 1978) pode ser considerado 

um marco inicial da aplicação de métodos FDD em processos químicos. Ao longo dos 

anos, diversas aplicações vêm sendo relatadas nessa área (GENOVESI, HARMAND e 

STEYER, 1999). ISERMANN e BALLÉ (1997) reuniram e comentaram os principais 

desenvolvimentos ocorridos no período de 1991-1995 no campo de detecção e 
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diagnóstico de falhas, baseados em artigos apresentados em conferências durante este 

período. Segundo os autores, o número aplicações em processos não-lineares utilizando 

modelos não-lineares aumentou ao longo dos anos, enquanto que aplicações em 

processos não-lineares com modelos lineares diminuíram. Nenhuma mudança 

significativa foi observada no uso de processos lineares. 

Apenas para melhor estruturar a revisão, os subitens a seguir agrupam revisões 

de aplicações em função das técnicas empregadas, ainda que essa separação não seja 

rígida. Inicialmente apresentam-se nos subitens 2.4.2 e 2.4.3 aplicações baseadas em 

dados do processo (usando redes neuronais e PCA) que são os principais focos do 

presente trabalho. Algumas aplicações a processos químicos de abordagens baseadas em 

modelos do processo são revisadas em 2.4.4; devido à dificuldade de dispor de modelos 

fidedignos, essas abordagens não são tão numerosas para processos químicos quanto 

para as áreas automotiva e industrial e para a área de robótica, bastante enfatizadas por 

DING, 2008. Finalmente, aplicações de abordagens FDD híbridas ou combinadas são 

brevemente revistas no item 2.4.5. 

2.4.2 Aplicações baseadas em redes neuronais 

Himmelblau também foi pioneiro na aplicação de redes neuronais a processos 

químicos, realizando em 1988 com Hoskins (HOSKINS e HIMMELBLAU, 1988) uma 

investigação sobre a utilização de redes neuronais em detecção e diagnóstico. Nesse 

estudo os autores descreveram as características que as redes neuronais deveriam 

apresentar para representar os processos químicos industriais, bem como descreveram o 

funcionamento das mesmas. Para ilustrar o uso de redes neuronais na detecção e 

diagnóstico de falhas, realizaram um estudo de caso, usando uma rede MLP 

feedforward com algoritmo de retropropagação em um processo químico em estado 

estacionário formado por três reatores CSTR com cinética de 2ª ordem em série.  

Desde esse trabalho seminal de Himmelblau, cerca de duas décadas atrás, 

diferentes aplicações a processos químicos de abordagens FDD baseadas em redes 

neuronais vêm sendo relatadas, citam-se a seguir algumas delas para dar um panorama 

dessas aplicações. 
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VAIDYANATHAN e VENKATASUBRAMANIAN (1992) realizaram o 

primeiro estudo sobre o uso de redes neuronais na detecção e diagnóstico de falhas em 

processos dinâmicos utilizando como estudo de caso um reator CSTR utilizando-se uma 

rede feedforward e o algoritmo de retropropagação para treinamento. Foram testadas 

duas formas diferentes de entrada de dados (dados brutos e a média dos dados no 

intervalo de amostragem), dois métodos de discretização (linear e exponencial) das 

saídas desejadas da rede durante a etapa de treinamento e diferentes números de 

neurônios na camada escondida de forma a avaliar a influência desses parâmetros no 

desempenho da rede. 

FUENTE e VEGA (1999) utilizaram redes neuronais na detecção de falhas em 

processos biotecnológicos. Segundo os autores os métodos de detecção e diagnóstico de 

falhas convencionais utilizam modelos estáticos e dinâmicos do processo e as falhas são 

tidas como mudanças de estado ou de parâmetros de operação geradas pelo mal 

funcionamento de diferentes componentes da planta. 

Segundo RENGASWAMY e VENKATASUBRAMANIAN (2000), a detecção 

e diagnóstico precoce de falhas em processos químicos é particularmente difícil devido 

à alta complexidade das operações, elevada dimensionalidade e não-linearidade dos 

sistemas. Redes neuronais são largamente utilizadas na indústria química, porém a etapa 

de treinamento pode ser extremamente longa. Visando resolver este problema, os 

autores propuseram o uso de uma estrutura de rede baseada em classificadores 

bayesianos, com a introdução de noção de tempo na rede e a integração com uma 

técnica de programação não-linear, que permite a atualização on-line da rede. A eficácia 

do sistema proposto foi demonstrada em um estudo de caso utilizando um reator CSTR 

industrial. 

SHARMA et al. (2004) apresentaram o uso de redes neuronais para detecção de 

falhas de processo em colunas de destilação empacotadas. 

Uma estratégia de monitoramento foi desenvolvida por SALVATORE et al. 

(2005) com o objetivo de detectar desvios de condições normais de operação causadas 

por perturbações no teor de enxofre na carga de uma unidade de HDT de diesel de uma 

refinaria de petróleo. O objetivo foi que tal estratégia pudesse ser empregada na 



   

 

25 

ausência da medida on-line do teor de enxofre, usando apenas outras medidas 

industrialmente disponíveis on-line. Uma abordagem foi adotada baseada em redes 

neuronais do tipo RBF (sozinhos ou na forma de conjunto ou ensemble) acopladas com 

um algoritmo de classificação. Dados foram gerados por simulação de um modelo de 

uma unidade industrial de HDT de diesel consistindo de dois reatores de hidrogenação 

em série. Assumiu-se que medidas dinâmicas de vazão de carga, quench de hidrogênio e 

temperaturas na saída dos reatores estavam disponíveis on-line para serem usadas como 

dados de entrada. A fase de “treinamento” correspondeu a uma fase anterior ao 

monitoramento. Nela, padrões de 9 condições operacionais diferentes (1 normal e 8 de 

anormais) foram empregados. Não foram usados como entrada dados de concentração 

de enxofre na carga. As nove classes (1 normal e 8 de falha) foram corretamente 

classificadas usando a abordagem proposta em um tempo máximo de 5 minutos, para 

dados simulados sem ruído. 

A desidratação de gás é um dos processos mais proeminentes na indústria de gás 

natural. Nesta operação, vapor d’água é removido das correntes de gás natural de forma 

a atender as especificações do produto. DARWISH e HILAL (2008) testaram o 

desempenho de redes neuronais na detecção de falhas em plantas de desidratação. Para 

tanto, simularam um típico processo de desidratação de gás natural utilizando TEG 

como dessecante em um simulador estacionário comercial. 

MEDINA e PAREDES (2009) exploraram o uso de diferentes redes neuronais 

no desenvolvimento de um modelo de um processo de hidrodessulfurização (HDS) para 

predizer a remoção de enxofre da nafta. O estudo foi baseado nos seguintes itens: 

formulação de uma rede neuronal considerando dados de entrada e saída oriundos de 

uma unidade operacional de HDS de uma refinaria mexicana; treinamento da rede com 

dados da refinaria; verificação do comportamento da rede quando são inseridos dados 

de entrada que não foram utilizados na etapa de treinamento e comparação do 

desempenho da rede com um simulador. Os autores propuseram o modelo desenvolvido 

para antecipar situações de alerta em que algumas variáveis se desviam de valores 

aceitáveis. 
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2.4.3 Aplicações baseadas em PCA e DPCA 

CHEN e LIU (2002) propuseram o uso de modelos dinâmicos de PCA e PLS 

para monitoramento on-line de processos em batelada nos quais as medições referentes 

à determinação da qualidade do processo não estão disponíveis em tempo real. Três 

conjuntos de dados foram utilizados para determinar a eficácia do método proposto e 

compará-los: dois baseados em dados de referência da literatura e uma simulação de um 

reator exotérmico em batelada. Já MACGREGOR e KOURTI (1995) realizaram um 

estudo sobre a utilização de PCA e PLS para controle estatístico de processos contínuos 

e em batelada. 

HARKAT, MOUROT e RAGOT (2006) apresentaram o uso de PCA para 

monitoramento, detecção e isolamento de falhas em uma rede de monitoramento da 

qualidade do ar. Dados experimentais foram utilizados para determinar a eficácia do 

método proposto. 

CASTRO et al. (2008) utilizaram o PCA para determinar quedas de desempenho 

em rede de trocadores de calor em uma planta industrial. Foi construído um modelo 

PCA linear baseado em dados históricos coletados durante operação normal do 

processo. Usando este modelo foi avaliado o desempenho para dados novos 

acompanhando a estatísticas T2
 de Hotelling, que caracteriza o espaço dos componentes 

principais, e a estatística SPE (square prediction error), que caracteriza o espaço dos 

resíduos. Puderam concluir que o monitoramento utilizando o índice SPE foi mais 

conclusivo que os resultados do teste T2.  

KU, STORER e GEORGAKIS (1995) realizaram uma aplicação pioneira de 

DPCA no monitoramento estatístico de processos químicos. Métodos convencionais de 

monitoramento estatístico de processos assumem que as medições são independentes e 

normalmente distribuídas. Como conseqüência, apresentam aplicação limitada em 

processos químicos por estes serem dinâmicos, multivariáveis e de natureza não-linear. 

Os autores utilizaram dados simulados do processo de Tennessee Eastman para ilustrar 

a eficácia do DPCA em processo químicos.  
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Já LEE, YOO e LEE (2004) propuseram uma adaptação do método de DPCA 

para monitoramento de processos químicos baseado em uma análise dinâmica e 

independente de componentes principais. O método foi aplicado em um processo 

dinâmico multivariável simples e em dados simulados do processo Tennessee Eastman 

e mostrou-se satisfatório na detecção de falhas em ambos os casos. 

A aplicação de FDD em unidade de unidade de HDT de diesel de uma refinaria 

de petróleo − abordada previamente por SALVATORE et al. (2005) usando redes RBF 

− foi também tratada por DE SOUZA JR., CAMPOS e TUNALA (2006 e 2009) 

empregando uma técnica baseada em “Análise de Componentes Principais Dinâmicos” 

(DPCA) acoplada com um algoritmo de classificação. Dados para as etapas 

denominadas de “treinamento” e “uso” (composto de “validação” e “teste”) foram 

gerados por simulação de um modelo de uma unidade de HDT. Assumiu-se que 

medidas dinâmicas de 12 sensores (vazões de carga, quench de hidrogênio e 

temperaturas ao longo dos leitos dos reatores) estavam disponíveis on-line para serem 

usadas como dados de entrada, mas diferentemente do trabalho de SALVATORE et al. 

(2005), essas medidas estavam corrompidas por ruídos. A fase de “treinamento” 

correspondeu a uma fase anterior ao monitoramento. Nela, padrões de 16 condições 

operacionais diferentes (para concentrações conhecidas de enxofre normais, altas e 

baixas) foram empregados, ao contrário das 9 do trabalho anterior. A dimensionalidade 

dos dados foi reduzida usando DPCA e trajetórias correspondendo às 16 condições no 

espaço definidas pelos 4 primeiros componentes principais foram definidas como de 

“referência”. Essas “trajetórias de referência” foram acopladas a um algoritmo de 

classificação para as etapas posteriores de “uso” (“validação” e “teste”) em que o 

monitoramento foi simulado. Durante o “uso”, eram coletados dados de entrada 

correspondendo a janelas de tempo de 20 minutos. A classificação era feita no espaço 

dos escores, calculando a distância Euclidiana entre cada ponto amostrado e todos os 

pontos nas “trajetórias de referência”, definidas no treinamento prévio. O algoritmo de 

classificação considerava como “vencedora” aquela condição, dentre as 16 de 

referência, que recebia o maior percentual de indicações. Mostrou-se no trabalho que a 

técnica proposta foi capaz de classificar corretamente a operação, sendo capaz também 

até de extrapolar as situações definidas durante o treinamento, situação não avaliada por 

SALVATORE et al. (2005). 
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2.4.4 Sistemas baseados em modelos 

Segundo LIPORACE e DE OLIVEIRA (2005), a etapa de pré-aquecimento é 

responsável por um alto consumo de energia em unidades de destilação e por isso o 

desempenho desta etapa deve ser monitorado com alta precisão de forma a identificar 

problemas operacionais o quanto antes e evitar perdas na eficácia da transferência de 

calor. O entupimento dos trocadores de calor seria uma das principais causas para queda 

no desempenho desta etapa. Para tanto, os autores desenvolveram uma ferramenta 

computacional para coleta de dados em tempo real de uma planta industrial de 

destilação que foi interligada a um simulador industrial (Petrox), responsável por inferir 

o coeficiente global de transferência de calor operacional. Além disso, utilizou-se outro 

simulador industrial (HTRI) para inferir, em tempo real, um coeficiente global de 

transferência de calor, na condição de limpo, a partir dos mesmos dados coletados. 

Comparando estes dois parâmetros inferidos, o dado calculado pelos autores através do 

Petrox com o calculado pelo HTRI, pode-se obter um grau de entupimento dos 

trocadores. Além disso, esta simulação rigorosa da bateria de trocadores de calor pode 

fornecer também estimativas do desempenho de cada trocador na condição de limpo (ou 

na condição limpa). 

CHETOUANI (2006) desenvolveu um método para detecção de mudanças 

abruptas em sistemas dinâmicos não-lineares baseado em informações estatísticas 

geradas pelo filtro de Kalman estendido. O método é uma adaptação do modelo 

desenvolvido por Himmelblau em 1978 para sistemas lineares. Para ilustrar o método 

desenvolvido, o modelo foi aplicado em um reator descontínuo perfeitamente agitado e 

foram simuladas falhas na vazão de aquecimento em momentos desconhecidos. 

FERRER-NADAL et al. (2007) propuseram a utilização de um sistema 

integrado de monitoramento da evolução em tempo real para otimização on-line de 

processos contínuos e diagnóstico de falhas em situações anormais de operação. Ambos 

os sistemas são parte de um módulo de supervisão de processos que é responsável pela 

determinação de ações corretivas apropriadas em caso de incidentes (falhas ou 

distúrbios) durante a operação. No caso da implementação do esquema de supervisão da 

evolução em tempo real foi utilizada a ferramenta MATLAB juntamente com o pacote 
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comercial de simulação HYSYS para simular uma coluna de destilação para remoção de 

butano; para o sistema de diagnóstico de falhas foram utilizadas redes neuronais como 

classificadores de padrão. 

CORREIA DA SILVA, 2008 e CORREIA DA SILVA et al., 2009 abordaram a 

unidade de HDT já enfocada por SALVATORE et al. (2005) e DE SOUZA JR., 

CAMPOS e TUNALA (2006 e 2009), modificando a técnica para um algoritmo FDD 

baseado em modelo. Dessa forma, resíduos foram calculados (entre dados do sistema 

real − representado por um modelo fenomenológico − e os valores do modelo do 

sistema) e classificados, usando uma técnica de distância geométrica. O modelo adotado 

foi baseado em funções de Laguerre, com parâmetros variáveis dados por valores 

interpolados de uma tabela (lookup table). As mesmas condições de DE SOUZA JR., 

CAMPOS e TUNALA (2006 e 2009) foram adotadas para a simulação das falhas, mas 

apenas dados referentes ao primeiro leito do primeiro reator da unidade foram 

analisados. O sistema proposto foi capaz de classificar corretamente os dados usando 

uma janela de tempo de 30 min. 

2.4.5 Sistemas híbridos e outras aplicações: 

VENKATASUBRAMANIAN e MYLARASWAMY (1997) propuseram o uso 

de sistemas híbridos (compostos por diferentes métodos de diagnóstico) na detecção e 

diagnóstico de falhas, nos quais são utilizados diferentes métodos de diagnóstico. 

Segundo os autores não existe nenhum método de diagnóstico isolado que satisfaça 

todas as necessidades de detecção e diagnóstico de problemas em escala industrial. O 

sistema proposto combina métodos baseados em modelo com classificadores estatísticos 

e métodos de reconhecimento de padrão. O método foi aplicado em uma unidade 

industrial de craqueamento catalítico e foram testados treze cenários de falhas. 

CHEN e LIAO (2002) estudaram o monitoramento de falhas em processos 

dinâmicos utilizando um novo método chamado NNPCA, que contempla duas técnicas 

baseadas em dados históricos do processo: Redes Neuronais e PCA. A primeira é 

utilizada para aprender a dinâmica normal do sistema e para transformar o processo em 

um modelo matemático dinâmico não-linear, enquanto que a segunda é empregada para 

produzir simples gráficos de monitoramento baseados nos resíduos derivados da 
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diferença entre os valores das variáveis medidas no processo e os valores preditos pela 

rede neuronal. Os autores puderam concluir que o método proposto, NNPCA, é mais 

eficiente que o tradicional PCA e DPCA, pois quando o processo é envolvido na 

análise, devido ao comportamento dinâmico e não-linear, os tradicionais PCA e DPCA 

podem falhar na detecção de falhas ou problemas na operação. Foram utilizados dados 

simulados com base no processo de Tennessee Eastman para validar o método proposto. 

GENOVESI, HARMAND e STEYER (1999) desenvolveram um sistema de 

diagnóstico baseado em lógica fuzzy para uma planta de tratamento de efluente. Já 

MENDONÇA, SOUSA e COSTA (2009) simularam falhas em uma válvula industrial e 

utilizaram lógica fuzzy para detectar e isolar as falhas simuladas.  

MENDONÇA (2007) desenvolveu modelos para diagnosticar falhas em 

equipamentos-chave (compressor de propano do ciclo de refrigeração a propano e 

compressor do turbo-expansor) de duas Unidades de Recuperação de Líquido de Gás 

Natural (URL’s) de Cabiúnas, RJ – TRANSPETRO. Foi calculada em tempo real a 

eficiência média global de cada compressor fornecendo informação valiosa para o 

diagnóstico de problemas operacionais pelas equipes de manutenção. Adicionalmente, 

MENDONÇA (2007) implementou funções de diagnóstico (verificações de limites, 

desvios-padrão, picos, saltos, soma cumulativa ou CUSUM e taxa de variação) de 

sensores de vazão, temperatura, pressão e nível, associados aos compressores citados 

das URL’s, diagnosticando falhas em diversos deles. 
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CAPÍTULO 3 

3. UNIDADE DE HIDROTRATAMENTO DE DIESEL 

3.1 Processo de refino 

À medida que o petróleo cru disponível mundialmente está ficando cada vez 

mais pesado, a demanda por destilados médios e leves de alta qualidade cresce 

continuamente, levando as refinarias de petróleo a um período de transição. Importantes 

mudanças ocorreram nos últimos anos. As refinarias, que antes processavam óleos 

leves, tiveram que aperfeiçoar o hidroprocessamento de óleos pesados e adaptar o 

parque de refino existente de forma a atender as exigências ambientais (ANCHEYTA, 

2005). 

O petróleo, em estado natural, é uma mistura de hidrocarbonetos de diferentes 

tamanhos e contaminantes como enxofre e nitrogênio. A relação entre o tipo do petróleo 

e os rendimentos dos derivados obtidos é direta, pois um petróleo leve tem maior 

rendimento de produtos leves (GLP, nafta, óleo diesel) e menos rendimento de produtos 

pesados (óleos combustíveis e asfalto) do que um petróleo pesado, onde ocorre o 

inverso. A instalação de unidades de conversão (craqueamento catalítico, coqueamento 

retardado, hidrocraqueamento, etc.), que transformam frações pesadas em frações mais 

leves, pode atenuar essa diferença em rendimentos, mas não consegue eliminá-la. 

A partir do refino do petróleo obtém-se pelo processo inicial de destilação 

atmosférica, entre outras, as frações denominadas de óleo diesel leve e pesado, básicas 

para a produção de óleo diesel. A elas podem ser agregadas outras frações como a nafta, 

o querosene e o gasóleo leve de vácuo resultando no produto conhecido como óleo 

diesel. A incorporação destas frações e de outras obtidas por outros processos de 

refinação, dependerá da demanda global de derivados de petróleo pelo mercado 

consumidor (PORTAL BR, 2009). 
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Na Figura 3-1, apresenta-se um exemplo simplificado de um processo de 

processamento de petróleo, no qual o diesel é um dos produtos (SIMÃO, 2004). No 

entanto, vale ressaltar que existem diferentes esquemas de refino; a Figura 3-1 ilustra 

apenas um deles. 

 

Figura 3-1: Esquema simplificado de uma refinaria de petróleo (SIMÃO, 2004) 

O processo produtivo numa refinaria como esta pode ser descrito através dos 

seguintes passos (SIMÃO, 2004): 

1. O petróleo (cru), que é armazenado em tanques, é enviado à unidade de 

destilação atmosférica, que separa esta carga em diferentes frações, as quais 

serão destinadas aos diversos processos da refinaria; 

2. A fração, ou corte, de gás combustível (GC) é enviada em sua totalidade à Planta 

de Gás (CAFOR) da refinaria para gerar energia e participar na produção de 

hidrogênio; 

3. O GLP (gás liquefeito do petróleo) é enviado para a unidade FGLP para ser 

separado em propano (C3) e butano (C4), que serão vendidos como produtos 

finais ou, no caso do C4, utilizado na mistura de gasolina (gasoline blending); 
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4. A nafta leve de destilação é enviada para tanques, para mais tarde ser vendida 

como nafta petroquímica, ou para ser utilizada na produção de gasolina 

automotiva; 

5. A nafta pesada pode ser enviada para a REFORMA para aumento de octanagem 

(Reformado - NREF) para produção de gasolina, ou diretamente para ser 

utilizada na mistura de gasolina; 

6. O querosene pode ser enviado para a unidade de hidrotratamento de querosene 

(HDTQ) para ser tratado e vendido como querosene de aviação, ou ser utilizado 

na produção de óleo diesel; 

7. O Diesel leve pode ser enviado diretamente para a produção de diesel, ou para o 

hidrotratamento de diesel (HDTD), para mais tarde ir para a produção de diesel; 

8. O diesel pesado é enviado diretamente para o HDTD, para mais tarde ir para a 

produção de diesel; 

9. O resíduo atmosférico é enviado para a unidade de destilação à vácuo onde é 

separado em: Gasóleo leve (GOL), Gasóleo Pesado (GOP) e resíduo de vácuo 

(RV): 

10. O GOL pode ser enviado totalmente para à unidade de craqueamento catalítico 

(FCC), para a produção de GC, GLP, nafta de craqueamento catalítico (NFCC), 

óleo leve de reciclo (LCO) e óleo Clarificado (OCC), ou pode ser em parte 

misturado à corrente de diesel pesado; 

11. O GOP é totalmente enviado à FCC; 

12. O RV é enviado para a unidade de desasfaltamento (UDASF) para a produção 

de óleo desasfaltado (ODES) e resíduo asfáltico (RASF). 

3.1.1 Óleo diesel: produto do refino 

Combustível derivado do petróleo, o óleo diesel é um composto formado 

principalmente por átomos de carbono, hidrogênio e em baixas concentrações por 

enxofre, nitrogênio e oxigênio e é selecionado de acordo com as características de 

ignição e de escoamento adequadas ao funcionamento dos motores diesel. Segundo a 

enciclopédia on-line WIKIPÉDIA, o óleo diesel recebeu este nome em homenagem ao 



   

 

34 

engenheiro alemão Rudolf Diesel que inventou um meio mecânico para explorar a 

reação química originada da mistura de óleo e do oxigênio presente no ar.  

O óleo diesel pode ser classificado de acordo com sua aplicação, sendo os tipos 

mais importantes o "interior" (máximo 2000 ppm de enxofre) e o "metropolitano" 

(máximo de 500 ppm de enxofre). 

Tanto pela legislação quanto pelas novas exigências do mercado e demandas da 

sociedade, a preocupação com a qualidade dos produtos é crescente. A presença de 

enxofre nos combustíveis é um exemplo próximo, já que esse elemento é um dos 

responsáveis pela poluição atmosférica nas grandes cidades. Por isso, é importante a 

meta de diminuir cada vez mais sua presença nos derivados. De acordo com a resolução 

315 do Conselho Nacional do Meio Ambiente (CONAMA), de 2002, que entra em 

vigor em 2009, o Brasil deverá adotar o padrão de emissões de gases do Euro 4 (ou 

PROCONVE 6, que se refere ao Programa de Controle da Poluição do Ar por Veículos 

Automotores), que alinha a emissão de poluentes ao que existe atualmente na Europa. O 

diesel deverá ser fornecido com 50 ppm, o S50, de enxofre tanto nas grandes cidades 

quanto no interior (PLANETA SUSTENTÁVEL, 2008). 

O Brasil já é auto-suficiente na produção de petróleo, mas ainda não é na 

produção de derivados. De acordo com dados da ANP apresentados na Figura 3-2 a 

seguir, o diesel é um dos principais derivados importados.  
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Figura 3-2: Importação de óleo diesel no Brasil (Fonte: ANP, Dados atualizados em 30 
de dezembro de 2008) 
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A PETROBRAS informou em reportagem ao site AGÊNCIA BRASIL (2009 a e 

b) que, no ano passado, em média, 15% do diesel consumido no país foi importado (780 

mil barris de média diária) e que prevê para o período 2009-2013 investimentos de US$ 

47,8 bilhões para a Área de Abastecimento e Refino e priorizará o aumento da 

capacidade de refino da companhia de modo a tornar o Brasil auto-suficiente também 

no processamento dos diversos produtos comercializados no país. Além disso, a 

empresa afirmou que, com os investimentos na área de refino, a carga de petróleo 

processada nas refinarias do país deverá passar dos atuais 1,791 milhão de barris para 

2,270 milhões em 2013 e 3,012 milhões em 2020, com um aumento médio anual de 

4,8% e a produção de óleo diesel (o de maior consumo e que faz, hoje, o país ser 

dependente de derivados) passará dos atuais 783 mil barris/dia para 901 mil barris/dia 

em 2013, até chegar aos 1,224 milhão de barris diários em 2020. A expectativa da 

PETROBRAS é que, com a produção de 2013, o país se torne auto-suficiente e comece 

a exportar o excedente de óleo diesel. 

3.2 Características gerais do processo de hidrotratamento 

Hidrotratamento é um processo de refino que utiliza hidrogênio e catalisador 

para remover compostos de enxofre, nitrogênio, oxigênio e metais pesados das correntes 

de petróleo e derivados (REMESAT, YOUNG e SVRCEK, 2009). O processo de 

hidrotratamento (HDT) de óleo diesel deve ser capaz de ajustar a qualidade do produto à 

legislação ambiental vigente (SPEIGHT, 2004). 

O processo de HDT é extensivamente aplicado na indústria de refino do petróleo 

para remover impurezas; como heteroátomos (enxofre, nitrogênio, oxigênio), 

aromáticos polinucleares (PNAs) e compostos contendo metais (principalmente, 

vanádio e níquel); a partir de reações de hidrodessulfurização (HDS), 

hidrodesnitrogenação (HDN), hidrodesoxigenação (HDO), hidrodesaromatização 

(HDA), hidrodesmetalização (HDM) e hidrodesaslfaltação (HDAS). As condições 

operacionais e as características da carga, bem como o tipo de catalisador, são que 

determinam as reações mais importantes do sistema. Geralmente, reconhece-se que 

quanto maior a concentração de hidrogênio em uma fração do petróleo, principalmente 

produtos combustíveis, melhor a qualidade do produto. Essa consideração tem 
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estimulado a concepção de processos de adição de hidrogênio em refinarias de petróleo 

(ANCHEYTA e SPEIGHT, 2007). 

O hidrogênio combinado com átomos sulfurados forma o ácido sulfídrico (H2S), 

alguns componentes com nitrogênio são convertidos à amônia, metais são carreados 

pela deposição de óleo no catalisador, algumas olefinas e aromáticos são saturados com 

hidrogênio e alguns contaminantes são craqueados formando-se metano, etano, propano 

e butano (LEFFLER, 2000). 

Segundo ANCHEYTA e SPEIGHT (2007), o hidroprocessamento de óleos 

pesados e resíduos é difícil devido à natureza complexa do comportamento das 

moléculas compostas de heteroátomos. Os processos da HDT são fortemente 

influenciados pelo método de injeção da carga, pelo arranjo dos leitos catalíticos e pelo 

modo de operação dos reatores. Conseqüentemente, a seleção apropriada e o projeto dos 

reatores são fatores importantes para se alcançar o desempenho esperado. Dependendo 

da natureza do resíduo a ser tratado, o hidrotratamento é realizado em reatores de leito 

fixo (fixed-bed – FBR), leito móvel (moving-bed – MBR), ou leito fluidizado 

(ebullated-bed – EBR). 

As especificações dos produtos destilados são funções da severidade dos 

processos de HDT, que depende diretamente do tipo de carga e das condições de 

operação. Quanto maiores as temperaturas e as pressões, mais severos são os processos. 

Unidades com severidades moderadas são capazes de remover enxofre e olefinas. 

Condições de processo mais rigorosas levam à remoção de nitrogênio, compostos mais 

pesados de enxofre e anéis aromáticos (SCHAEFFER e SZKLO, 2007).  

Segundo MEYERS (2004), refinarias hidrotratam resíduo há mais de 25 anos. 

Nesse espaço de tempo, o hidrotratamento de resíduo tem mudado conforme as 

necessidades das refinarias, desde sua finalidade inicial de remover enxofre do óleo 

combustível até a conversão direta de resíduo e a ampliação da rentabilidade econômica 

das unidades de conversão do downstream. As HDTs de leito fixo continuam a ser o 

processo de conversão mais popular. 
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Neste trabalho, considera-se apenas os reatores FBRs devido a sua ampla 

utilização em operações de hidrotratamento comerciais, que se justifica por sua 

facilidade e simplicidade operacional. 

3.3 O processo de hidrotratamento de diesel 

A maioria dos HDTs são unidades formadas por reatores do tipo leito gotejante 

(do inglês trickle-bed reactor - TBR), onde há um escoamento descendente simultâneo 

das fases líquida e gasosa, através de um leito fixo de partículas catalíticas, enquanto a 

reação ocorre. O nome trickle-bed reactor é originário do seu modelo de escoamento, 

que tem o gás como fase contínua e o líquido como fase dispersa (ANCHEYTA e 

SPEIGHT, 2007). 

Os catalisadores utilizados no processo de HDT incluem óxidos de molibdênio e 

cobalto em alumina, óxido de níquel, óxido de vanádio e sulfetos de níquel e tungstênio, 

sendo os óxidos de molibdênio e cobalto em alumina os mais populares atualmente, pois 

são altamente seletivos, fáceis de regenerar e resistentes a contaminações (GARY e 

HANDWERK, 2001). 

A unidade de hidrotratamento considerada neste trabalho é a unidade TBR com 

dois reatores em série, cada um composto por dois leitos fixos, conforme ilustra a 

Figura 3-3. Durante o processo, primeiramente, adiciona-se hidrogênio à carga, que em 

seguida é aquecida, através da troca de calor com o efluente do segundo reator e no 

forno, até atingir a temperatura da entrada do reator. A carga é então alimentada no topo 

dos reatores em série. O hidrogênio, na presença do catalisador, reage com o óleo 

produzindo moléculas de H2S, NH3, hidrocarbonetos saturados e metais livres. Os 

metais permanecem na superfície do catalisador e os demais produtos saem como 

efluentes dos reatores. Devido à reação ser exotérmica, o hidrogênio frio reciclado é 

adicionado entre os reatores e entre os leitos catalíticos dos múltiplos reatores, 

possibilitando, com isso, um melhor controle da temperatura. 
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Figura 3-3: Processo de hidrotratamento de diesel (MEYERS, 2004, adaptado) 

O efluente do segundo reator é resfriado através da troca de calor com a carga 

dos reatores e então é enviado para um separador a quente de alta pressão (SQAP) 

visando à recuperação de hidrogênio e uma separação aproximada entre produtos leves 

e pesados. O líquido proveniente do SQAP é levado a baixa pressão e enviado para um 

separador de baixa pressão. Já o vapor proveniente do SQAP é resfriado para condensar 

nafta e gasóleo, e adiciona-se água para absorver ácido sulfídrico e amônia produzidos 

no reator. A mistura com água é enviada para um separador a frio de alta pressão 

(SFAP), onde ocorre a separação de vapor, água ácida e hidrocarbonetos leves. A 

corrente líquida de hidrocarbonetos é deixada em baixa pressão e enviada para o 

separador de baixa pressão (SBP). A água é enviada para uma unidade de recuperação 

de água ácida para remoção de ácido sulfídrico e amônia, e o gás rico em hidrogênio 

segue para o absorvedor de ácido sulfídrico, que em seguida, depois de purificado, 

segue para o compressor de reciclo, onde sua pressão é aumentada no intuito de utilizá-

lo como gás de quench, recombinado com a carga do reator. No separador de baixa 

pressão, que tem como carga as correntes líquidas de hidrocarbonetos do SFAP e do 

SQAP, a corrente de saída gasosa vai para o processo de recuperação de gases e a 

corrente de saída líquida vai para o fracionador atmosférico, que divide o óleo 

hidroprocessado nos produtos desejados (MEYERS, 2004). 
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CAPÍTULO 4 

4. COMPARAÇÃO DE ABORDAGENS FDD USANDO DADOS 
SIMULADOS 

4.1 Aspectos preliminares 

Conforme apresentado no Capítulo 2, trabalhos prévios aplicaram técnicas de 

FDD a uma unidade simulada de HDT. Esses trabalhos e suas características estão 

resumidos na Tabela 4-1. 

Tabela 4-1: Referências sobre o uso de FDD em uma unidade simulada de HDT 

Trabalhos Técnica FDD Comentários 

SALVATORE et 

al., 2005 

RBF + 
classificador 

- Dados simulados sem ruído;  

- Apenas o 1o reator da unidade de HDT 
foi simulado;  

- 9 classes de operação; 

- Redes RBF com muitos parâmetros; 

- Metodologia não testada para 
interpolação e extrapolação; 

- Janela de tempo p/ classificação: 5 min. 

DE SOUZA JR., 
CAMPOS e 

TUNALA (2006 e 
2009) 

DPCA + 
classificador 

- Dados simulados com ruído;  

- 1o e 2o reatores da unidade de HDT foram 
simulados; 

- 16 classes de operação; 

- Uso de 4 componentes principais; 

- Metodologia testada para interpolação e 
parcialmente para extrapolação; 

- Janela de tempo p/ classificação: 20 min. 



   

 

40 

Trabalhos Técnica FDD Comentários 

CORREIA DA 
SILVA, 2008; 
CORREIA DA 

SILVA et al., 2009 

Geração de resíduos 
+ classificador 

- Dados simulados com ruído;  

- Apenas leito do 1o reator da unidade de 
HDT foi simulado; 

- 16 classes de operação; 

- Uso de funções de Laguerre; 

- Metodologia testada para interpolação e 
parcialmente para extrapolação; 

- Janela de tempo p/ classificação: 30 min. 

Como se verifica na Tabela 4-1, os trabalhos anteriores apresentam limitações e 

necessitam de melhorias em sua abordagem. Adicionalmente, seus resultados não foram 

até agora devidamente confrontados, tendo sido publicados em diferentes veículos.  

Dessa forma, no presente capítulo, esses trabalhos são comparados. Para tanto, 

as implementações das técnicas baseadas em dados (redes neuronais e PCA) foram 

refeitas no MATLAB e no SimulinkTM. Já a priori decidiu-se pelas seguintes mudanças: 

i. Emprego de dados de toda a seção de reação (forno; 2 reatores; 4 leitos; 3 

misturadores; 5 controladores): dessa forma, a propagação da falha poderá 

ser investigada; 

ii. Utilização de dados corrompidos com ruído: de modo a verificar a robustez 

da técnica; 

iii. Realização de novos testes de extrapolação: dessa forma, situações mais 

realistas e mais desafiadoras são estudadas, sendo verificada a capacidade 

da técnica de identificar “novidades” no processo; 

iv. Uso de outro tipo de rede neuronal: apesar de as redes RBFs serem mais 

indicadas para classificação, a rede de SALVATORE et al. (2005) resultou 

“sobrecarregada”, devido à proporção baixa (~1,2) entre dados disponíveis 

para treinamento ((2/3)*14.400) e número de parâmetros (7.880). A 

literatura recomenda que essa proporção esteja entre 3 a 5. Assim, buscou-se 

uma rede MLP modificada para uso em classificação pela adoção de 
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funções de ativação softmax na camada de saída. Redes MLP usualmente 

resultam mais compactas que redes RBF (BAUGHMAN e LIU, 1995); 

Outras modificações serão explicadas em momentos mais apropriados desta 

apresentação. O método FDD baseado em modelo não foi refeito, apenas seus 

resultados são incluídos na comparação, uma vez que o objetivo desta dissertação é 

implementar métodos baseados em dados.  

Dessa forma, neste capítulo são apresentados o modelo do HDT considerado na 

simulação do processo, as metodologias utilizadas para geração e tratamento dos dados 

de processo, bem como os cenários simulados e estudos realizados utilizando redes 

neuronais e PCA. 

Com os resultados do presente capítulo, é proposto um algoritmo para FDD. A 

comparação de abordagens também dá subsídio para a escolha do método a ser usado 

com os dados reais de uma refinaria industrial no próximo capítulo. 

4.2 Modelagem do processo 

Reatores de leito fixo geralmente apresentam comportamento complexo, 

dificultando seu controle. As dificuldades podem ser resumidas como (SALVATORE et 

al., 2005): 

• A variável mais importante do processo, concentração do produto é também a 

mais difícil de ser analisada; 

• Resposta inversa de algumas variáveis dependentes em relação às variações nas 

variáveis independentes; 

• Tempo morto associado à propagação da onda térmica através do leito do reator; 

• Interação não-linear entre os processos cinéticos e energéticos; 

• Parâmetros físico-químicos variam no espaço e no tempo. 

Neste trabalho, foi utilizado o modelo de uma unidade de HDT desenvolvido por 

CARNEIRO (1992) para representar a unidade real. Cada reator foi modelado como 

sendo composto por dois leitos fixos em série. Para modelagem do reator foi utilizado o 
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modelo CSTR-CÉLULA em série proposto por HLACÁCEK (1982) para descrever a 

dinâmica de reatores de leito fixo adiabático. Por serem grandes e isolados, os reatores 

de leito fixo podem ser considerados adiabáticos. Neste modelo, assume-se que o reator 

é composto por n CSTR-CÉLULA (ou estágios) em série, num total de 12 estágios, 

conforme ilustrado na Figura 4-1 a seguir. As equações foram obtidas através de 

balanços de massa e energia em cada estágio.  

 

Figura 4-1: Modelo do reator CSTR-CÉLULA 

O modelo do reator CSTR-CÉLULA considera tanto a dispersão axial de massa 

e o calor no leito, quanto à difusão de massa e o transporte de calor entre a fase fluida e 

o catalisador sólido, conforme pode ser observado na Figura 4-2.  

 

Figura 4-2: Esquemático de um reator 

As premissas utilizadas no modelo CSTR- CÉLULA são: 

• Apenas uma reação ocorre e ela é de 1ª ordem com relação à concentração 

média do único pseudo-reagente A nos poros da fase sólida; 

• Existe apenas uma fase fluida, com propriedades físico-químicas constantes; 

• Não existe variação no volume molar; 
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• Existe apenas uma fase sólida; 

• Não existem fenômenos de transporte transversais, apenas longitudinais; 

• Não existe equilíbrio de fases; 

• A taxa de reação é descrita pela equação de Arrhenius; 

• Existem interações não-lineares entre os processos cinético e térmico. 

Inicialmente é apresentado o balanço de massa. A fase fluida flui da esquerda 

para direita. No entanto, existe um fluxo reverso, da direita para esquerda, que ocorre 

entre os estágios sucessivos. Com isso, a vazão da fase fluida entre os estágios é 

composta de duas parcelas: Vz (vazão volumétrica na direção direta) e gm (vazão 

volumétrica associada ao fluxo reverso). Também se assume que gm é constante ao 

longo do leito e proporcional à Vz, através da constante adimensional Km: 

mzm KVg .=  (4-1) 

A vazão molar do componente A, onde C é a concentração do reagente A na fase 

fluida, é apresentada a seguir: 

Direção direta: CVKCgV zmmz )1()( +=+  (4-2) 

Direção Reversa: CVKCg zmm ... =  (4-3) 

A fase fluida, que está fora dos poros do catalisador, se comporta como um 

tanque perfeitamente agitado, em cada estágio. A transferência de massa intra-estágios 

entre a fase sólida e o gás ocorre na superfície externa das partículas sólidas do 

catalisador. A concentração do reagente A (Cs) dentro dos poros das partículas também 

é considerada homogênea em cada estágio. O fluxo de massa é proporcional à diferença 

de concentração de partículas dentro e fora dos poros, conforme equação abaixo: 

)(.. sg CCVaK −  (4-4) 

onde Kg é o coeficiente de transporte de massa através da superfície externa do 

catalisador, a é a área da superfície externa das partículas sólidas do catalisador pelo 

volume total do estágio e V é o volume total do estágio. 
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O balanço de massa para o componente A na fase fluida do estágio i é 

apresentado na equação a seguir:  

)}C.a.V(CK.C)VK{(}.C.KV)CK({V
dt

dC
νV

siigizmimzimz

i −++−++=








+− 121 11  (4-5) 

onde ν representa a porosidade inter-partícula; Ci-1 é a concentração no estágio anterior; 

Ci+1 é a concentração no próximo estágio; Ci é a concentração no estágio i e Cis é a 

concentração no interior dos poros do catalisador. Os termos da equação são descritos a 

seguir: 

• 
dt

dC
νV i  - acúmulo de massa na fase fluida do estágio i; 

• 11 −+ imz )CK(V  - vazão molar da corrente fluida que sai do estágio i-1 e entra no 

estágio i; 

• 1+imz .C.KV - vazão molar da corrente fluida que sai do estágio i+1 e entra no 

estágio i; 

• 
izm .C)VK( 12 +  - vazão molar da corrente fluida que sai do estágio i para os 

estágios i+1 e i-1; 

• )C.a.V(CK
siig −  - vazão molar da corrente fluida que entra nos poros da 

superfície catalítica (transferência de massa intra-estágios); 

O balanço de massa para o componente A na fase sólida do estágio i é: 

      












−−−=








−
⋅

−
)(

0 ..)1()}(..{)1( si
TR

E

sisiig

si eCkVCCVaK
dt

dC
V νν  (4-6) 

onde k0 é a constante cinética de Arrhenius; E é a energia de ativação; R é a constante 

universal dos gases e Tis é a temperatura da fase sólida. Os termos da equação são 

descritos a seguir: 

• 
dt

dC
V si)1( ν−  - acúmulo de massa na fase sólida do estágio i; 
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• 
)(

0 ..)1( si
TR

E

si eCkV
⋅

−

−ν - vazão molar da reação (consumo de reagente). 

Para a transferência de calor, gt é a vazão de fluido associada ao fluxo reverso de 

calor e também é proporcional à Vz, através da constante adimensional Kh: 

hzt KVg .=  (4-7) 

As equações para a taxa de transferência de calor intra-estágios são 

representadas pela equação (4-8), para a direção direta, e pela equação (4-9), para a 

direção reversa: 

)(..)1()(.)( ∗∗ −+=−+ eepzheeptz TTCVKTTCgV ρρ  (4-8) 

epzheept TCVKTTCg ....)(.. ρρ =− ∗  (4-9) 

onde ρ é a massa específica do gás; Cp é o calor específico do gás; Te é a temperatura 

do fluido e Te
* é a temperatura de referência para o cálculo da entalpia de transferência 

de calor. 

A transferência de calor entre a fase fluida e o catalisador utiliza um coeficiente 

global de transmissão de calor (U) entre a fase líquida e o catalisador, baseado na 

superfície externa das partículas. Também podemos assumir que a temperatura do fluido 

nos poros do catalisador é a mesma que na fase sólida, conforme apresentado na 

equação (4-10) a seguir: 

)(.. ese TTVaU −  (4-10) 

onde Tes é a temperatura do fluido no leito do reator; Tei-1 é a temperatura do fluido no 

estágio anterior; Tei+1 é a temperatura do fluido no próximo estágio e Tei é a temperatura 

do fluido no estágio i. 

O balanço de energia na fase fluida do estágio i é dado por: 

}...)12{(

)}(........)1({...
11

iepzh

ieiseiephziephz

ie

p

TCVK

TTVaUTCKVTCKV
dt

dT
CV

ρ

ρρρν

+−

−+++=








+−  (4-11) 

  Os termos da equação são descritos a seguir: 
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• 
dt

dT
CV ie

p... ρν  - acúmulo de energia na fase fluida do estágio i; 

• 
1

..)1(
−

+
iephz TCKV ρ  - energia da fase fluida fornecida pelo estágio i-1 

• 
1

....
+iephz TCKV ρ  - energia da fase fluida fornecida pelo estágio i+1 

• )(..
ieise TTVaU −  - energia da fase fluida resultante da troca de calor com a fase 

sólida; 

• 
iepzh TCVK ...)12( ρ+ - energia da fase fluida fornecida aos outros estágios. 

O balanço de energia na fase sólida do estágio i é dado por: 













−∆−+−=








−
⋅

−
)(

0 ..)1()()}(..{..)1( si
TR

E

siriseie

ise

sps eCkVHTTVaU
dt

dT
CV νρν  (4-12) 

onde ρS é a massa específica do sólido; CpS é o calor específico do sólido e (-∆Hr) é o 

calor da reação. Os termos da equação são descritos a seguir: 

• 
dt

dT
CV ise

sps ..)1( ρν−  - acúmulo de energia na fase sólida do estágio i; 

• )(..
iseie TTVaU −  - energia da fase sólida resultante da troca de calor com a fase 

fluida; 

• 
)(

0 ..)1()( si
TR

E

sir eCkVH
⋅

−

−∆− ν  - energia gerada pela reação. 

A taxa de reação rA é descrita pelo seguinte modelo cinético: 

)(
0 . si

s

TR

E

iA eCkr
⋅

−

⋅=  
(4-13) 

A princípio, o modelo de CARNEIRO (1992), poderia ser considerado muito 

simplificado. Afinal, ANCHEYTA e SPEIGHT (2007) avaliaram que nos últimos 20 

anos (a idade aproximada do modelo de CARNEIRO, 1992) modelos cinéticos baseados 

em composição foram desenvolvidos na academia e na indústria com centenas ou até 

milhares de grupos e compostos puros. Contudo: 
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i. Os mesmos ANCHEYTA e SPEIGHT (2007) informam que estudos 

cinéticos usando compostos de enxofre individuais têm usualmente indicado 

que cinéticas simples de 1ª ordem descrevem o mecanismo predominante de 

remoção de enxofre; 

ii. CARNEIRO (1992) desenvolveu seu modelo de modo que apresentasse 

uma dinâmica similar às unidades reais de hidrotratamento, no que se refere 

aos perfis de concentração e temperatura ao longo dos leitos catalíticos. O 

autor usou condições, dimensionamentos e dados baseados em projetos reais 

de unidades; 

iii. O modelo de CARNEIRO (1992) efetivamente apresenta características 

típicas de unidades de HDT (alta exotermicidade; tempos mortos; resposta 

inversa; não-linearidades etc.), como investigado em estudos anteriores 

(SALVATORE et al., 2005; DE SOUZA JR., CAMPOS e TUNALA, 2006 

e 2009; CORREIA DA SILVA, 2008; CORREIA DA SILVA et al., 2009). 

Considerando − além das razões supracitadas − que a alegada simplicidade do 

modelo é, por outro lado, uma vantagem para estudos como o presente em que o alvo 

não é uma reprodução fiel dos dados do processo, mas fornecer um leito que permita o 

desenvolvimento e testes de diferentes metodologias, este modelo foi simulado no 

SimulinkTM, usando o método de integração ode15s do MATLAB para resolver as 

equações diferenciais ordinárias stiff.  

Foi assumido que os seguintes sensores estavam disponíveis para medição: 

temperatura na saída dos quatros leitos, temperatura na saída dos três misturadores, 

vazão de carga, temperatura na saída do forno e a vazão de hidrogênio nos três 

misturadores. A Figura 4-3 apresenta a unidade como simulada e os pontos de 

localização dos 12 sensores de medição utilizados, sendo vermelho para os sensores de 

temperatura e verde para os de vazão.  
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Figura 4-3: Seções de pré-aquecimento e reação de uma unidade de HDT 

destacando pontos de medição 

O modelo do forno consiste apenas na utilização de uma equação empírica de 

balanço energético. Cada misturador foi modelado com um balanço de massa, gerando 

apenas uma equação diferencial por misturador (CARNEIRO, 1992). Cinco 

controladores PI foram ajustados usando o método IMC (Internal Model Control) 

apresentado por ZAFIRIOU e MORARI (1988), com o objetivo de controlar a 

temperatura de saída de cada leito. Para o controle de temperatura do 1o leito, um 

controle cascata foi usado, no qual o controlador mestre controlava a temperatura 

naquele leito ajustando o set-point do escravo, o qual por sua vez manipulava a vazão de 

combustível para o forno e controlava a temperatura de saída do forno. Para os outros 

controladores, a variável manipulada era a vazão quench de hidrogênio para o 

misturador antes do respectivo leito.  

A Tabela 4-2 apresenta a contabilidade das equações diferenciais ordinárias do 

modelo da seção de reação da unidade de hidrotratamento. 
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Tabela 4-2: Total de equações  

Seção Tipo de equação 
Número de equações 

diferenciais 

Balanço de massa por componente 
12 CSTRs x 2 fases = 24 

por leito por reator 
Leito de cada reator 

Balanço de energia global 
12 CSTRs x 2 fases = 24 

por leito por reator 

Forno Balanço de energia 1 

Misturador  Balanço de massa 1 por misturador 

Controladores Lei feedback PI 5 

 Total 
(24*2) + (24*2) + 1 + 

(3*1) + 5 = 201 

A Tabela 4-3 apresenta os valores dos parâmetros utilizados na simulação. 

Tabela 4-3: Parâmetros do modelo  

Parâmetro Valor 

(-∆Hr) 1,28 105 J.mol-1 

k0 7,0 106 s-1 

E / R 1,0 104 K-1 

Km 0 

Kh 1 

U.a 1,4 105 W.K-1
.m

-3 

Kg.a 5,6 s-1 

ρ.Cp 5,0 104 J.K-1
.m

-3 

ρS.CpS 1,25 106 J.K-1
.m

-3 

Área superficial externa do sólido por 
unidade de volume do leito - a 

1400 m-1 

Volume dos estágios no primeiro reator - 
V1 

0,5 m3 

ν 0,4 

 Quantidade de estágios CSTR-célula no 
leito 1 

12 

Área transversal – A 0,48 m2 

Comprimento do primeiro leito - L1 12,5 m 
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4.3 Geração de condições de operação normais e com falhas para o 
estudo de FDD 

Utilizando o modelo de uma unidade industrial de HDT de diesel desenvolvido 

por CARNEIRO (1992) e as equações de modelagem do processo descritas no item 4.2, 

foram realizadas simulações no SimulinkTM para geração das condições de falha a serem 

empregadas no estudo das técnicas FDD utilizadas. O Apêndice I apresenta o simulador 

utilizado. 

Foram consideradas aqui falhas associadas a distúrbios no processo, as quais 

CHIANG, RUSSELL e BRAATZ (2001) e VENKATASUBRAMANIAN et al. (2003a) 

chamaram de “falha de parâmetro”. Ambos os trabalhos exemplificam tais falhas 

citando mudanças na concentração da carga de um processo, que é justamente a situação 

aqui abordada.  

Ocorre que tipicamente no processo de HDT a concentração de enxofre na 

corrente de alimentação não é medida on-line. Consequentemente, como argumentado 

por DE SOUZA JR., CAMPOS e TUNALA (2006 e 2009), seria útil para o operador ter 

um sistema de monitoramento que, usando outras variáveis disponíveis on-line, pudesse 

indicar se a alimentação se tornou mais rica ou pobre em enxofre, de modo que ele 

pudesse ajustar a operação do processo. 

Dessa forma, seguindo a mesma metodologia utilizada por SALVATORE et al. 

(2005), foram simuladas 16 (dezesseis) diferentes condições de operação, variando-se a 

concentração de alimentação e a vazão de entrada, com intuito de gerar e analisar as 

falhas no processo. A Tabela 4-4 apresenta os valores utilizados das variáveis.  
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Tabela 4-4: Condições de operação simuladas 

Condição de 
operação 

Concentração de 
alimentação (mol/m3) 

Vazão de 
entrada (m3/h) 

Descrição 

1 22 0,1 

2 17 0,1 

3 22 0,07 

4 17 0,07 

Operação normal 

5 24,5 0,115 Concentração e Vazão altas 

6 24,5 0,055 
Concentração alta e Vazão 

baixa 

7 14,5 0,115 
Concentração baixa e Vazão 

alta 

8 14,5 0,055 Concentração e Vazão baixas 

9 24,5 0,1 Concentração alta 

10 14,5 0,1 Concentração baixa 

11 22 0,055 Vazão baixa 

12 22 0,115 Vazão alta 

13 17 0,055 Vazão baixa 

14 17 0,115 Vazão alta 

15 24,5 0,07 Concentração alta 

16 14,5 0,07 Concentração baixa 

A condição 1 consistiu de um estado estacionário. Todas as outras condições 

consistiram de corridas transientes nas quais mudanças degraus foram feitas (a partir do 

estado estacionário da condição 1) em uma ou nas duas variáveis de entrada escolhidas. 

Após a análise do trabalho de CARNEIRO (1992) e estudos preliminares de simulação, 

os valores normais de operação para a concentração de alimentação de enxofre e vazão 

de entrada foram estabelecidos, respectivamente, em 17-22 mol/m3 e 0,07-0,1 m3/h, 

correspondendo às condições 1 à 4. A partir desses valores, as condições anormais de 

operação foram estabelecidas.  

Considerou-se uma janela de tempo de 20 minutos para a simulação de cada 

condição, com coleta de dados a cada 5 segundos. Dessa forma, foram obtidos dados de 

241 tempos de amostragem para cada condição de operação simulada, dando um total 

de 3856 (241 x 16) dados de processo gerados.  
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O Apêndice II apresenta os gráficos das variáveis simuladas. 

A Figura 4-4 mostra o comportamento transiente na temperatura de saída do 4o 

leito (ou equivalentemente, saída do 2º reator) para as condições observadas. Verifica-se 

a presença de tempo morto, devido às características empistonadas do reator. 

Adicionalmente, percebe-se a dificuldade em realizar a classificação das falhas usando-

se poucas variáveis. 

 
Figura 4-4: Temperatura do 4o leito. Resposta a degraus (em t = 0) na concentração de 

alimentação e vazão da carga. Condições: 5, 12, 14, 7, 9, 1, 2, 10, 15, 3, 4, 16, 6, 11, 13, 
8 (de cima para baixo) 

4.4 FDD baseado em dados: uso de redes neuronais 

4.4.1 Treinamento e validação 

Seguindo o procedimento adotado por SALVATORE et al. (2005), as condições 

de operação descritas na Tabela 4-4 foram agrupadas em nove classes de falhas (oito 

condições anormais e uma condição normal de operação), conforme apresentado na 

Tabela 4-5. O agrupamento foi realizado colocando em cada classe de falha os dados 

para os quais a variável de entrada estivesse fora das faixas normais de operação 

definidas previamente nesta dissertação. Essa escolha deveu-se ao fato de que o uso de 

16 classes resultaria em redes muito grandes (com muitos neurônios e parâmetros), uma 

vez que para a rede neuronal, cada classe corresponde a uma variável categórica de 
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saída. Tais variáveis categóricas estão mostradas na Tabela 4-5. Percebe-se que falhas 

combinadas são denominadas pela seqüência de algarismos; assim, a falha 14 

(Concentração e vazão altas), por exemplo, é uma combinação das falhas 1 

(Concentração alta) e 4 (Vazão alta). 

Tabela 4-5: Classes de falhas 

Condição de 
operação 

Script para a 
Falha 

Descrição 

1, 2, 3, 4 0 Operação normal 

9, 15 1 Concentração alta 

10, 16 2 Concentração baixa 

11, 13 3 Vazão baixa 

12, 14 4 Vazão alta 

5 141 Concentração e vazão altas 

6 13 Concentração alta e vazão baixa 

7 24 Concentração baixa e vazão alta 

8 23 Concentração e vazão baixas 

1- Corresponde à combinação das situações das falhas 1 e 4. 

Foram analisados dois casos (sem valor atrasado – d0 e com valor atrasado de 

um tempo de amostragem – d1) com o intuito de avaliar a influência da dinâmica no 

desempenho da rede. Adicionalmente, SALVATORE et al. (2005) usou valores 

atrasados (1 tempo de amostragem) da temperatura nos dois leitos do reator 1.  

Além disso, para cada caso analisado, foram desenvolvidas duas abordagens 

usando redes neuronais em termos da quantidade de dados utilizados em cada etapa 

(treinamento/validação ou seleção/teste) do projeto da rede, conforme apresentado na 

Tabela 4-6. O objetivo foi verificar a influência da etapa de teste no desempenho da 

rede, ou seja, checar se apenas a etapa de validação era suficiente para garantir a sua 

eficácia.  

Recorde-se aqui que o treinamento da rede neuronal refere-se à etapa em que 

padrões de dados de entrada e de saída são usados nas estimações dos seus parâmetros, 

enquanto que os dados de validação (ou seleção na terminologia do STATISTICA 

NEURAL NETWORKS do StatisticaTM) não são usados explicitamente para essa 
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estimação, mas são usados para avaliar a capacidade de generalização da rede para 

dados novos, servindo também para monitorar o treinamento, podendo até pará-lo de 

modo a evitar “sobreajuste”. Por outro lado, o conjunto de teste é um segundo conjunto 

independente de dados usado para uma verificação adicional da capacidade de 

generalização das redes para dados novos. Usualmente, são usadas as seguintes 

proporções de dados: 2:1:1 (treinamento:validação:teste) ou 2:1 (treinamento:validação) 

(DE SOUZA JR., CAMPOS e TUNALA, 2006 e 2009). 

Tabela 4-6: Quantidade de dados utilizados em cada etapa 

Amostras Divisão de dados 1 Divisão de dados 2 

Treinamento 1928 (2/4) 2571 (2/3) 

Validação (Seleção) 964 (1/4) 1285 (1/3) 

Teste 964 (1/4) 0 

Total 3856 3856 

A Tabela 4-7 apresenta o planejamento dos estudos de acordo com as 

combinações realizadas. Todas as variáveis de entrada para os modelos foram 

consideradas contínuas e a variável de saída (“falha”) foi considerada categórica. 

Tabela 4-7: Planejamento dos projetos de redes neuronais 

Caso Número de variáveis Divisão de dados 

Sem valor atrasado (d0) 131 

Com um valor atrasado (d1) 252 
1 

Sem valor atrasado (d0) 13 

Com um valor atrasado (d1) 25 
2 

1- Doze variáveis de entrada (sensores de medição) mais uma variável de saída (classe de falhas). 
2- Vinte e quatro variáveis de entrada (sensores de medição acrescidos das variáveis com um 

valor atrasado) mais uma variável de saída (classe de falhas). 

As redes foram treinadas e analisadas no módulo STATISTICA NEURAL 

NETWORKS (SNN) do StatisticaTM. Os tipos de redes comparadas no treinamento 

foram lineares, perceptron multicamadas ou MultiLayer Perceptron (MLP) e de base 

radial (RBF). Para cada projeto realizado, cem redes eram treinadas e as dez melhores 

eram salvas, mantendo-se a diversidade, ou seja, pelo menos uma de cada tipo era salva.  
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A melhor rede foi selecionada a partir da análise do resultado da coluna 

Desempenho de Seleção e da quantidade de parâmetros que cada rede necessita para 

classificar todos os dados de entrada. Em problemas de classificação, o índice 

Desempenho fornece a percentagem de casos que foram corretamente classificados pelo 

modelo (% de acertos); dessa maneira, quanto mais próximo de 1 (100 %) for o valor do 

Desempenho de Seleção melhor será o desempenho da rede para dados de seleção (ou 

validação) e, por conseguinte, melhor generalizará a rede. Além disso, a rede será mais 

rápida e melhor, sob o ponto de vista da parcimônia, quanto menos parâmetros forem 

necessários para classificar os dados do processo. O cálculo do número de parâmetros é 

feito através da fórmula abaixo: 

Nº de parâmetros = No+No)(Nh+Nh+Nh)(Ni ⋅⋅  (4-14) 

onde Ni é o número de neurônios na camada de entrada, Nh é o número de neurônios na 

camada escondida e No é o número de neurônios na camada de saída. 

A Tabela 4-8 apresenta o resultado de cada simulação realizada, destacando-se a 

melhor rede obtida para cada caso. Algoritmos de redução de tamanho de redes por 

análise de sensibilidade (DE SOUZA JR., 1996) foram empregados para eliminar 

variáveis de entrada. Ou seja, quando a variável de entrada aumentava ou não diminuía 

o erro da rede, ela era excluída da mesma. Por isso, as 10 redes salvas em cada caso 

podem não apresentar 12 (caso d0) ou 24 variáveis de entrada. 

Tabela 4-8: Redes obtidas no StatisticaTM para os dados simulados 

 Rede 
Desempenho 

de 
treinamento 

Desempenho 
de seleção 

Desempenho 
de teste 

Nº de 
parâmetros 

1 MLP 10:10-9-9:1 0,844398 0,808091 0,830913 189 

2 MLP 11:11-9-9:1 0,880187 0,857884 0,858921 198 

3 MLP 12:12-13-9:1 0,873444 0,852697 0,84751 295 

4 Linear 6:6-9:1 0,518672 0,508299 0,514523 63 

5 Linear 7:7-9:1 0,526971 0,517635 0,532158 72 

6 Linear 8:8-9:1 0,608921 0,5861 0,587137 81 

7 RBF 12:12-183-9:1 0,887967 0,868257 0,856846 4035 

8 RBF 12:12-161-9:1 0,887448 0,863071 0,855809 3551 

9 RBF 12:12-185-9:1 0,889523 0,865145 0,858921 4079 

Divisão de 
dados_1 – 
Sem valor 

atrasado (d0) 

10 RBF 12:12-184-9:1 0,893154 0,862033 0,853734 4057 
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 Rede 
Desempenho 

de 
treinamento 

Desempenho 
de seleção 

Desempenho 
de teste 

Nº de 
parâmetros 

1 MLP 18:18-11-9:1 0,878112 0,875519 0,883817 317 

2 MLP 21:21-16-9:1 0,867739 0,839212 0,853734 505 

3 MLP 23:23-16-9:1 0,886411 0,879668 0,900415 537 

4 Linear 18:18-9:1 0,658195 0,627593 0,640041 171 

5 Linear 19:19-9:1 0,665456 0,631743 0,633817 180 

6 Linear 20:20-9:1 0,662344 0,633817 0,636929 189 

7 RBF 24:24-140-9:1 0,901452 0,877593 0,881743 4769 

8 RBF 24:24-160-9:1 0,892116 0,878631 0,894191 5449 

9 RBF 24:24-162-9:1 0,897303 0,872407 0,893154 5517 

Divisão de 
dados_1 – 

Com um valor 
atrasado (d1) 

10 RBF 24:24-168-9:1 0,903527 0,873444 0,886929 5721 

1 MLP 12:12-13-9:1 0,87359 0,866926 0,0000 295 

2 MLP 12:12-11-9:1 0,866589 0,85214 0,0000 251 

3 Linear 8:8-9:1 0,58382 0,535409 0,0000 81 

4 Linear 11:11-9:1 0,577207 0,529183 0,0000 108 

5 Linear 12:12-9:1 0,577207 0,528405 0,0000 117 

6 MLP 10:10-10-9:1 0,264489 0,221012 0,0000 209 

7 RBF 12:12-217-9:1 0,886814 0,870817 0,0000 4783 

8 RBF 12:12-238-9:1 0,88837 0,870039 0,0000 5245 

9 RBF 12:12-283-9:1 0,891482 0,868482 0,0000 6235 

Divisão de 
dados_2 – 
Sem valor 

atrasado (d0) 

10 RBF 12:12-289-9:1 0,883314 0,873152 0,0000 6367 

1 MLP 13:13-13-9:1 0,847141 0,855253 0,0000 308 

2 MLP 15:15-13-9:1 0,874368 0,874708 0,0000 334 

3 MLP 23:23-12-9:1 0,883703 0,87393 0,0000 405 

4 MLP 23:23-15-9:1 0,896149 0,881712 0,0000 504 

5 Linear 19:19-9:1 0,62466 0,582879 0,0000 180 

6 Linear 20:20-9:1 0,62466 0,580545 0,0000 189 

7 Linear 21:21-9:1 0,623104 0,582879 0,0000 198 

8 RBF 24:24-176-9:1 0,902373 0,880156 0,0000 5993 

9 RBF 24:24-271-9:1 0,91143 0,886381 0,0000 9223 

Divisão de 
dados_2 – 

Com um valor 
atrasado (d1) 

10 RBF 24:24-224-9:1 0,902762 0,878599 0,0000 7625 

Foram selecionadas redes do tipo MLP por apresentarem menos parâmetros que 

as redes do tipo RBF, apesar de as redes RBF apresentarem Desempenho de Seleção 
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mais próximo de 100 %. As melhores redes obtidas foram agrupadas na Tabela 4-9 e, 

em seguida, os resultados são analisados. 

Tabela 4-9: Resumo dos resultados obtidos 

Simulação Caso 
Melhor 

Rede Tipo 

Desempenho 
de seleção 
(valores 

arredondados) 

Nº de 
parâmetros 

Sem valor atrasado 2 MLP 11:11-9-9:1 86 % 198 Divisão de 
dados_1 Com um valor atrasado 1 MLP 18:18-11-9:1 88 % 317 

Sem valor atrasado 1 MLP 12:12-13-9:1 87 % 295 Divisão de 
dados_2 Com um valor atrasado 2 MLP 15:15-13-9:1 88 % 334 

 

Pode-se verificar que o acréscimo de um valor atrasado não alterou 

significativamente o desempenho da rede. Na Divisão de dados_1 a diferença entre o 

desempenho considerando a adição de um valor atrasado do processo na classificação 

das redes e desempenho considerando apenas o valor em tempo real foi de 

aproximadamente 2% e na Divisão de dados_2 a diferença foi de menos de 1%. 

Além disso, a quantidade de parâmetros aumentou com o aumento do número de 

entradas para a rede neuronal. Na Divisão de dados_1 o aumento foi de 60% e na Divisão 

de dados_2, 13%. Logo, as redes obtidas considerando dados sem valor atrasado (d0) 

devem executar mais rapidamente que as redes com valor atrasado (d1). 

Analisando os resultados obtidos pode-se verificar que a exclusão da etapa de 

teste não alterou significativamente o desempenho da rede, uma vez os resultados 

obtidos na Divisão de dados_2 são similares aos resultados obtidos na Divisão de dados_1. 

O desenvolvimento das redes neuronais no SNN foi extremamente demorado. A 

etapa de treinamento aumentou com o acréscimo de dados à rede. Os treinamentos sem 

valor atrasado (d0) foram mais rápidas com duração de 3 horas do que as considerando 

valor atrasado (d1) que duraram aproximadamente 7 horas. As simulações foram 

realizadas em um computador Dell Inspiron 1525, com Processador Intel Celeron 550, 

2.0 GHz, 533 MHz. 
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Analisando os resultados obtidos em cada simulação, a rede 1 da Divisão de 

dados_2 – sem valor atrasado (d0) foi considerada como sendo a melhor em todos os 

aspectos avaliados. A Tabela 4-10 apresenta os parâmetros dessa rede. As demais 

análises serão realizadas considerando este rede. 

Tabela 4-10: Configuração da rede selecionada - MLP 12:12-13-9:1 

Camada Nº de neurônios Função de Ativação 

Entrada 12 Linear 

Escondida 13 Hiperbólica 

Saída 9 Softmax 

 

4.4.2 Algoritmo para classificação das falhas 

SALVATORE et al. (2005) propuseram um algoritmo de classificação de pós-

processamento, que batizaram de “Winner”, desenvolvido em MATLAB para 

identificar, através de reconhecimento de padrão a partir dos dados de entrada, cada 

condição de operação e classificar as falhas ocorridas. Os passos seguidos pelo 

algoritmo foram (SALVATORE et al., 2005):  

• A classificação da rede para dados coletados a cada 5 s é armazenada; 

•  Depois de uma janela de tempo definida, todas as classificações são 

contabilizadas e analisadas. 

A janela de tempo foi de 5 min em SALVATORE et al. (2005). Aqui foi 

escolhida de 20 min − como em DE SOUZA JR., CAMPOS e TUNALA (2006 e 2009) 

− pois a presença de ruídos dificulta a classificação e esse tempo está mais adequado 

com a dinâmica do processo (que inclui tempos mortos). 

A classe declarada vencedora (winner) pelo algoritmo “Winner” é aquela que 

alcança a maior percentagem de acertos durante a janela de tempo analisada; contudo, 

se essa percentagem for inferior a um dado limite pré-estabelecido, o algoritmo pode 

informar que a situação é desconhecida (ou not known ou NK), proporcionando ao 

sistema FDD a possibilidade de lidar com situações novas, o que é uma característica 

desejável (VENKATASUBRAMANIAN et al., 2003a).  
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Os parâmetros da rede selecionada (Rede 01 da Divisão de dados_2 – sem valor 

atrasado) e os pesos e biases obtidos no StatisticaTM foram inseridos no MATLAB com 

o objetivo de reproduzir a rede para configuração do algoritmo. Cada condição de 

operação foi inserida separadamente como entrada da rede de modo a verificar se a 

saída do modelo seria equivalente à saída esperada. Nenhuma variável de saída foi 

fornecida; a classificação foi feita através do reconhecimento de padrões entre os dados. 

A Tabela 4-11 apresenta os resultados obtidos. Pode-se verificar a eficiência do 

algoritmo, visto que as classes de falhas foram classificadas corretamente em todos os 

casos analisados, isto é, a classe de falha “vencedora” obtida como resultado do 

algoritmo para cada caso analisado foi igual à classe de falha esperada, definida na 

Tabela 4-5, para cada condição de operação, estando o percentual de acertos entre 73 % 

e quase 100 %. 

Tabela 4-11: Algoritmo de classificação baseado em redes neuronais para dados 
simulados 

Resultado do "Winner" - Classe de falha mais próxima Condição 
de oper. 

Classe 
de falha 0 14 13 24 23 1 2 3 4 

1 0 99,59% 0,00% 0,00% 0,00% 0,00% 0,41% 0,00% 0,00% 0,00% 

2 0 84,65% 0,00% 0,00% 0,00% 0,00% 0,00% 15,35% 0,00% 0,00% 

3 0 97,51% 0,00% 0,00% 0,00% 0,00% 1,66% 0,83% 0,00% 0,00% 

4 0 96,68% 0,00% 0,00% 0,00% 0,00% 0,00% 3,32% 0,00% 0,00% 

5 14 0,00% 91,29% 0,00% 0,00% 0,00% 0,00% 0,00% 0,00% 8,71% 

6 13 0,41% 0,00% 73,44% 0,00% 2,90% 0,00% 0,00% 23,24% 0,00% 

7 24 0,00% 3,73% 0,00% 76,76% 0,00% 0,00% 0,00% 0,00% 19,50% 

8 23 0,41% 0,00% 0,00% 0,00% 81,33% 0,00% 0,00% 18,26% 0,00% 

9 1 21,58% 0,00% 0,00% 0,00% 0,00% 78,42% 0,00% 0,00% 0,00% 

10 2 26,14% 0,00% 0,00% 0,00% 0,00% 0,00% 73,86% 0,00% 0,00% 

11 3 0,41% 0,00% 0,83% 0,00% 3,32% 0,00% 0,00% 95,44% 0,00% 

12 4 0,00% 5,81% 0,00% 0,00% 0,00% 0,00% 0,00% 0,00% 94,19% 

13 3 0,41% 0,00% 0,00% 0,00% 3,73% 0,00% 0,00% 95,85% 0,00% 

14 4 0,00% 2,90% 0,00% 2,90% 0,00% 0,00% 0,00% 0,00% 94,19% 

15 1 19,50% 0,00% 0,00% 0,00% 0,00% 78,42% 2,07% 0,00% 0,00% 

16 2 17,84% 0,00% 0,00% 0,00% 0,00% 0,00% 82,16% 0,00% 0,00% 
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4.5 FDD baseado em dados: uso de análise de componentes principais 

4.5.1 Cálculo dos componentes principais  

A análise de componentes principais (PCA) e análise dinâmica de componentes 

principais (DPCA) foram realizadas para redução da dimensionalidade das variáveis do 

sistema. Para tal, foi utilizado o MATLAB, aplicando-se a metodologia proposta por 

KU, STORER e GEORGAKIS (1995).  

Da mesma forma como procedido para redes neuronais, foram analisados os dois 

casos, sem e com um valor atrasado, contendo 12 e 24 variáveis de entrada, 

respectivamente. O conjunto de variáveis com ruído foi carregado pelo código em 

MATLAB e foram calculados a média e o desvio-padrão dos dados. Em seguida, os 

dados foram normalizados, diminuindo-se cada um de sua média e dividindo-se pelo 

desvio-padrão.  

Para cada um dos conjuntos de dados estudados foram calculados os 

componentes principais utilizando-se a função princomp do MATLAB. 

[COEFF, SCORE, LATENT, TSQUARED] = PRINCOMP(X) 

Conforme descrição do MATLAB (www.mathworks.com), a primeira saída 

desta função (coeff) corresponde aos autovetores da matriz X, isto é, são os 

componentes principais calculados para os dados da matriz X. Estes valores são 

resultados de combinações lineares das variáveis originais. A segunda saída, scores, 

corresponde às novas variáveis (variáveis originais no novo sistema de coordenadas 

definido pelos componentes principais) e possui a mesma dimensão da matriz X. A 

terceira saída, latent, corresponde aos autovalores da matriz X, ou seja, é um vetor que 

contém a variação explicada pelo componente principal correspondente. Através deste 

dado é possível calcular o percentual da variabilidade total que cada componente 

principal é responsável. O gráfico de Pareto é utilizado para ilustrar a contribuição que 

cada componente principal tem sobre o resultado final e desta forma 

escolher/determinar os componentes principais mais importantes para o processo, ou 

seja, os componentes principais que respondem pela maior variabilidade do processo. 
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Foram selecionados os maiores autovalores com seus autovetores correspondentes, ou 

seja, foram selecionados os autovetores com maior valor de autovalor. A quarta saída 

(tsquared) corresponde aos dados de T2 de Hotelling, que não serão utilizados nos 

estudos realizados neste trabalho. 

A Tabela 4-12 apresenta os autovalores de cada componente principal obtido 

para cada caso analisado, bem como a variabilidade percentual de cada componente, 

calculada através da equação (2-11), e a variabilidade acumulada. 

Tabela 4-12: Resultados do cálculo dos PCs dos dados simulados 

Sem valor atrasado  Com um valor atrasado 

Autovalores 
Variabilidade 

(%) 
Variabilidade 

acumulada (%) 
 Autovalores 

Variabilidade 
(%) 

Variabilidade 
acumulada (%) 

6,8436 57,03 57,03  13,608 56,701 56,701 

2,7601 23,001 80,031  5,478 22,825 79,526 

1,9281 16,067 96,098  3,8327 15,97 95,496 

0,22924 1,9103 98,0083  0,43131 1,7971 97,2931 

0,076916 0,64097 98,64927  0,13275 0,55314 97,84624 

0,037619 0,31349 98,96276  0,089824 0,37427 98,22051 

0,023242 0,19369 99,15645  0,053645 0,22352 98,44403 

0,02144 0,17866 99,33511  0,037646 0,15686 98,60089 

0,020875 0,17396 99,50907  0,029713 0,1238 98,72469 

0,020104 0,16753 99,6766  0,025361 0,10567 98,83036 

0,019894 0,16578 99,84238  0,02365 0,09854 98,9289 

0,018887 0,15739 99,99977  0,022501 0,093755 99,022655 

    0,021649 0,090206 99,112861 

    0,020903 0,087097 99,199958 

     0,020628 0,085951 99,285909 

    0,020423 0,085095 99,371004 

    0,019767 0,082363 99,453367 

    0,019474 0,081141 99,534508 

    0,019362 0,080674 99,615182 

    0,019017 0,079238 99,69442 

    0,018906 0,078773 99,773193 

    0,018267 0,076113 99,849306 

    0,018187 0,07578 99,925086 

    0,018062 0,075258 100,000344 
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Conforme mencionado anteriormente, o número de componentes principais foi 

escolhido de modo a reter a maior parte da variabilidade dos dados originais. Sendo 

assim, casos com autovalores menores que 0,2 foram considerados insignificantes, logo 

pode-se verificar que foram selecionados os quatro primeiros componentes principais. 

A partir da análise dos gráficos de Pareto apresentados abaixo, pode-se observar 

que o acréscimo de variáveis não alterou o número de PCs relevantes para o processo. 

Logo, pode-se concluir que a inclusão de valores atrasados não altera significativamente 

o desempenho da detecção e diagnóstico de condições anormais no processo. Além 

disso, a não inclusão de valores atrasados permite uma comparação melhor com a 

técnica baseada em redes neuronais, para a qual termos atrasados também não foram 

incluídos. 
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a) Sem valor atrasado - 12 variáveis de entrada 
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b) Com um valor atrasado - 24 variáveis de entrada 

Figura 4-5: Gráfico de Pareto para seleção dos PCs. 

A técnica de PCA reduz a dimensionalidade dos dados. Se apenas dois 

componentes principais fossem usados, o operador poderia monitorar apenas um 

gráfico. Contudo, no presente caso foram necessários mais componentes principais. De 

modo apenas a permitir uma melhor visualização dos dados, as condições de operação 

foram divididas em grupos de acordo com a variável que apresentava condição anormal 

de operação. Utilizou-se uma cor para representação de cada grupo visando facilitar a 

visualização, conforme tabela abaixo. 

Tabela 4-13: Grupos de condições de operação e cor utilizada para representação 

Condição de 
operação 

Variável perturbada Cor utilizada 

1, 2, 3, 4 Nenhuma Preto 

5, 6, 9, 15 Concentração alta Vermelho 

7, 8, 10, 16 Concentração baixa Azul 

11, 13 Vazão baixa Verde 

12, 14 Vazão alta Verde 



   

 

64 

A Figura 4-6 apresenta os gráficos gerados correlacionando os quatro PCs 

selecionados para o caso analisado considerando 12 variáveis de entrada (sem inclusão 

de valor atrasado). 
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c) PC1 x PC4 

Figura 4-6: Componentes principais selecionados considerando 12 variáveis de entrada 

Em todos os gráficos, observa-se a separação das condições de operação, sendo 

que os três primeiros PCs permitem uma melhor discriminação dos dados. 

4.5.2 Classificação das falhas baseada em distância Euclidiana  

Implementou-se o algoritmo de pós processamento proposto por DE SOUZA 

JR., CAMPOS e TUNALA (2006 e 2009) para classificação de condições anormais de 

operação baseado no cálculo da distância Euclidiana do novo ponto (de validação) em 

relação a cada um dos pontos da base de referência no espaço reduzido (o espaço das 

componentes principais). O algoritmo − que pode ser considerado um classificador 

geométrico (ISERMANN, 2006) − foi desenvolvido no MATLAB e considera como 

“vencedora” a condição de operação que receber o maior número de indicações. As 

etapas do algoritmo são as seguintes:  

1. De 20 em 20 min, reunir os dados operacionais amostrados a cada 5s (241 

amostras para cada variável); 

2. Construir a matriz XA; 

3. Colocar os dados em escala; 
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4. Colocar os dados no novo sistema de coordenadas definido pelos quatros 

primeiros componentes principais; 

5. Calcular a distância Euclidiana entre cada dado de amostragem no novo sistema 

de coordenadas e os 3856 pontos de dados correspondentes às 16 condições de 

operação (ou trajetórias de referência); 

6. Atribuir a condição correspondente à menor distância Euclidiana para cada 

ponto; 

7. Considerar como “vencedora” a condição de operação que receber o maior 

número de indicações entre as 241 amostras. Apresentar a porcentagem de 

indicações para a condição “vencedora”.   

Os resultados da aplicação do procedimento FDD são mostrados na seqüência. 

De modo a efetuar uma análise de validação do sistema, corridas de simulação 

corrompidas por ruído branco correspondendo a cada uma das condições da Tabela 4-4 

foram usadas. Os parâmetros dos quatros componentes principais selecionados no item 

4.5.1, considerando 12 variáveis de entrada, foram inseridos no algoritmo.  

A Tabela 4-14 apresenta os resultados obtidos. Pode-se verificar a eficiência do 

algoritmo, visto que as classes de falhas foram classificadas corretamente em todos os 

casos analisados. A classificação da trajetória de referência foi correta em todos os 

casos, ficando a percentagem de classificações corretas entre 67 e 86 %, 

aproximadamente. A Tabela 4-15 apresenta os resultados agrupados de acordo com as 

mesmas classes de falhas utilizadas para definição das condições de falha no caso das 

análises considerando redes neuronais. A percentagem de classificações subiu para o 

intervalo entre 72 e 86 %. Como já haviam percebido DE SOUZA JR., CAMPOS e 

TUNALA (2006 e 2009), as classificações erradas que impediram percentagens de 100 

% de acerto tiveram as seguintes características: 

• Ocorreram no começo da corrida, quando o transiente acabara de deslanchar e a 

possibilidade de confusão entre as curvas era maior; 

• Foram também devidas à presença de ruído, que contribuiu para tornar as 

trajetórias muito próximas umas às outras. 
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Tabela 4-14: Validação do algoritmo de PCA para dados simulados – cálculo da distância Euclidiana 

Condição de operação mais próxima - menor distância Euclidiana Condição 
de oper. 1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16 

1 70,95% 8,30% 0,41% 0,00% 0,00% 0,41% 0,00% 2,90% 12,45% 4,15% 0,00% 0,00% 0,41% 0,00% 0,00% 0,00% 

2 7,88% 66,81% 0,00% 0,41% 0,00% 0,41% 0,00% 0,00% 2,07% 22,41% 0,00% 0,00% 0,00% 0,00% 0,00% 0,00% 

3 0,00% 0,00% 81,33% 3,32% 0,00% 0,00% 0,41% 0,00% 0,00% 0,00% 0,00% 0,00% 0,00% 1,24% 11,20% 2,49% 

4 0,00% 0,00% 5,81% 78,01% 0,00% 0,00% 0,00% 0,00% 0,00% 0,00% 0,00% 0,00% 0,00% 2,49% 6,22% 7,47% 

5 0,00% 0,00% 0,00% 0,41% 83,40% 0,41% 5,39% 0,00% 0,00% 0,00% 0,83% 5,39% 1,24% 2,90% 0,00% 0,00% 

6 0,00% 0,00% 0,00% 0,00% 0,00% 78,42% 0,83% 4,56% 0,00% 0,00% 11,62% 0,00% 4,15% 0,41% 0,00% 0,00% 

7 0,00% 0,00% 0,00% 0,00% 3,32% 0,83% 80,91% 0,41% 0,00% 0,00% 0,00% 2,90% 0,00% 11,62% 0,00% 0,00% 

8 0,00% 0,00% 0,00% 0,00% 0,83% 3,32% 0,83% 78,84% 0,00% 1,24% 3,73% 0,83% 10,37% 0,00% 0,00% 0,00% 

9 12,45% 0,41% 0,00% 0,00% 0,00% 0,00% 0,00% 0,41% 85,48% 1,24% 0,00% 0,00% 0,00% 0,00% 0,00% 0,00% 

10 7,47% 18,26% 0,00% 0,00% 0,00% 0,41% 0,00% 0,41% 1,66% 71,78% 0,00% 0,00% 0,00% 0,00% 0,00% 0,00% 

11 0,00% 0,00% 0,00% 0,00% 0,41% 14,94% 0,00% 4,15% 0,00% 0,41% 74,27% 0,41% 5,39% 0,00% 0,00% 0,00% 

12 0,00% 0,00% 0,00% 0,00% 4,98% 0,83% 3,32% 0,00% 0,00% 0,00% 0,41% 81,74% 3,32% 5,39% 0,00% 0,00% 

13 0,00% 0,00% 0,00% 0,00% 0,00% 6,22% 0,41% 9,54% 0,00% 1,24% 5,81% 0,00% 76,76% 0,00% 0,00% 0,00% 

14 0,00% 0,00% 0,00% 0,41% 1,66% 0,41% 12,86% 0,00% 0,00% 0,00% 0,00% 5,81% 2,07% 76,76% 0,00% 0,00% 

15 0,00% 0,00% 11,20% 2,90% 0,00% 0,00% 0,00% 0,00% 0,00% 0,41% 0,00% 0,00% 0,00% 1,66% 79,67% 4,15% 

16 0,00% 0,41% 4,98% 10,79% 0,00% 0,00% 0,00% 0,00% 0,00% 0,00% 0,00% 0,00% 0,00% 0,83% 2,49% 80,50% 
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Tabela 4-15: Validação do algoritmo de PCA para dados simulados – agrupamento de acordo com as classes de falhas 

Classe de falha mais próxima Condição 
de oper. 

Classe 
de falha 0 14 13 24 23 1 2 3 4 

1 0 79,67% 0,00% 0,41% 0,00% 2,90% 12,45% 4,15% 0,41% 0,00% 

2 0 75,10% 0,00% 0,41% 0,00% 0,00% 2,07% 22,41% 0,00% 0,00% 

3 0 84,65% 0,00% 0,00% 0,41% 0,00% 11,20% 2,49% 0,00% 1,24% 

4 0 83,82% 0,00% 0,00% 0,00% 0,00% 6,22% 7,47% 0,00% 2,49% 

5 14 0,41% 83,40% 0,41% 5,39% 0,00% 0,00% 0,00% 2,07% 8,30% 

6 13 0,00% 0,00% 78,42% 0,83% 4,56% 0,00% 0,00% 15,77% 0,41% 

7 24 0,00% 3,32% 0,83% 80,91% 0,41% 0,00% 0,00% 0,00% 14,52% 

8 23 0,00% 0,83% 3,32% 0,83% 78,84% 0,00% 1,24% 14,11% 0,83% 

9 1 12,86% 0,00% 0,00% 0,00% 0,41% 85,48% 1,24% 0,00% 0,00% 

10 2 25,73% 0,00% 0,41% 0,00% 0,41% 1,66% 71,78% 0,00% 0,00% 

11 3 0,00% 0,41% 14,94% 0,00% 4,15% 0,00% 0,41% 79,67% 0,41% 

12 4 0,00% 4,98% 0,83% 3,32% 0,00% 0,00% 0,00% 3,73% 87,14% 

13 3 0,00% 0,00% 6,22% 0,41% 9,54% 0,00% 1,24% 82,57% 0,00% 

14 4 0,41% 1,66% 0,41% 12,86% 0,00% 0,00% 0,00% 2,07% 82,57% 

15 1 14,11% 0,00% 0,00% 0,00% 0,00% 79,67% 4,56% 0,00% 1,66% 

16 2 16,18% 0,00% 0,00% 0,00% 0,00% 2,49% 80,50% 0,00% 0,83% 
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Os resultados para os dois primeiros componentes principais são apresentados na 

Figura 4-7 para os 16 (dezesseis) casos de operação. A linha azul claro representa a 

projeção dos dados de validação no plano dos dois primeiros componentes principais e os 

pontos marcados com “+” representam a trajetória que correspondia à menor distância 

Euclidiana calculada, conforme o algoritmo. Foi utilizado o padrão de cores definido na 

Tabela 4-13. 
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Figura 4-7: Linhas pretas: dados de validação. Pontos “+”: condições de operação mais 
próxima a) 1; b) 2; c) 3; d) 4; e) 5; f) 6; g) 7; h) 8; i) 9; j) 10; k) 11; l) 12; m) 13; n) 14; o) 

15; p) 16 
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4.6 Comparação dos sistemas FDD 

Neste trabalho foram propostos dois métodos híbridos para detecção e diagnóstico 

de condições anormais em uma unidade de HDT simulada: um baseado em redes neuronais 

e outro em PCA. Ambos combinados com um algoritmo de classificação de pós 

processamento. 

SALVATORE et al. (2005), DE SOUZA JR., CAMPOS e TUNALA (2006 e 2009) 

e CORREIA DA SILVA et al. (2009) também utilizaram dados simulados de um processo 

de HDT para estudar diferentes procedimentos de detecção e diagnóstico de falhas e 

utilizaram algoritmos de pós processamento para classificação das condições anormais de 

operação. 

SALVATORE et al. (2005) propuseram um método baseado em redes neuronais. 

Foram empregadas redes do tipo RBF, que apresentaram desempenho na ordem de 96%. 

No entanto, tais redes apresentavam um número excessivo de parâmetros e os dados 

empregados na análise estavam isentos de ruído. 

Já DE SOUZA JR., CAMPOS e TUNALA (2006 e 2009) propuseram um método 

baseado em estatística multivariada (DPCA) para detecção e diagnóstico de condições 

anormais. Apesar de lá terem sido empregadas informações com um tempo de amostragem 

atrasado, o desempenho obtido foi na mesma ordem de grandeza do alcançado no presente 

trabalho (percentual de acertos entre 73 % e 90 % para o trabalho anterior contra 67 e 86 % 

no atual, que usa a metade das variáveis). 

CORREIA DA SILVA et al. (2009) propuseram um algoritmo baseado em modelo 

de processo para detecção de falhas. O sistema proposto classificou corretamente todas as 

situações investigadas, conforme apresentado na Tabela 4-16. 
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Tabela 4-16: Resultados de CORREIA DA SILVA et al. (2009) 

 

No entanto, comparando com os resultados obtidos nesta dissertação para os dois 

métodos propostos (conforme Tabela 4-17, que destaca em azul os melhores resultados e 

em vermelho, os piores), pode-se verificar que os métodos baseados em dados históricos 

do processo apresentam melhor desempenho na classificação de condições anormais de 

operação do que o método baseado em modelo de processo proposto por CORREIA DA 

SILVA et al. (2009). 

Tabela 4-17: Comparação dos métodos FDD para as 16 condições de referência 

Condição de 
operação 

Classe de 
falha 

Redes PCA Modelo (Correia da 
Silva et al., 2009) 

1 0 100 % 71 %  28 % 

2 0 85 % 67 % 53 % 

3 0 98 % 81 % 31 % 

4 0 97 % 78 % 50 % 

5 14 91 % 83 % 56 % 

6 13 73 % 78 % 56 % 

7 24 77 % 81 %  53 % 

8 23 81 % 79 % 61 % 

9 1 78 % 85 % 42 % 

10 2 74 % 72 %  53 % 

11 3 95 % 74 % 42 % 

12 4 94 % 82 % 33 % 

13 3 96 % 77 % 53 % 

14 4 94 % 77 % 50 % 



   

 

73 

Condição de 
operação 

Classe de 
falha 

Redes PCA Modelo (Correia da 
Silva et al., 2009) 

15 1 78 % 80 % 50 % 

16 2 82 % 81 % 61 % 

A partir da análise e comparação dos resultados da Tabela 4-17 pode-se verificar 

que os dois algoritmos propostos classificaram corretamente todas as classes de falhas em 

todos os casos analisados e apresentaram resultados muito aproximados. No entanto, o 

algoritmo baseado na PCA e no cálculo da distância Euclidiana é mais específico, pois 

considera falhas mais detalhadas (16 contra as 9 agrupadas da abordagem baseada em 

redes), o que para a abordagem baseada em redes demandaria redes maiores. 

Foram ainda utilizadas novas condições de operação para validar os sistemas de 

diagnóstico, conforme mostra a Tabela 4-18. Algumas destas condições correspondem a 

extrapolações das condições apresentadas na Tabela 4-4 e estão destacadas em colorido, 

sendo que a primeira condição corresponde a uma interpolação da concentração de 

alimentação considerando operação normal. Não foi utilizada nenhuma sistemática para 

definir os valores de extrapolação. 

Para tanto, foram feitas novas simulações no SimulinkTM utilizando o modelo 

desenvolvido no item 4.3 considerando as condições descritas na Tabela 4-18. Além disso, 

adicionou-se ruído aos dados simulados para torná-los mais próximos da realidade. 

Tabela 4-18: Configuração da nova simulação – extrapolação dos dados  

 Concentração de 
alimentação 

(mol/m3) 

Vazão de 
entrada (m3/h) 

Condição de 
operação mais 

próxima 

Classe de 
falha esperada 

Teste 1 20 0,1 2 0 

Teste 2 10 0,1 10 2 

Teste 3 5 0,1 10 2 

Teste 4 5 0,2 7 24 

Teste 5 30 0,1 9 1 

Teste 6 40 0,1 9 1 

Teste 7 40 0,04 6 13 

Teste 8 40 0,2 5 14 

Teste 9 5 0,04 8 23 
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A Tabela 4-19 e a Tabela 4-20 apresentam os resultados dos algoritmos de redes 

neuronais e PCA, respectivamente, para classificação das falhas dos dados extrapolados. 

Tabela 4-19: Aplicação da abordagem FDD baseada em redes neuronais 

Resultado do "Winner" - Classe de falha mais próxima 
Teste Classe 

de falha 0 14 13 24 23 1 2 3 4 

1 0 100,00% 0,00% 0,00% 0,00% 0,00% 0,00% 0,00% 0,00% 0,00% 

2 2 16,60% 0,00% 0,00% 0,00% 0,00% 2,07% 81,33% 0,00% 0,00% 

3 2 9,96% 0,00% 0,00% 0,00% 0,00% 1,66% 88,38% 0,00% 0,00% 

4 24 0,00% 0,41% 0,00% 54,36% 0,00% 0,00% 0,41% 0,00% 44,81% 

5 1 9,96% 0,00% 0,00% 0,00% 0,00% 90,04% 0,00% 0,00% 0,00% 

6 1 5,81% 8,71% 0,00% 0,00% 0,00% 85,48% 0,00% 0,00% 0,00% 

7 13 0,41% 0,00% 78,01% 0,00% 8,71% 0,00% 0,00% 12,86% 0,00% 

8 14 0,00% 92,12% 0,00% 6,22% 0,00% 0,00% 0,00% 0,00% 1,66% 

9 23 0,41% 0,00% 0,00% 0,00% 95,44% 0,00% 0,41% 3,73% 0,00% 

 

Tabela 4-20: Aplicação da abordagem FDD baseada em PCA 

Resultado - Classe de falha mais próxima 
Teste Condição 

de oper. 
Classe 

de falha 0 14 13 24 23 1 2 3 4 

1 1 0 78,01% 0,00% 0,00% 0,00% 0,41% 1,66% 19,92% 0,00% 0,00% 

2 10 2 22,82% 0,00% 0,00% 0,00% 0,00% 0,83% 75,52% 0,83% 0,00% 

3 10 2 17,43% 0,00% 0,00% 0,00% 0,00% 2,07% 79,67% 0,00% 0,83% 

4 7 24 0,00% 2,49% 0,00% 85,06% 0,00% 0,00% 0,00% 1,24% 11,20% 

5 9 1 10,37% 0,83% 0,00% 0,00% 0,00% 88,38% 0,41% 0,00% 0,00% 

6 9 1 6,64% 20,33% 0,00% 0,00% 0,41% 72,61% 0,00% 0,00% 0,00% 

7 6 13 0,00% 2,07% 68,47% 0,00% 0,41% 0,00% 0,41% 25,73% 2,90% 

8 5 14 0,41% 91,29% 0,00% 1,66% 0,00% 0,00% 0,00% 3,73% 2,90% 

9 8 23 0,00% 8,71% 0,41% 0,00% 65,15% 0,00% 0,41% 23,65% 1,66% 

Pode-se verificar na Tabela 4-21 que ambos os algoritmos classificaram 

corretamente as classes de falhas e podem extrapolar situações de falhas. Constata-se que a 

técnica baseada em redes neuronais em quase todos os casos apresenta um maior 

percentual de acertos que aquela baseada em PCA. Neste caso, no entanto, o fato de acertar 

mais não é necessariamente um sinal de maior eficiência do sistema de diagnóstico, uma 

vez que os casos sob análise são novos e não correspondem exatamente àqueles usados no 

treinamento. Isso poderia passar ao operador um grau de confiança na resposta do sistema 
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FDD que, neste caso deve ser relativizado. Também para estes casos a abordagem em PCA 

se revela superior, pois a visualização do gráfico de componentes principais permite ao 

operador perceber que os pontos novos e a trajetória de referência mais próxima estão na 

verdade separados, como mostra a Figura 4-8 para o teste 4. 

Tabela 4-21: Comparação de sistemas FDD para dados extrapolados: redes neuronais e 
PCA 

Resultado 
Teste Condição 

de oper. 
Classe de 

falha Redes PCA 

1 1 0 100 % 78 % 

2 10 2 81 % 76 % 

3 10 2 88 % 80 % 

4 7 24 54 % 85 % 

5 9 1 90 % 88 % 

6 9 1 85 % 73 % 

7 6 13 78 % 68 % 

8 5 14 92 % 91 % 

9 8 23 95 % 65 % 
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Figura 4-8: Resultado do PCA para o teste 4 

4.7 Modificação do algoritmo FDD de DE SOUZA JR., CAMPOS e 
TUNALA (2006 e 2009) 

O algoritmo desenvolvido em DE SOUZA JR., CAMPOS e TUNALA (2006 e 

2009) de classificação geométrica para uso em conjunto com PCA foi adaptado neste 

trabalho. A versão adaptada consistiu na alteração do passo 1 do algoritmo, visando prever 

casos em que a perturbação ocorresse dentro da janela de 20 min e não necessariamente em 
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seu início. A idéia então seria deixar o procedimento “dormindo” e “acordá-lo” quando 

ocorresse a perturbação, como se fosse um “gatilho” para iniciar o procedimento.  

Para tanto, decidiu-se usar uma ferramenta estatística de monitoramento e controle 

multivariável: a estatística T2 de Hotelling.  

)()(T 12 xxSxx T −−= −  (4-15) 

onde x e S representam, respectivamente, o vetor média amostral e a matriz de covariância 

amostral dessas observações (MONTGOMERY, 2004). 

 Para a análise, a matriz S foi aproximada por: 

1
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onde n representa o número de amostras e X é a matriz com os dados de amostragem: 
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onde m é o número de variáveis originais e xij representa o valor i-ésima amostragem da j-

ésima variável.  

Os dados utilizados para calcular a matriz S e os valores médios amostrais foram 

colhidos na condição de operação 1 (Tabela 4-4). Os dados foram colocados em escala 

utilizando a equação (2-6) e um total de 132 pontos foi escolhido. 

O limite superior de controle (LSC) foi calculado através da equação a seguir 

(MONTGOMERY, 2004): 

pmpF
pm

mp
LSC −

−

−
= ,,

)1(
α  (4-18) 

onde p representa o número de características da qualidade observadas e Fα,p,m-p é igual a 

2,34  (α=0,01). O LSC foi definido de modo que, se o processo estiver sob controle, 

praticamente todos os pontos amostrais estarão abaixo dele. Dessa forma, o LSC obtido foi 

30,54. O gráfico de Hotelling para a condição 1 é mostrado na Figura 4-9.  
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Figura 4-9: Gráfico T2 de Hotelling para condição de operação 1 

Foi gerado o gráfico de T2 de Hotelling para as 16 condições de operação. 

Constatou-se que o LSC foi ultrapassado após cerca de 30 tempos de amostragem (cerca de 

2,5 min) para a condição 2 (Figura 4-10), indicando que o processo está fora de controle. 

Situações análogas ocorreram para as condições 9 e 10 (Figura 4-11 e Figura 4-12, 

respectivamente), em que a vazão foi mantida no valor estacionário. Para a condição 3, a 

mudança na vazão faz com que o gatilho dispare imediatamente (Figura 4-13). As 

situações ilustradas mostram que a estatística T2 pode efetivamente ser usada como gatilho 

para disparar a detecção e o diagnóstico de falhas. 
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Figura 4-10: Gráfico T2 de Hotelling para condição de operação 2 
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Figura 4-11: Gráfico T2 de Hotelling para condição de operação 9 
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Figura 4-12: Gráfico T2 de Hotelling para condição de operação 10 
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Figura 4-13: Gráfico T2 de Hotelling para condição de operação 3



   

 

79 

 

CAPÍTULO 5 

5. APLICAÇÃO DE TÉCNICA DE DETECÇÃO E DIAGNÓSTICO 
BASEADA EM PCA A DADOS INDUSTRIAIS 

5.1 Introdução 

O estudo comparativo, apresentado no Capítulo 4, utilizou dados simulados de uma 

unidade de HDT e elegeu a abordagem FDD baseada em dados, empregando PCA e um 

classificador geométrico, como a mais eficiente no contexto específico explorado. No 

presente capítulo, dados reais de uma unidade de HDT de diesel de uma refinaria da 

PETROBRAS, foram tratados estatisticamente e utilizados com o intuito de validar a 

aplicabilidade do sistema desenvolvido para detecção e diagnóstico de falhas.  

Escolheu-se nesta dissertação − tanto no estudo de simulação quanto neste caso 

industrial − abordar a seção de pré-aquecimento e reação por ser considerada como a mais 

importante para a unidade de hidrotratamento. Essa seção compreende o forno de pré-

aquecimento, onde entra a carga de diesel previamente misturada com correntes de 

hidrogênio, os dois reatores de hidrotratamento, que também recebem correntes de 

hidrogênio ao longo dos dois leitos de reação para resfriamento, e os compressores de 

hidrogênio (reciclo e reposição ou make-up). 

Os dados para o presente trabalho foram os mesmos empregados por 

SALVATORE (2007) e SALVATORE, DE SOUZA JR. e CAMPOS (2009) em um estudo 

de desenvolvimento de sensor virtual. Adicionalmente, TEIXEIRA et al. (2008) realizaram 

um estudo preliminar de FDD também aplicado a esses dados industriais. 

5.2 Variáveis de processo 

Conforme apresentado em SALVATORE (2007) e SALVATORE, DE SOUZA JR. 

e CAMPOS (2009) foram utilizadas variáveis que estavam disponíveis no sistema de 
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aquisição on-line da refinaria. As variáveis estão listadas na Tabela 5-1 e a Figura 5-1 

apresenta o esquemático da unidade estudada com a localização das variáveis disponíveis. 

Tabela 5-1: Variáveis de operação utilizadas para análise 

Variável Descrição Unidade de 
engenharia 

1 Vazão de diesel Kg/h 

2 Vazão de hidrogênio de reciclo Kg/h 

3 Vazão de hidrogênio de make-up Kg/h 

4 Temperatura de entrada do reator 1 ºC 

5 Vazão de hidrogênio de reciclo para reator 1 Kg/h 

6 Temperatura de entrada reator 2 ºC 

7 Vazão de hidrogênio de reciclo para reator 2 Kg/h 

8 Temperatura de hidrogênio de reciclo ºC 

9 Temperatura do leito 1 do reator 1 ºC 

10 Temperatura do leito 2 do reator 1 ºC 

11 Temperatura do leito 1 do reator 2 ºC 

12 Temperatura do leito 2 do reator 2 ºC 

13 Pressão parcial de hidrogênio na unidade Kgf/cm2 

 

 

Figura 5-1: Esquema do processo de hidrotratamento e as variáveis estudadas. Fonte: 
SALVATORE (2007) 
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5.3 Tratamento dos dados e identificação dos cenários de falhas 

As variáveis do processo continham grande variabilidade nos dados, o que 

ocasionaria uma diminuição na efetividade da normalização e na eficiência do método.  

Foram gerados gráficos do tipo caixa (boxplot) para os dados disponíveis de cada 

variável para permitir a visualização da distribuição dos dados. Foram definidos como 

outliers os valores que estavam fora dos limites de distribuição dos dados e que atendiam 

as condições descritas a seguir: 

dado > VSC + c.o.* (VSC – VIC)   ou  dado < VIC - c.o.* (VSC – VIC) (5-1) 

onde VSC é o valor superior na caixa no diagrama, VIC é o valor inferior na caixa no 

diagrama e c.o. é o coeficiente de outlier, sendo 1,5 para determinação de outliers e 3,0 

para determinação de valores extremos. A Figura 5-2 ilustra o procedimento utilizado para 

determinação de outliers e valores extremos, onde H é a diferença (VSC-VIC). 

 

Figura 5-2: Determinação de outliers e valores extremos 

A Figura 5-3 ilustra a aplicação da metodologia na variável vazão de hidrogênio de 

reciclo. O primeiro gráfico (a) contém todos os dados disponíveis da variável analisada; 

nele podemos visualizar a existência de outliers, destacados em verde. O segundo gráfico 

(b) apresenta a distribuição após a remoção dos outliers.  
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(a) Dados completos 
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(b) Após a remoção dos outliers 

Figura 5-3: Análise da variabilidade dos dados da variável Vazão de hidrogênio de reciclo 

A Figura 5-4 apresenta o gráfico de distribuição dos dados da variável vazão de 

hidrogênio de reciclo antes e após a remoção dos valores extremos.  
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a) Dados completos 
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b) Após a remoção dos outliers 

Figura 5-4: Remoção de outliers da variável vazão de hidrogênio de reciclo 

Após a remoção dos outliers e dos valores extremos, foram feitos novos gráficos 

com os dados disponíveis para avaliação da dinâmica de cada variável e identificação de 

falhas. Foram identificadas 2 (duas) variáveis que apresentaram patamar conforme 

apresentado na Figura 5-5 a seguir. Os dados foram divididos em três regiões, conforme 

Tabela 5-2, de acordo com os patamares encontrados. Para cada região foi analisada a 

dinâmica de cada variável e, com isso, foram identificadas as classes de falhas ocorridas.  
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a) Patamar encontrado na vazão de diesel 

 

b) Patamar encontrado na temperatura de entrada do reator 1 

Figura 5-5: Análise da dinâmica das variáveis perturbadas e dos patamares encontrados 

Tabela 5-2: Dinâmica do processo de HDT – PETROBRAS 

Regiões Caso 
Vazão de 

diesel 
Temp de entrada 

do reator 1 
Classe de 

falha 

Região I 0 – 92 Baixa Alta 1 

Região II 93 – 198 Baixa Baixa 2 

Região III > 199 Alta Baixa 3 

Após a remoção dos outliers, os dados, 498 no total, foram divididos em dois 

grupos: 486 a serem utilizados para o cálculo dos PCs e estabelecimento de regiões de 

referência e 12 para validação do algoritmo completo (PCA + pós processamento por 

classificador geométrico). Foram utilizados poucos dados na etapa de validação, pois como 

a quantidade de dados era muito pequena, decidiu-se por utilizar uma maior quantidade de 



   

 

84 

dados na etapa de determinação dos PCs. Os dados foram selecionados aleatoriamente no 

MATLAB através do comando randint. Cada grupo de dados foi tratado estatisticamente 

(normalização) antes de ser utilizado.  

5.4 Aplicação do método FDD baseado em PCA e classificador 
geométrico 

A metodologia utilizada para análise de componentes principais dos dados reais foi 

a mesma descrita no item 4.5. A tabela abaixo apresenta os autovalores de cada 

componente principal obtido, bem como a variabilidade percentual de cada componente e a 

variabilidade acumulada. 

Tabela 5-3: Resultados do cálculo dos PCs dos dados reais da refinaria 

Autovalores 
Variabilidade 

(%) 
Variabilidade 

acumulada (%) 

5,118 39,366 39,366 

2,784 21,415 60,781 

1,430 10,998 71,779 

0,869 6,681 78,460 

0,729 5,608 84,068 

0,524 4,028 88,096 

0,480 3,690 91,786 

0,410 3,154 94,941 

0,376 2,890 97,831 

0,108 0,828 98,658 

0,072 0,550 99,209 

0,056 0,432 99,640 

0,047 0,360 100,000 

O número de componentes principais a ser utilizado foi escolhido de modo a reter a 

maior variabilidade dos dados. Analogamente ao realizado com os dados simulados, 

componentes principais com autovalores menores que 0,2 foram considerados 

insignificantes, com isso foram selecionados os nove primeiros componentes principais. O 

gráfico de Pareto apresentado a seguir ilustra a variabilidade correspondente aos nove PCs.  
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Figura 5-6: Gráfico de Pareto para seleção dos PCs 

Foram retidos os nove primeiros PCs, mas apenas os resultados referentes aos dois 

primeiros serão apresentados. A Figura 5-7 apresenta o gráfico gerado correlacionando os 

quatro primeiros PCs selecionados, onde os pontos verdes pertencem à Região I, os pontos 

magenta à Região II e os ponto pretos à Região III. Observa-se que os dois primeiros 

componentes principais já permitem uma certa delimitação das regiões, ou seja, valores 

elevados do PC2 indicam claramente que os dados pertencem à região 1 e valores elevados 

do PC1 caracterizam o dado como pertencente à região 3, para valores intermediários do 

PC1 haverá uma incerteza na delimitação entre as regiões 1 e 2 (excluindo condições com 

PC2 elevado). Espera-se justamente que o uso dos demais componentes principais permita 

a classificação adequada para essas regiões de incerteza. 
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c) PC1 x PC4 

Figura 5-7: PCs – dados da refinaria 

Percebe-se que só estes quatro primeiros PCs já permitem uma boa discriminação 

dos dados; contudo, para garantir uma boa eficiência do classificador nove PCs foram 

usadas para classificar em regiões os dados de validação. 

Após o cálculo e a seleção dos componentes principais, os parâmetros foram 

inseridos no algoritmo de pós-processamento para classificação dos dados ainda não 

utilizados (dados separados previamente para serem utilizados na etapa de validação do 

algoritmo). Como informado anteriormente, foram selecionados aleatoriamente doze 

dados, sendo quatro de cada região. 

Na aplicação por simulação os dados eram transientes e se analisavam 241 dados 

por vez (janela de 20 min, com tempo de amostragem de 5 s), por isso lá o algoritmo 

geométrico de classificação calculava a menor distância entre cada um dos 241 dados 

coletados de processo e todos os pontos das 16 trajetórias de referência, estabelecendo a 

condição de falha como a mais freqüente.  

Aqui a medição é diária e não se usa uma janela de tempo para a classificação, mas 

um ponto apenas a cada 24 h. Como havia incerteza na delimitação das regiões no plano de 
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projeção dos componentes principias, decidiu-se por analisar apenas os pontos de 

referência mais próximos do ponto amostrado. Sendo assim, para a determinação da 

“região vencedora”, foram utilizados os resultados obtidos para as seis menores distâncias 

Euclidianas obtidas entre o ponto atual amostrado e os pontos de referência. Os resultados 

são apresentados na Tabela 5-4. 

Tabela 5-4: Validação do algoritmo de classificação – dados reais da refinaria 

Resultado do "Winner" - Região mais próxima - menor distância Euclidiana 
Caso Região 

I II III 

1 I 100,00% 0,00% 0,00% 

2 I 100,00% 0,00% 0,00% 

3 I 100,00% 0,00% 0,00% 

4 I 100,00% 0,00% 0,00% 

5 II 17,00% 83,00% 0,00% 

6 II 50,00% 50,00% 0,00% 

7 II 33,00% 67,00% 0,00% 

8 II 0,00% 67,00% 33,00% 

9 III 0,00% 0,00% 100,00% 

10 III 0,00% 50,00% 50,00% 

11 III 0,00% 0,00% 100,00% 

12 III 0,00% 0,00% 100,00% 

Podemos verificar que o algoritmo classificou corretamente todos os casos 

analisados, porém nos casos 6 e 10 a classificação não foi precisa, pois os pontos estavam 

localizados no limite entre as regiões I e II e II e III, respectivamente.  
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CAPÍTULO 6 

6. CONCLUSÕES E SUGESTÕES PARA TRABALHOS FUTUROS 

6.1 Conclusões 

Há um reconhecimento atualmente da importância do Gerenciamento de Eventos 

Anormais, que inclui a área de detecção e diagnóstico de falhas, em ambientes industriais. 

Há atualmente um comitê técnico do IFAC (International Federation of Automatic 

Control) e um consórcio de indústrias (www.asmconsortium.com) voltado para o 

desenvolvimento dessa área, além de um crescente acervo de trabalhos acadêmicos. 

Neste contexto, a presente dissertação realizou uma investigação e aplicações de 

técnicas de FDD baseadas em dados.  

Especificamente, foram, numa primeira etapa, implementados e comparados dois 

métodos para detecção e diagnóstico de falhas para uma unidade simulada de 

hidrotratamento de diesel: um baseado em redes neuronais e outro em estatística 

multivariada, ambos combinados com algoritmos de pós processamento para classificação. 

Esses resultados foram ainda confrontados com outro da literatura em que a técnica de 

FDD era baseada em modelo (CORREIA DA SILVA, 2008 e CORREIA DA SILVA et 

al., 2009). 

Dos resultados obtidos, pode-se concluir que: 

i. Para os dados simulados, as técnicas FDD baseadas em dados desta 

dissertação se revelaram superiores ao desenvolvimento de FDD baseado 

em modelo de CORREIA DA SILVA (2008) e CORREIA DA SILVA et al. 

(2009) para a detecção das 16 condições de falha geradas. Isso 

possivelmente se deve ao fato de que o modelo dos citados autores foi 

desenvolvido apenas para o 1o leito do 1o reitor da unidade, enquanto que 

aqui foram usados dados da unidade completa;  
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ii. Redes do tipo MLP específicas para classificação (com funções de ativação 

softmax na camada de saída) exibiram desempenho muito próximo aos das 

redes RBF com um número muito menor de parâmetros e foram escolhidas 

aqui, diferentemente do procedido em SALVATORE et al. (2005);  

iii. Quando comparadas entre si para a detecção das 16 condições de falha 

geradas, as duas técnicas baseadas em dados apresentaram desempenho 

simlilar; 

iv. Quando comparadas entre si para a detecção de condições de falhas novas 

(de extrapolação), a técnica baseada em redes neuronais apresentou um 

maior número de acertos em termos de comparação com o caso de 

referência mais próximo. Contudo, como a técnica baseada em rede não 

fornece qualquer informação sobre o grau de confiabilidade daquela 

classificação, essa técnica não é a mais indicada para situações de 

“novidade”. O operador pode considerar que o processo está exatamente na 

condição de referência indicada pelo classificador e não que aquela 

condição de referência é a mais próxima. Por exemplo, o teor de enxofre 

pode ser bem mais alto do que aquele previsto na condição de referência.  

v. Considerando o potencial de “explanação” da falha para o operador, a 

técnica baseada em PCA é superior por exibir gráficos que mostram os 

dados para a situação corrente e a condição de referência mais próxima. Se 

elas ficarem separadas, o operador entenderá que a situação corrente é 

próxima daquela, mas não exatamente a mesma; 

vi. A técnica de PCA desenvolvida indicou exatamente a condição de operação 

à qual o novo dado pertencia enquanto que as redes neuronais indicaram 

uma classe de falhas “vencedora”, que podia ser formada por mais de uma 

condição de operação. Logo, a PCA foi mais específica do que as redes 

neuronais no diagnóstico da condição anormal de operação; 
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vii. A inclusão de novas falhas e variáveis em redes neuronais resultam em 

problemas de dimensionalidade das mesmas, que não ocorrem para a 

técnica baseada em PCA; 

viii. O desenvolvimento das redes neuronais (ferramenta não-linear) é muito 

mais demorado que o desenvolvimento do método baseado em PCA 

(ferramenta linear), uma vez que a etapa de treinamento das redes é 

extremamente lenta; 

ix. O desenvolvimento de um gatilho baseado na saída de controle da variável 

T2 permite ao sistema FDD realizar a análise de falhas apenas quando 

houver necessidade, permanecendo adormecido o restante do tempo; 

x. A técnica FDD pode incluir também uma etapa prévia de diagnóstico de 

sensores (por exemplo, verificações de limites, desvios-padrão, picos, 

saltos, soma cumulativa ou CUSUM e taxa de variação) a todo tempo de 

amostragem (5 s, nos estudos desta dissertação). 

Do ponto de vista de aplicação aos dados industriais, a aplicação foi bem sucedida. 

Ressalve-se, contudo, que não havia documentação sobre falhas; assim, a metodologia foi 

testada pela definição de condições operacionais. 

As ferramentas desenvolvidas visam permitir o monitoramento automático da 

condição operacional corrente a partir de dados do processo, auxiliando o operador na 

tomada de decisões para uma melhor condução do processo.  

6.2 Trabalhos futuros 

Como trabalhos futuros, pode-se sugerir aumentar o leque de ferramentas FDD na 

comparação, incluindo outras técnicas baseadas em modelo e em dados; aumentar a 

quantidade e tipos de falhas analisadas; estender o estudo para outras seções da unidade de 

hidrotratamento e utilizar o processo de HDT para inferência da qualidade da carga. 

Sobretudo, face ao sucesso obtido aqui na aplicação da metodologia, tanto para 

dados simulados quanto para dados reais de uma refinaria, sugere-se o algoritmo baseado 
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em PCA − conforme ilustrado na Figura 6-1 − como ferramenta de apoio operacional no 

Gerenciamento de Eventos Anormais em futuras aplicações on-line em unidades de 

hidrotratamento de diesel.  

 

Figura 6-1: Fluxograma com propostas de etapas para trabalhos futuros 
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Por fim, espera-se que o desenvolvimento de ferramentas de apoio à operação 

auxilie o operador no monitoramento e diagnóstico de condições anormais de operação, 

facilitando o seu trabalho e evitando paradas da planta e novos acidentes. Além disso, 

espera-se que, face às restrições ambientais e de segurança atuais, os processos sejam cada 

vez mais limpos e seguros, aumentando com isso a qualidade de vida de todos. 
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9. APÊNDICE II 

As figuras a seguir apresentam as variáveis simuladas conforme descrito no item 

4.3. 

0 500 1000 1500 2000 2500 3000 3500 4000
5.5

6

6.5

7

7.5

8

8.5

9

9.5

10
x 10

-3 H2-1-d0

Amostra

V
a
lo

r 
(m

3
/h

)

 

a) vazão de hidrogênio no misturador 1 

0 500 1000 1500 2000 2500 3000 3500 4000
5.5

6

6.5

7

7.5

8

8.5

9

9.5
x 10

-3 H2-2-d0

Amostra

V
a
lo

r 
(m

3
/h

)

 

b) vazão de hidrogênio no misturador 2 

0 500 1000 1500 2000 2500 3000 3500 4000
7.4

7.6

7.8

8

8.2

8.4

8.6

8.8

9
x 10

-3 H2-3-d0

Amostra

V
a
lo

r 
(m

3
/h

)

 

c) vazão de hidrogênio no misturador 3 

0 500 1000 1500 2000 2500 3000 3500 4000
208

210

212

214

216

218

220

222
Tof-d0

Amostra

V
a
lo

r 
(º

C
)

 

d) temperatura na saída do forno 



   

 

104 

0 500 1000 1500 2000 2500 3000 3500 4000
225

230

235

240

245

250
Tol1-d0

Amostra

V
a

lo
r 

(º
C

)

 

e) temperatura na saída do leito 1 

0 500 1000 1500 2000 2500 3000 3500 4000
232

233

234

235

236

237

238

239

240

241
Tol2-d0

Amostra

V
a
lo

r 
(º

C
)

 

f) temperatura na saída do leito 2 

0 500 1000 1500 2000 2500 3000 3500 4000
216

218

220

222

224

226

228

230
Tol3-d0

Amostra

V
a
lo

r 
(º

C
)

 

g) temperatura na saída do leito 3 

0 500 1000 1500 2000 2500 3000 3500 4000
211.5

212

212.5

213

213.5

214

214.5

215

215.5

216
Tol4-d0

Amostra

V
a
lo

r 
(º

C
)

h) temperatura na saída do leito 4 



   

 

105 

0 500 1000 1500 2000 2500 3000 3500 4000
206

208

210

212

214

216

218

220

222

224

226
Tom1-d0

Amostra

V
a
lo

r 
(º

C
)

 

i) temperatura na saída do misturador 1 

0 500 1000 1500 2000 2500 3000 3500 4000
210

212

214

216

218

220

222

224

226
Tom2-d0

Amostra

V
a
lo

r 
(º

C
)

 

j) temperatura na saída do misturador 2 

0 500 1000 1500 2000 2500 3000 3500 4000
195

200

205

210

215

220
Tom3-d0

Amostra

V
a
lo

r 
(º

C
)

 

l) temperatura na saída do misturador 3 

0 500 1000 1500 2000 2500 3000 3500 4000
0.04

0.05

0.06

0.07

0.08

0.09

0.1

0.11

0.12

0.13
vc-d0

Amostra

V
a
lo

r 
(m

3
/h

)

m) vazão de carga 

 

 

 


