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RESUMO 

PAULA, Lívia Tomaz de Souza. Análise de Dados Aplicada à Avaliação de 

Combustíveis para Caldeira Semi-industrial Operada com Misturas Diesel/Biodiesel. 

Orientadores: Maurício Bezerra de Souza Júnior e Carlos André Vaz Junior. Rio de 

Janeiro: EQ/UFRJ, 2012. Dissertação (Mestrado em Tecnologia de Processos 

Químicos e Bioquímicos). 

 A utilização de combustíveis oriundos de matérias-prima alternativas ao 

petróleo se tornou uma realidade nos últimos anos. Os incentivos governamentais, 

atrelados à pressão ambiental pela diminuição de emissão de gases potencialmente 

causadores do denominado “Efeito Estufa”, fazem dos biocombustíveis, em especial 

o biodiesel, um dos principais substitutos dos combustíveis fósseis. A indústria 

automobilística foi pioneira na utilização de misturas de combustíveis fósseis e 

biocombustíveis, com o desenvolvimento dos motores capazes de trabalhar com 

misturas de álcool-gasolina. No setor industrial, estudos vêm sendo realizados para 

a utilização de misturas óleo diesel-biodiesel em máquinas térmicas, principalmente 

no que se refere às adaptações necessárias. O presente trabalho tem como objetivo 

o desenvolvimento de uma técnica rápida de detecção da proporção de mistura 

diesel-biodiesel em caldeiras semi-industriais. O estudo utilizou dados de operação 

de caldeira semi-industrial para análise. Foram aplicadas as técnicas de PCA 

(análise de componentes principais) e redes neuronais multicamadas para 

identificação das concentrações de biodiesel nas misturas empregadas. Os 

resultados da técnica PCA demonstram que as concentrações de enxofre e 

nitrogênio nos gases de combustão da caldeira possuem grande representatividade, 

sendo relevantes na determinação da concentração da mistura óleo diesel-biodiesel. 

Finalmente, as redes neuronais propostas foram capazes de estimar de forma 

satisfatória a concentração de biodiesel na mistura de combustível. 
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ABSTRACT 
 

PAULA, Lívia Tomaz de Souza. Data Analysis Applied for Fuel Assessment of A 

Semi-industrial Boiler Operated with Diesel/Biodiesel Blends. Supervisors: Maurício 

Bezerra de Souza Júnior and Carlos André Vaz Junior. Rio de Janeiro: EQ/UFRJ, 

2012. M.Sc. Dissertation (Graduate Program on Technology of Chemical and 

Biochemical Processes). 

The use of fuels produced from petroleum-alternative materials has become a reality 

in recent years. Government incentives − related to environmental pressure for 

reducing gas emissions potentially causing the so-called "Greenhouse Effect" − have 

made biofuels, especially biodiesel, become one of the main substitutes for fossil 

fuels. The automotive industry has been the pioneer on the use of mixtures of fossil 

fuels and biofuels, with the development of engines capable of working with alcohol-

gasoline blends. In the industrial sector, studies have been conducted on the use of 

diesel/biodiesel blends in diesel-thermal machines, especially regarding the 

necessary adjustments. The purpose of this work is to develop a rapid detection 

data-based technique of the ratio diesel-biodiesel in semi-industrial boilers. The study 

used the operating data of semi-industrial boiler for analysis. PCA (principal 

component analysis) and multilayered neural networks were applied to identify the 

concentrations of biodiesel used in the blends. The PCA technique results 

demonstrate that the measurements of the concentrations of sulfur and nitrogen in 

the boiler combustion gases are relevant in determining the concentration of diesel-

biodiesel blend. Finally, the proposed neural networks were able to satisfactorily 

estimate the concentration of biodiesel in the fuel blend. 
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1 INTRODUÇÃO 

1.1 Motivação 

A busca por fontes de energia renováveis e menos poluentes vem crescendo 

consideravelmente nas últimas décadas. A pressão por parte dos governos e da 

sociedade pela diminuição de emissão de gases potencialmente causadores do 

denominado “Efeito Estufa”, levou a fortes investimentos em pesquisas com objetivo 

de desenvolver combustíveis cada vez menos poluentes. 

Simultaneamente, a limitação das reservas de combustíveis fósseis, como o 

petróleo e o carvão mineral, é uma das grandes preocupações mundiais, uma vez 

que a demanda por energia continua a crescer. Os combustíveis alternativos, em 

especial aqueles obtidos a partir de fontes renováveis, surgem como uma opção 

para atender essa demanda. Dentre os combustíveis alternativos mais promissores 

destacam-se os biocombustíveis. 

Para DEMIRBAS (2007) “biocombustível” se refere a todo combustível sólido, 

líquido ou gasoso predominantemente produzido a partir de biomassa. O emprego 

de biocombustíveis apresenta muitas vantagens, quando comparado aos 

combustíveis tradicionais, derivados do petróleo. Dentre estas vantagens é possível 

citar: redução de emissão de gases potencialmente contribuintes na geração do 

chamado “Efeito Estufa”; maior sustentabilidade por se basearem em fontes 

renováveis, além de promover o desenvolvimento regional, inclusive em áreas 

agrícolas.  

Particularmente, o etanol e o biodiesel possuem perspectivas de mercado 

bastante positivas, apresentando elevado potencial econômico para sua cadeia 

produtiva, são menos sujeitos as constantes crises e oscilações do preço do 

petróleo, além de apresentarem vantagens do ponto de vista ambiental. 
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A produção mundial de biodiesel em 2010, representada na Figura 1, mostra 

que o Brasil se tornou o segundo maior produtor de biodiesel no mundo – perdendo 

somente para Alemanha. Isso revela o potencial nacional para atuar neste mercado. 

 
Fonte: MME 

Figura 1 – Produção Mundial de Biodiesel em 2010 (em bilhões de litros) 

Segundo LA ROVERE et al. (2011), no Brasil o Governo Federal incentiva a 

agricultura familiar destinada à produção de sementes utilizadas como matérias-

prima na produção de biodiesel. Essa ação tem como objetivo a inclusão social e a 

fixação do homem no campo. No entanto, os autores lembram que há divergências 

entre os produtores e as indústrias de produção de biodiesel quanto à regularidade 

nas safras das sementes e à ausência de assistência técnica ao pequeno agricultor. 

1.1.1 Adequação do Mercado 

Nos paises desenvolvidos há uma grande tendência de emprego de novas 

tecnologias para conversão dos equipamentos e motores já existentes para 

utilização de biocombustíveis (DEMIRBAS, 2007). Entre os biocombustíveis, 

destacam-se o biodiesel e o bioetanol – devido à semelhança de propriedades com 

os combustíveis fósseis. 

Esse crescimento no uso de biocombustíveis é confirmado por OBERLING et 

al. (2012). Segundo os autores, contribuem para este cenário, ações provenientes 

do governo através de políticas de apoio, como a mistura mandatória e 
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investimentos em pesquisas (P&D). Há também investimentos de grandes 

companhias de petróleo, como Exxon Mobil, Royal Dutch Shell, BP (British 

Petroleum) e Petrobras. Segundo OBERLING et al. (2012), essas empresas 

possuem muitas vezes um interesse publicitário neste setor, dado o papel dessas 

corporações no mercado mundial, e a afirmação frequente de que elas impedem 

desenvolvimento e disseminação de rotas alternativas. 

Recentemente, durante a conferencia “Rio+20” (Conferência das Nações 

Unidas sobre Desenvolvimento Sustentável), realizada no Rio de Janeiro, a 

fabricante Mercedes-Benz do Brasil anunciou que os caminhões e ônibus desta 

fabricante já estão aptos para o uso do biodiesel B20 (mistura de 20% de biodiesel e 

80% de diesel). Segundo executivos da empresa, os motores da marca são aptos 

para funcionar com o biodiesel de teor de 20% sem necessidade de modificações 

além de serem mantidos a eficiência e o desempenho, com menores emissões e 

reduzido consumo (Restanho, 2012). 

Pesquisas recentes revelam o investimento crescente, principalmente da 

indústria automobilística, para desenvolver motores capazes de se adaptar a 

diferentes misturas de combustíveis. Esse quadro é especialmente visível no Brasil. 

Os motores de carros flex operam com misturas de álcool e gasolina. Esses 

motores ajustam o ponto de ignição e injeção de combustível de acordo com a 

mistura de combustível alimentada. A identificação da mistura é feita pelo sensor de 

oxigênio (também conhecido como sonda “Lambda”). Após a queima do 

combustível, a sonda Lambda envia um sinal para a unidade de comando que, 

através de um software, inicia o processo de reconhecimento do combustível álcool, 

gasolina ou mistura entre eles (Bosch, 2012). 

LAPUERTA et al. (2008) relatou resistência da utilização do biodiesel por parte 

de inúmeras empresas europeias, em especial dos fabricantes de carro e 

componentes. Isso acontecia devido à falta de conhecimento sobre os efeitos do 

biodiesel nos motores. Pesquisas recentes sobre o potencial de redução de gases 

poluentes através de utilização do biodiesel estimulam os fabricantes a investir em 

tecnologias para adaptar os motores e otimizar a relação eficiência, custo e emissão 

de gases poluentes. 
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1.1.2 Utilização de Biodiesel em Alimentação de Caldeiras 

Seguindo a tendência de substituição de energia de combustíveis fósseis para 

fontes de energia sustentáveis e menos poluentes, alguns setores industriais 

também vêm adotando a utilização de fontes de energia renováveis. 

A utilização de biocombustíveis para alimentação de máquinas térmicas ainda 

se encontram na fase inicial de pesquisa, não sendo comum a utilização deste 

combustível em máquinas industriais de grande porte. Contudo, inúmeras pesquisas 

vêm sendo desenvolvidas para o emprego deste combustível em máquinas térmicas 

experimentais e semi-industriais. Os estudos focam-se principalmente na utilização 

de biocombustíveis para controle de emissão dos gases de combustão e na 

determinação da eficiência dessas máquinas quando operadas com combustíveis 

alternativos. 

Diversos autores apontam a dificuldade de incentivo de utilização de 

biocombustíveis no meio industrial, principalmente devido ao desconhecimento dos 

possíveis impactos operacionais nas máquinas existentes.  

Embora de uso ainda restrito na indústria, nos últimos dez anos cresceu de 

forma exponencial o número de artigos científicos referenciados pelas expressões 

“Boiler biofuel” (em português caldeira biocombustível) e “Biodiesel concentration 

diesel” (em português concentração biocombustível diesel). A Figura 2 apresenta a 

evolução no número de publicações ao longo dos anos. Observa-se que, 

especialmente entre os anos de 2010 e 2012, houve salto significativo no número 

total de publicações. Essa tendência acompanha o aumento do incentivo dos 

governos para a utilização de biocombustíveis, promovendo um aumento do número 

de pesquisas direcionadas a esse tema. 
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Fonte: ScienceDirect - Adaptado 

Figura 2 – Número de artigos acadêmicos publicados nos últimos 10 anos relacionados as 
palavras chaves palavras chaves “Boiler biofuel” e “Biodiesel concentration diesel” 

 

1.2 Objetivo 

Assim como nos motores flex, é interessante e necessário o conhecimento das 

composições das misturas de combustíveis empregadas nos equipamentos 

industriais. A partir desse dado é possível o ajuste de condições de operação de tais 

equipamentos − tal como a adequação da taxa ar-combustível para a queima − e a 

análise de eficiência de tais equipamentos, dentre outros procedimentos. 

Atualmente, a determinação da composição de combustíveis em processos 

industriais ainda depende largamente de analisadores off-line. Técnicas 

espectroscópicas (infravermelho, IR; infravermelho próximo, NIR; Raman), análises 

de ressonância magnética (NMR) e/ou cromatográficas (GC) ou espectrometria de 

massas (MS) são tipicamente realizadas em laboratórios, através de procedimentos 

caros e custosos. Dessa forma, métodos indiretos e/ou de inferência (tais como "soft 

sensors" ou sensores virtuais) (Seborg et al., 2011), menos caros e custosos, podem 

proporcionar uma alternativa prática, rápida e barata para estimar a composição de 

combustíveis empregados em processos de combustão. 

Nesta dissertação, métodos de inferência serão abordados para a avaliação de 

combustíveis em um processo de combustão, nominalmente uma caldeira semi-

industrial flamotubular. Vai-se partir do conceito de que a análise - seja por métodos 

estatísticos ou não estatísticos - de dados de processo, disponíveis on line, pode 
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fornecer informações que permitam avaliar o combustível. Parte-se então para a 

prova desse conceito usando dados operacionais da caldeira e de composição de 

seus gases de emissão (fumos), objetivando prever a proporção de componentes 

nas misturas usadas na queima. 

O conhecimento da composição de combustível em operação na caldeira 

poderá auxiliar no ajuste de variáveis de operação, tais como a vazão de ar e o 

ponto de injeção do motor.  

Com esse objetivo, este trabalho aplica metodologias de análise de 

componentes principais ou PCA (do inglês principal component analysis) e de redes 

neuronais para determinação da concentração de biodiesel em misturas diesel-

biodiesel. A técnica de redução de dimensionalidade PCA, escolhida por sua 

simplicidade e larga aplicação para sistemas industriais (Chiang et al., 2001), é 

usada aqui em conjunto com a estatística SPE (em inglês squared prediction error), 

também chamada de estatística Q, na análise das variáveis. Por sua vez, a técnica 

de rede neuronal, nos últimos anos, vem sendo amplamente aplicada em processos 

químicos notadamente em problemas de regressão. A capacidade dessa técnica em 

descrever processos lineares e não-lineares faz com que esta seja escolhida por 

muitos autores para modelagem de processos químicos. 

1.3 Organização do Trabalho 

No Capítulo 2 será feita uma revisão sobre as propriedades do biodiesel, e 

suas principais fontes de matérias-primas. Serão apresentadas ainda diferentes 

aplicações desse combustível em caldeiras, e técnicas recentes desenvolvidas para 

determinação das propriedades desse combustível. 

No Capítulo 3 deste trabalho serão apresentas as técnicas de análise de 

componentes principais (PCA), estatística Q (ou SPE) e redes neuronais. Para 

melhor entendimento, serão apresentados conceitos básicos sobre as duas 

metodologias e uma rápida revisão sobre suas aplicações na determinação de 

concentração de misturas combustíveis. 
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No Capítulo 4 será apresentado um breve resumo sobre caldeiras 

flamotubulares e a utilização de misturas contendo biodiesel para sua alimentação. 

O experimento realizado por VALDMAN (2010) também estará descrito neste 

capítulo. Os dados gerados por VALDMAN (2010) serão utilizados nos 

procedimentos de identificação aqui propostos. Os dados experimentais passarão 

por tratamentos que estão descritos no Capítulo 5.  

O Capítulo 6 aplicará a técnica PCA e a estatística SPE, analisando os dados 

obtidos juntamente com as variáveis de processo envolvidas, enquanto o Capítulo 7 

determinará as melhores redes neuronais para a determinação das concentrações 

de misturas diesel-biodiesel a partir dos dados de entrada. 

Finalmente, o Capítulo 8 apresentará os resultados e conclusões alcançadas 

no presente trabalho, bem como sugestão para trabalhos futuros. 
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2 BIODIESEL: APLICAÇÃO 

A preocupação com a dependência de fontes de energia não renováveis, 

conjugada com a questão ambiental, desencadeou nas últimas décadas 

investimentos em fontes de energia renováveis e de menor potencial poluidor. 

O biodiesel surge neste contexto como importante alternativa para substituir, 

ao menos parcialmente, os combustíveis derivados do petróleo. No entanto, ainda 

são necessárias ações de investimento em pesquisas, principalmente na adaptação 

das máquinas para que essas possam operar de maneira eficaz a partir desse novo 

combustível. 

A seguir será apresentada uma comparação entre o diesel e o biodiesel, 

especialmente quanto às implicações do uso de misturas de combustíveis em 

caldeiras. Serão descritas também algumas técnicas recentes de determinação de 

mistura diesel e biodiesel. 

2.1 Biocombustíveis no Brasil 

No Brasil, a utilização de misturas de combustíveis à base de derivados de 

petróleo e biocombustíveis (etanol ou biodiesel) vem sendo adotada em motores de 

veículos desde 2003. Atualmente a Agência Nacional do Petróleo, Gás Natural e 

Biocombustíveis (ANP) regula a utilização dessas misturas. 

Historicamente a utilização de biocombustíveis no Brasil iniciou-se a partir do 

Programa Nacional do Álcool ou Proálcool criado em novembro de 1975. O 

programa tinha como objetivo estimular a produção do álcool e servir de alternativa 

ao petróleo. A criação do Proálcool está ligada à crise mundial de petróleo (1973) 

quando o preço do barril aumentou consideravelmente. Nesta época, a crise 

internacional elevou os gastos do Brasil com importação de óleo, passando de US$ 

600 milhões em 1973 para US$ 2,5 bilhões em 1974 (Biodieselbr, 2012). 
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Em 1975, o governo federal passou a incentivar a produção do álcool em 

substituição à gasolina pura, com o objetivo de reduzir as importações de petróleo, 

então com um grande peso na balança comercial externa. Nessa época, o preço do 

açúcar no mercado internacional vinha decaindo rapidamente, o que tornou 

conveniente a mudança tanto para a balança comercial quanto para o setor 

sucroalcooleiro. 

Atualmente, o etanol representa 14,1% do total de combustíveis consumidos 

do Brasil no setor de transporte. A Figura 3 apresenta a contribuição de cada fonte 

de energia no setor de transporte no Brasil no ano de 2011. Observa-se que a 

contribuição de combustíveis oriundos do petróleo ainda representa mais de 80% da 

matriz. 

 
Fonte: EPE 

Figura 3 – Distribuição de fontes de energia no setor de transporte no Brasil (ano 2011) 
 

 

2.1.1 Biodiesel no Brasil 

O emprego do biodiesel em veículos automotores no Brasil foi introduzido a 

partir da Lei Nº 11.097, publicada em 13 de janeiro de 2005. Esta Lei fixou o 

percentual mínimo obrigatório de adição de 3% de biodiesel ao óleo diesel 

comercializado ao consumidor final, em qualquer parte do território nacional (ANP, 

2012). 
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Em abril de 2009, por decisão do Governo Federal através do CNPE (Conselho 

Nacional de Política Energética), foi aprovada a resolução N°2, antecipando o 

aumento da mistura de biodiesel no diesel fóssil para 4% a partir de 1º julho de 

2009, no lugar dos 3% vigentes até aquela data. Esse percentual subiu para 5% a 

partir de 01 de janeiro de 2010 (EPE, 2012). 

A Figura 4 apresenta o volume efetivamente consumido de biodiesel no Brasil 

até o ano de 2009, o volume projetado para os próximos anos de acordo com o PDE 

(Plano Decenal de Expansão de Energia lançado em 2011) e o volume que seria 

consumido seguindo o cronograma do PNPB (Programa Nacional de Produção e 

Uso do Biodiesel) lançado em 2003. 

 
Fonte: EPE 

Figura 4 - Consumo de Biodiesel até 2009 e projeções até 2013 
 

A realidade do consumo de biodiesel a partir do ano de 2009 a 2011 é 

mostrada na Figura 5. O volume de biodiesel consumido durante o ano de 2010 foi 

de 2,46 bilhões de litros. Esse consumo foi 57,3% superior ao observado em 2009. 

Esse aumento significativo deveu-se principalmente ao novo percentual mandatório 

de 5% estabelecido a partir de janeiro de 2010. Em 2011, foram consumidos 2,6 

bilhões de litros de biodiesel no Brasil, o que representa um aumento de 3,3% sobre 

2010. Como não houve mudança no mandatório, o crescimento do consumo deveu-

se exclusivamente ao aumento na demanda do óleo diesel convencional (EPE, 

2012). 
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Fonte: EPE - Adaptado 

Figura 5 – Consumo de Biodiesel entre os anos de 2009 a 2011  

O biodiesel surge, assim, como uns dos principais substituintes ao diesel 

convencional derivado do petróleo. Devido às semelhanças físico-químicas entre o 

diesel e biodiesel (DEMIRBAS, 2007) a utilização de misturas de diesel e biodiesel 

já é uma realidade no Brasil. 

Segundo a Resolução N°65 da ANP de Dezembro de 2011, a nomenclatura do 

diesel comercializado no Brasil deve seguir o padrão “Y SXX”, onde “Y” podem ser 

as letras “A” e “B” indicando a adição ou não de biodiesel. A letra “A” indica sem 

adição de biodiesel, enquanto a letra “B” indica a adição de biodiesel de acordo com 

a legislação vigente. 

A letra “S” indica a presença de enxofre e os códigos “XX” indicam a 

concentração máxima de enxofre que pode ser de 10, 50, 500 e 1800 ppm (parte por 

milhão) de enxofre. Ainda nesta resolução, ficou estabelecido que a partir 2014, o 

óleo diesel B S1800 de uso rodoviário deverá ser totalmente substituído pelo óleo 

diesel B S500. 

Segundo a Petrobras Distribuidora, no Brasil são comercializados diversos 

tipos de diesel conforme Tabela 1. 
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Tabela 1 – Tipos de diesel comercializados no Brasil para o setor automotivo 

Característica 
Diesel 

Podium  
S-50 

Extra 
Diesel S-50 

Diesel 
Comum  

S-50 

Extra 
Diesel 

Diesel 
Comum 

Diesel 
Inverno* 

Presença de 
Biodiesel Sim (5% em volume) 

Presença de 
aditivo Sim Sim Não Sim Não 

Sim (se 
extra 

diesel) 

Enxofre total 
máx. (ppm) 

50 
500 ou 1800  

Conforme Resolução ANP 
Nº 65, de 09/12/2011 

500 

(*) Desenvolvido para alcançar o grau de desempenho necessário para operar nas regiões que 
apresentam temperaturas ambientes de até -5°C. 

 
Fonte: Petrobras Distribuidora - Adaptado 

Segundo a Confederação Nacional do Transporte (CNT), nos anos 1980, 

quando não havia regulamentação, os veículos a diesel utilizavam óleo diesel com 

13000 ppm de enxofre. A partir de 1994, passaram a existir dois tipos de óleo diesel 

comercializados, segundo a região de consumo do combustível e a concentração de 

enxofre: o “diesel metropolitano”, fornecido com menor teor de enxofre nas regiões 

metropolitanas, com grande concentração de pessoas e veículos e maiores 

problemas de poluição atmosférica; e o “diesel interior”, utilizado no interior do país, 

com concentração mais alta de enxofre. Em 2009, o diesel comercializado no interior 

passou a ter 1800 ppm (S1800) e o metropolitano, no máximo, 500 ppm (S500). 

Nas indústrias, o óleo diesel é utilizado principalmente como alimentação de 

máquinas térmicas e motores de máquinas rotativas. A resolução N° 65 da ANP 

estabelece os critérios de utilização das diferentes classes de diesel de acordo com 

a região. Esse critério deve ser aplicado tanto para o setor de transporte quanto para 

o setor industrial. 

2.2 Características do biodiesel 

Segundo KNOTHE (2010) o biodiesel é produzido a partir da reação de 

transesterificação entre um triglicerídeo e um álcool (metanol e etanol), catalisado 

por um hidróxido. Atualmente, como fonte do triglicerídeo são utilizados óleos de 

origem animal ou vegetal, principalmente o óleo de soja e o óleo de palma. Outra 

fonte de triglicerídeo é a biomassa, além do óleo de cozinha. 
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No Brasil, a principal fonte de matéria-prima para produção de biodiesel é o 

óleo de soja, conforme retratado na Figura 6. A figura permite ainda observar a 

evolução do uso de cada matéria-prima ao longo dos anos 2009, 2010 e 2011.  

 
Fonte: EPE 

Figura 6 - Participação de matérias-primas para a produção de biodiesel no Brasil 
 

De acordo com DEMIRBAS (2007), um combustível alternativo necessita ser 

tecnicamente viável, economicamente competitivo, ambientalmente aceito e 

facilmente disponível. A partir destes requisitos é fácil entender porque, para muitos 

autores, a alternativa atual para o diesel é o biodiesel. Ainda segundo o autor, o 

biodiesel possui, dentre outras características:  

� Disponibilidade imediata; 

� Fonte Renovável; 

� Biodegradabilidade; 

� Baixo teor de enxofre e de aromáticos. 

Algumas das desvantagens do biodiesel quando comparado ao diesel é sua 

alta viscosidade, menor poder energético, alto ponto de fluidez, maiores teores de 

emissão de NOx, além de gerar velocidade e potência mais baixas em motores. A 

competitividade do biodiesel frente ao diesel convencional ainda enfrenta os altos 

preços de venda desse combustível alternativo atrelado ao maior desgaste em 

motores movidos a biodiesel (DEMIRBAS, 2007). 
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Em máquinas térmicas, as diferenças entre operação entre diesel e biodiesel 

ainda estão em processo de pesquisa. Embora já se saiba que misturas contendo 

biodiesel podem substituir o diesel convencional, BAZOOYAR et al. (2011) apontam 

que existe um número maior de estudos relacionados aos impactos dessas misturas 

em motores quando comparados a máquinas térmicas. 

2.3 Comparação da eficiência de caldeiras movidas a biodiesel e 
diesel 

GHORBANI et al. (2011) pesquisaram a eficiência de caldeiras e sua emissão 

de gases de combustão a partir do uso de misturas de combustíveis. O estudo 

demonstrou o alto potencial de misturas de diesel e biodiesel para uso em caldeiras, 

especialmente quando considerada a eficiência de combustão e a composição dos 

gases de combustão. 

O estudo comparou misturas B5, B10, B20, B50, B80 e B100 de biodiesel e 

diesel sobre o fluxo de ar a dois níveis de pressão (120 e 200 psi). Os resultados 

mostram que, em pressões de ar mais altas, a eficiência do diesel é superior, e, na 

pressão mais baixa, a eficiência do biodiesel é maior. Exceto para mistura B10, o 

biodiesel e as outras misturas emitem menos poluentes CO, SO2 e CO2 que o diesel. 

A mistura B10 emite menos CO2 e NOx, porém emite maiores concentrações de SO2 

quando comparado ao diesel.  

Apesar do estudo reportar um aumento de emissão de NOx resultante da 

queima do biodiesel, os resultados gerados pelos autores demonstram que em 

níveis de pressão mais elevados para insuflação do ar, o nível de NOx no gás de 

combustão de queima do biodiesel diminui. 

BAZOOYAR et al. (2011) também estudaram a eficiência da combustão do 

diesel e o biodiesel. As fontes de biodiesel utilizadas foram uva, girassol, milho, grão 

de azeitona e soja. Os autores determinaram, a partir dos resultados obtidos, a 

vazão ótima de combustível nos bicos de injeção, a razão ótima ar/combustível e as 

características dos gases de combustão. Os estudos mostram o aumento no nível 

de concentração de NOx nos gases de combustão oriundos de combustíveis com 

maior proporção de biodiesel.   
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2.4 Técnicas de Diagnósticos de Combustíveis 

ALISKE et al. (2007) pesquisaram métodos para determinar a concentração de 

biodiesel em misturas com diesel, utilizando espectrometria infravermelha. Os 

autores observaram que o pico de absorção da ligação química (C=O) só está 

presente no biodiesel, e é proporcional à quantidade deste na mistura. As amostras 

foram preparadas a partir de biodiesel de soja e óleo diesel. A partir dos picos de 

cada amostra é possível determinar com elevada precisão a fração volumétrica de 

biodiesel na mistura. 

MONTEIRO et al. (2009) também desenvolveram uma metodologia com 

objetivo de determinar a concentração de misturas diesel-biodiesel. Os autores 

empregaram análises químicas e métodos computacionais neste estudo. Os autores 

optaram pela utilização da técnica de ressonância nuclear magnética (NMR – em 

inglês nuclear magnetic ressonance), que é capaz de determinar a estrutura dos 

componentes químicos com alta precisão. Para tratamento dos dados oriundos da 

análise química, utilizaram técnicas de análise de componentes principais (PCA), 

regressão parcial de mínimos quadrados (PLS – em inglês partial least squares 

regression) e regressão de componentes principais (PCR – em inglês principal 

components regression). O PCA possibilitou a otimização dos parâmetros de 

entrada para os modelos PSL e PCR. Neste estudo, observa-se a aplicação de 

técnicas de análise química mesclada com técnicas baseadas em modelos 

estatísticos com objetivo de determinar a composição da mistura de diesel-biodiesel. 

Os autores demonstram que ambos os modelos matemáticos propostos, conjugados 

com os resultados das análises NMR, apresentaram resultados satisfatórios na 

determinação de composição da mistura. 

MORRIS et al. (2009) destacam a importância do desenvolvimento de técnicas 

rápidas e eficazes de análise das propriedades dos combustíveis. Os métodos 

tradicionais utilizam uma série de análises químicas e físicas para determinação das 

propriedades. Contudo, muitas vezes, não há disponibilidade de equipamentos e 

técnicos no local, ou mesmo tempo hábil para tais avaliações. Os autores 

desenvolveram então, modelo capaz de identificar e prever as propriedades de 

combustíveis derivados do petróleo. O modelo estima de maneira rápida 

propriedades dos combustíveis de aviação e navais a partir de dados oriundos da 
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análise de espectroscopia no infravermelho. O modelo implementado (NFPM – em 

inglês Navy Fuel Property Monitor – monitor de propriedade de combustível naval) 

recebe as informações do espectro infravermelho de um combustível desconhecido, 

trata os dados e aplica a técnica PCA para determinar o tipo de combustível a partir 

de similaridade com combustíveis de referência. Primeiramente, a amostra de 

entrada é classificada como “combustível de aviação” ou “jato”, “diesel” ou uma 

“mistura de Fischer-Tropsch (FT) sintético”. Se a amostra é identificada como sendo 

“combustível sintético”, classifica-se o tipo e a concentração do mesmo. Se uma 

amostra de diesel não é classificada como “sintética”, avalia-se então se ele contém 

ou não biodiesel. 

Após a distinção de qual tipo de combustível está sendo analisado, o modelo 

PLS (Partial least-squares - mínimos quadrados parciais) é aplicado de acordo com 

o combustível (jato ou diesel) e uma série de modelos PLSD (Partial Least Squares 

Discriminate Analysis – análise de discriminação de mínimos quadrados parciais) 

são utilizados para determinação das demais propriedades dos combustíveis. 

BALABIN et al. (2011) compararam a eficiência de modelos lineares e não 

lineares para predizer os parâmetros de qualidade do biodiesel. Segundo os autores, 

as normas exigem testes de uma série de parâmetros para certificar a qualidade do 

biodiesel. As análises empregadas são caras e demandam um longo período. 

Os autores destacam como alternativa para medição dessas propriedades a 

utilização da espectrometria infravermelha (NIR/NIRS em inglês near infrared 

spectroscopy). Essa técnica apresenta resultados mais rápidos, financeiramente 

baratos e o controle de qualidade poderia ser realizado em tempo real (on-line). Os 

autores comparam a eficiência das técnicas MLR (em inglês multiple linear 

regression), PCR (em inglês principal component regression), PLS (em inglês partial 

least squares regression), PLS polinomial e redes neuronais artificiais para predizer 

as propriedades do biodiesel próximas aos valores determinados por NIR. 

O modelo foi criado para determinar quatro propriedades: densidade (a 15°C), 

viscosidade cinemática (a 40°C), teor de água e teor de metanol. Como resultados 

destacam que a rede neuronal apresentou melhores resultados quando comparada 

aos métodos lineares (MLR, PCR e PLS) e o método PLS polinomial. Este resultado 
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demonstra o comportamento não-linear das propriedades do biodiesel. Os autores 

ressaltam que são necessários novos estudos envolvendo redes neuronais para 

determinação das propriedades do biodiesel devido à característica das redes 

neuronais de capacidade de aprendizagem, respostas rápidas e reprodução de 

propriedades não-lineares. 
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3 FERRAMENTAS DE ANÁLISE DE DADOS 

As populares técnicas de PCA (análise de componentes principais) e redes 

neuronais são utilizadas nesta dissertação para avaliação das misturas de 

combustíveis.  

A técnica estatística de PCA permite a redução de dimensionalidade, mas 

capturando otimamente a variação dos dados (CHIANG et al., 2001), facilitando 

assim a análise de agrupamentos no espaço reduzido e o estudo da importância das 

variáveis analisadas, através de Cartas de Contribuição.  

Por sua vez, o uso de redes neuronais permite a obtenção de mapeamentos 

entre dados, sendo a rede usada aqui na geração de um modelo inverso, em que 

são informados como dados de entrada da rede os dados de combustão, obtendo-se 

como saída uma estimativa da composição do combustível empregado. 

Para melhor compreensão sobre essas técnicas, será apresentada uma breve 

revisão sobre as mesmas a seguir.  

3.1 Monitoramento Estatístico de Processo 

Para MACGREGOR et al. (1995), o controle estatístico de processo (SPC em 

inglês Statistical Process Control) tornou-se muito importante na indústria. Com 

objetivo de monitorar o desempenho de um processo ao longo do tempo, o controle 

estatístico verifica se o processo está permanecendo em um “estado de controle 

estatístico". Tal estado de controle existe se as variáveis de processo permanecem 

próximas ao seu valor desejado. Gráficos de controle estatístico de processo, como 

Shewhart, cartas CUSUM e EWMA, são usados para monitorar variáveis chaves do 

processo, a fim de detectar uma ocorrência anormal no processo ou classificar uma 

condição específica de operação. 
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Para NORVILAS et al. (2000), o monitoramento estatístico de processo (SPM – 

em inglês Statistical process monitoring) auxilia na detecção de mau funcionamento 

do processo além de contribuir para uma compreensão do estado do processo. O 

monitoramento deve ser seguido do diagnóstico da causa de fonte de qualquer 

perturbação. Os autores ainda destacam a importância da integração do 

monitoramento, identificação e diagnóstico de falha com o sistema supervisório do 

processo. As técnicas SPM utilizadas para monitoramento contínuo de um processo 

multivariável devem ser adequadas para o tratamento dos dados das variáveis com 

auto-correlação, correlação cruzada e colinearidade. As cartas de monitoramento 

estatístico, em sua maioria, são baseadas em medidas independente e 

identicamente (iid – em inglês independent and identically distributed) distribuídas do 

processo. No entanto, muitas variáveis contínuas do processo possuem amostras 

consecutivas que estão relacionadas umas com as outras, causando uma auto-

correlação nesta variável. 

Os dados também podem possuir correlação cruzada, uma vez que pode haver 

correlação entre os valores atuais e atrasados das demais variáveis. Os dados que 

possuem colinearidade são aqueles que algumas variáveis “imitam” o 

comportamento de outras variáveis. A análise de componente principal (PCA), 

regressão de mínimos quadrados (PLS) e a análise de regressão linear multivariada 

são algumas das técnicas utilizadas para monitoramento de processos multivariados 

(NORVILAS et al., 2000). 

CHONG et al. (2005) destacam a utilização das técnicas SPM para a análise 

da importância de variáveis no processo. Para o autor, a utilização dessas técnicas 

auxilia na seleção das variáveis vitais ao processo, diminuindo o número de 

variáveis a serem analisadas. 

3.2 Análise de Componentes Principais 

Segundo MISRA et al. (2002) a técnica de análise de componentes principais 

(em inglês principal component analysis - PCA) consiste transformar um espaço 

multidimensional em um espaço representado por um número menor de dimensões, 

porém preservando a maior quantidade de informação possível. É uma técnica muito 
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empregada no monitoramento de processos, controle de qualidade, detecção de 

falha de sensores, etc.  

Muitos estudos vêm sendo desenvolvidos com auxílio do PCA, principalmente 

na determinação de falha de sensores (VAZ JUNIOR (2010), LEE et al. (2004)), 

monitoramento de processos (DE SOUZA JR. et al., 2009; DUNIA et al., 2012), 

detecção e diagnóstico de falhas (BINSHAMS, 2011), etc. 

Para aplicação da técnica PCA inicialmente dispõem-se os dados da série 

temporal na forma de matriz coluna, para cada uma das m variáveis. Assim, cada 

coluna representa os dados gerados por um sensor específico, e cada linha é uma 

observação distribuída ao longo do tempo. Os dados são então normalizados 

removendo-se a média e dividindo pelo desvio padrão (VAZ JUNIOR, 2010). 

Após a normalização, calculam-se os autovetores e autovalores da matriz de 

covariância dos dados normalizados. Autovetores, em especial os que possuem os 

maiores autovalores associados, são capazes de fornecer informações importantes 

sobre o padrão de distribuição dos dados (VAZ JUNIOR, 2010).  

A partir da ordenação dos autovalores calculados é possível aferir a 

significância do padrão apontado por cada autovetor. Assim, denominam-se os 

autovetores de “componentes principais”, selecionando-se aqueles associados a 

autovalores mais elevados. A matriz dos r-componentes principais é denominada 

matriz de componente (“T”). Essa seleção tem como objetivo eliminar um ou mais 

autovetores pouco significativos para a representação do comportamento do 

conjunto total de dados (VAZ JUNIOR, 2010). 

Existem diversas formas de definição do número de autovetores a serem 

selecionados para compor a matriz “T”. A metodologia descrita por SINGHAL e 

SEBORG (2002), correlaciona o valor associado ao autovetor a sua respectiva “taxa 

de explicação”. O somatório dos autovalores representa 100% da explicação do 

comportamento dos dados. Assim, selecionam-se autovetores até que a taxa de 

explicação acumulada atinja o nível de explicação desejado. 

VAZ JUNIOR (2010) ressalta que não existe um critério único para seleção do 

número de componentes principais a serem utilizados. Se o número de componente 
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utilizado for pequeno, o resíduo gerado é elevado dificultando a identificação de 

pequenas falhas. Por outro lado, a utilização de muitos autovetores torna o processo 

lento, fazendo com que a grande vantagem do PCA (redução da dimensão) seja 

perdida. 

Conforme citado anteriormente, um dos principais objetivos de aplicar PCA é 

reduzir as dimensões do sistema, facilitando sua análise. Em muitos casos é 

possível representar sistemas de dimensões elevadas empregando apenas dois 

autovetores, com perda aceitável de informação. A representação do sistema 

empregando apenas dois autovetores é especialmente interessante, pois permite 

sua representação na forma gráfica. 

A técnica de PCA consiste em transformar uma matriz com dimensão m 

[ ]mxxxX ..., 21=  e N dados ( Nk ....,3,2,1= ) em uma nova matriz: 

[ ]rtttT ..., 21=            (1) 

Essa nova matriz T também possui N dados, entretanto uma menor dimensão 

( mr < ). A matriz T é obtida através da matriz de transformação P: 

[ ] [ ] [ ]mxrNxmNxr PXT =           (2) 

[ ]rpppP ..., 21=           (3) 

A matriz P é chamada de loading matrix (matriz de cargas) e os vetores 

ortogonais pi são os autovetores associados aos autovalores ( jλ ) da matriz de 

covariância de X (ISERMANN, 2006). 

De acordo com ISERMANN (2006), o procedimento de cálculo para 

transformação da matriz de dados P em uma nova matriz de dados T pode ser 

descrito pelos seguintes passos: 

1. Cálculo da matriz de covariância com média zero e variância um; 

XXA T=            (4) 

2. Cálculo dos autovalores ( jλ ) e autovetores ( jp ) da matriz A; 
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( ) 0=− jj pIA λ , j=1,...,         (5) 

3. Seleção dos maiores autovalores jλ  e seus correspondentes 

autovetores jp , j=1...,r; 

4. Determinação da matriz P; 

[ ]rpppP ...21=           (6) 

5. Cálculo da nova matriz de dados 

PXT T=            (7) 

j

T

j pXt =            (8) 

A nova matriz T possui os dados originais, mas representados em uma 

dimensão reduzida (r<m). 

Os valores preditos pelo modelo, 
^

X , são calculados a partir das r 

componentes principais (PCs) a partir da equação a seguir, retornando os dados 

para as dimensões originais, com apenas as variâncias significativas. 

TPTX *
^

=            (9) 

O resíduo entre os valores preditos pelo modelo e os valores originais de X é 

dado por: 

^

XXE −=            (10) 

O resíduo do modelo (E) assume valores menores quanto mais componentes 

principais adicionamos ao modelo. Ou seja, quanto menos informação for perdida. 

A Figura 7 apresenta um diagrama representativo do PCA. Observe que a PC1 

(componente principal 1) passa entre a média dos dados multivariados de X. A 

orientação da PC1 é escolhida como aquela que “captura” a máxima variabilidade 

nos dados. Cada observação em x1 e x2 pode ser projetada na PC1 e essa projeção 

ao longo da PC1 é denominada de score tj. Ou seja, tj é o novo valor de uma 

observação na nova coordenada do sistema. 
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A média (mean) apresentada na Figura 7 é a média dos dados originais e será 

a nova origem das componentes principais. A orientação da PC1 é dada pelos 

loadings. 

 
Fonte: Statsoft 

Figura 7 – Exemplo de PCA aplicado a um caso com duas variáveis e um componente principal 

 

3.2.1 Cartas de Contribuição 

Os métodos de cartas de contribuição (em inglês contribution plots), tais como 

estatística SPE (em inglês Squared Prediction Error) também chamado Q e a técnica 

T2  de Hotelling (também chamado de D), são capazes de identificar as variáveis do 

processo que mais contribuem estatisticamente dentre todas as variáveis (ÇINAR, 

2007). 

Os gráficos das componentes principais (PCs) propostos pelo PCA, muitas 

vezes se tornam de difícil interpretação quando existem muitas PCs para descrever 

o processo. Assim, as cartas de monitoramento se tornam extremamente úteis 

(CINAR, 2007). As cartas de contribuição indicam as variáveis do processo que mais 

contribuem para o “aumento” das estatísticas T2 e Q. 

Segundo MACGREGOR et al. (1995), o monitoramento do processo através da 

estatística T2 não é suficiente, pois essa técnica está baseada nas primeiras PCs, 

conforme a equação (11), 



 

 

24 

∑
=

=
A

i t

i
k

i
s

t
T

1
2

2
2            (11) 

onde 2

it
s  é o autovalor ( jλ ) associado a jt e k é o número de componentes principais. 

Assim, a estatística T2 somente irá detectar a variação das variáveis no plano 

das primeiras PCs. Os autores sugerem a utilização da estatística SPE. A vantagem 

da aplicação dessa técnica estaria na ocorrência de um evento totalmente novo, 

conduzindo a uma nova observação novojx .  não incluída no desenvolvimento do 

modelo PCA. Esse novo evento poderia ser detectado, ainda segundo 

MACGREGOR et al. (1995), calculando-se o erro de predição ao quadrado (SPEy) 

dos resíduos de todas as novas observações, 

∑
= 













−=

q

i

novojnovojy xxSPE
1

2

,

^

,          (12) 

onde q é o número de observações. 

3.2.2 Estatística Q 

A contribuição da estatística Q é calculada utilizando-se os residuais individuais 

de cada variável (j), conforme a equação 13 (ÇINAR, 2007), 

( ) ( ) ( )

2

^














−= kxkxkCONT jj

SPE

j         (13) 

onde k é o números de dados daquela variável. 

A variável jx
^

pertence a matriz 
^

X , que representa a nova matriz de dados 

calculadas a partir do PCA, com dimensão r<m, calculada a partir da equação 14, 

T
PTX =

^

           (14) 

onde T é calculada a partir da equação (7) e P é a matriz composta pelos 

autovetores associados aos autovalores de maior contribuição. 
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A partir dos resíduos de cada variável j é possível calcular a contribuição 

percentual de cada variável no processo. 

3.3 Redes Neuronais 

Segundo DE SOUZA Jr (2010) as Redes Neuronais Artificiais (RNA – no inglês 

Artificial Neuronal Networks - ANN) são modelos matemáticos baseados em 

sistemas biológicos neuronais, que foram desenvolvidos para imitar os mecanismos 

de entendimento. Uma rede neuronal é composta por uma densa rede de elementos 

processadores (neurônios artificiais), não lineares, dispostos em camadas e 

interconectados através de canais unidirecionais, conforme a Figura 8. 

 
Fonte: DE SOUZA Jr (2010) 

Figura 8 – Exemplo de Rede Neuronal Multicamada 
 

Segundo DE SOUZA Jr (2010) as redes neuronais são capazes de processar 

dados numéricos, produzindo sinais de saída a partir de dados de entrada. Segundo 

HOSKINS e HIMMELBLAU (1988) um grande número de processos químicos vem 

sendo representado através de redes neuronais em áreas de detecção e diagnóstico 

de falhas, controle de processos, projeto e simulação de processos. 

A modelagem de rede envolve, basicamente, as seguintes etapas: 

� Treinamento 

� Teste 

� Validação 

As redes neuronais são adequadas para modelagem de processos por 

apresentarem as seguintes propriedades úteis e capacidades (HAYKIN, 2001): 
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� Não-linearidade – é uma propriedade muito importante, pois torna a rede 

capaz de representar fenômenos não-lineares; 

� Mapeamento de entrada-saída – é a capacidade de aprender de 

maneira supervisionada. Os dados de entrada e saída são apresentados 

à rede, que é capaz de modificar seus parâmetros (pesos e biases) com 

o objetivo de atingir o critério desejado (saída real); 

� Adaptabilidade – se refere à capacidade que as redes possuem de se 

adaptar a novas condições. Uma rede treinada para operar em 

condições específicas pode facilmente ser retreinada para pequenas 

alterações nas condições; 

3.3.1 Topologia de Redes 

De acordo com DE SOUZA Jr (1993) dependendo da topologia (arranjo de 

rede) adotada, os sinais da RNA podem se propagar para frente (redes feedforward) 

ou para trás (redes recorrentes). As redes do tipo feedfoward podem ser divididas 

em duas classes: 

� Monocamadas – possuem uma camada de entrada e uma de saída 

(conforme Figura 9); 

� Multicamadas – apresentam uma ou mais camadas escondidas, além 

das camadas de entrada e saída (conforme Figura 10). Segundo 

HOSKINS e HIMMELBLAU (1988) as camadas escondidas funcionam 

como um “depósito” de informações contidas na rede. 

Camada de entrada Camada de saída

 
Fonte: HAYKIN, 2001 - Adaptado 

Figura 9 – Rede neuronal monocamada  
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Camada de entrada Camada de saídaCamada escondida

 
Fonte: HAYKIN, 2001 - Adaptado 

Figura 10 – Rede neuronal multicamadas  

Já as redes recorrentes podem possuir uma única camada de neurônios com 

cada neurônio alimentando seu sinal de saída de volta para as entradas de todos os 

outros neurônios. Esse tipo de rede não possui camadas escondidas. Uma outra 

classe de rede recorrente é aquela em que as conexões de realimentação se 

originam dos neurônios ocultos bem como dos neurônios de saída, conforme a 

Figura 11. (HAYKIN 2001) 

De acordo com HAYKIN (2001), a presença de retroalimentação possui uma 

grande influência na capacidade de aprendizagem da rede e no seu desempenho. 

z-1

z-1

z-1

z-1

Entradas

Operadores de 
atraso unitário

Saídas

 
Fonte: HAYKIN 2001 - Adaptado 

Figura 11 – Rede recorrente com neurônio oculto  
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3.3.2 Redes Perceptron Multicamadas ou MLP 

As redes do tipo perceptrons de múltiplas camadas têm sido aplicadas para 

resolver diversos problemas complexos (HAYKIN, 2001).  

Segundo DE SOUZA Jr (2010), um neurônio artificial teve inspiração inicial 

biológica. Um neurônio qualquer “j” da camada (k+1) recebe um conjunto de 

informações spi,k (i=1,....,nk) correspondentes as saídas (ou ativações) dos neurônios 

nk da camada anterior (ponderadas, cada uma, pelo peso wji,k correspondente a sua 

conexão). O neurônio soma essas entradas ponderadas e o valor resultante é 

somado a um limite interno de ativação, o bias, representado por θj,k+1. O neurônio “j” 

gera uma resposta , spj, k+1 de acordo com a função de ativação. 

De acordo com HAYKIN (2001) a função de ativação limita a amplitude da 

saída do neurônio. A Figura 12 apresenta uma rede do tipo MLP. As entradas estão 

circuladas em verde e as saídas em azul.  

 

Fonte: DE SOUZA Jr (2010) - Adaptado 
Figura 12 – Modelo de neurônio  

O comportamento do neurônio é expresso por: 

1,
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Segundo DE SOUZA Jr (2010), as funções de ativação podem ser de diversos 

tipos. Abaixo estão relacionados alguns exemplos: 

Função linear:   ( )
1,1, ++ = kpjkpjf λλ      (16) 

Função degrau limiar:               para ( ) ξλλ +=> ++ 1,1, ,0 kpjkpj f    (17) 

          para ( ) ξλλ −=≤ ++ 1,1, ,0 kpjkpj f    (18) 

Função sigmoidal:  
( ) ( )[ ] 1

1,1, exp1
−

++ −+= kpjkpjf λλ
   (19) 

Função tangente hiperbólica:  
( ) ( )

1,1, tanh ++ = kpjkpjf λλ    (20) 

O treinamento de forma supervisionada com o algoritmo da retropropagação 

(backpropagation) é baseado na aprendizagem com correção de erro. Essa 

aprendizagem consiste em dois passos: primeiramente um passo para frente, a 

“propagação”, após um passo para trás, a “retropropagação”. 

No passo para frente, o vetor de entrada é aplicado aos nós sensoriais da rede 

e seu efeito se propaga através desta, camada por camada. Um conjunto de saídas 

é assim produzido. Durante a propagação os pesos da rede são fixos. Entretanto, 

durante a retropropagação, os pesos são atualizados com uma correção do erro. 

Este erro se origina da diferença entre a resposta real da rede e a resposta 

desejável (alvo). Esse sinal de erro é propagado para trás, contra a direção das 

conexões sinápticas e os pesos são atualizados para que a resposta da rede se 

aproxime da resposta desejada. (HAYKIN 2001) 

3.3.3 Rede Neuronal de Base Radial (RBF) 

As redes de base radial possuem uma vasta aplicação no campo de 

reconhecimento de padrões de falha. Segundo DE SOUZA Jr (2010), esse tipo de 

rede pode ser utilizado no processamento de imagens, análise de séries temporais, 

análise de sinais de radar, diagnósticos médicos, diagnósticos de falha de sistemas 

elétricos, controle de sistemas entre outras aplicações. 
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Segundo CATELANI (2000), a rede neuronal do tipo radial possui três camadas 

como mostrado na Figura 13. A camada de entrada com N neurônios não possui 

pesos. A camada escondida com H neurônios apresenta como função de ativação, a 

função gaussiana. A função gaussiana possui um pico no centro c e decresce 

monotonicamente à medida que a distância ao centro c aumenta, sendo 

apresentada na equação 21: 

( )












 −−
=

2

2

exp
h

h

h

cx
xa

σ
         (21) 

Da Equação (21) pode-se deduzir que cada neurônio escondido está associado 

a N+1 parâmetros internos. Os N componentes do vetor ch, que representa a posição 

N-dimencional da função radial e σh que representa um parâmetro de escalonamento 

da distância. Esse parâmetro determina o campo receptivo do neurônio, ou seja, a 

região do espaço de entrada através da qual o neurônio tem uma resposta 

significativa. O conjunto de neurônio escondidos deve ser capaz de cobrir todas as 

regiões significativas do vetor de entrada (CATELANI, 2000). 

 
Fonte: CATELANI (2000) - Adaptado 

Figura 13 – Estrutura de uma rede de base radial 
 

A camada de saída é composta por M neurônios lineares, ligados a camada 

escondida pelos pesos wmh . A equação do neurônio de saída é dada por: 

( ) ( )∑
=

==
H

h

hmhm Mmxawxy
1

,...,1        (22) 
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Para o treinamento das redes do tipo RBF, são necessárias duas etapas: a 

etapa de determinação dos centros (c) e dos fatores de escala (σ). Os centros são 

determinados através do algoritmo K-means. Após o ajuste dos centros, os fatores 

de escala são ajustados pela heurística dos P vizinhos mais próximos (P-Nearest 

Neighbor). Após a determinação desses dois vetores, os valores da matriz de pesos 

(W) são definidos utilizando-se a técnica de regressão linear (mínimos quadrados) 

DE SOUZA Jr (2010). 

3.3.4 Comparação entre as redes MLP e RBF 

Para HAYKIN (2001) as redes MLP e RBF são exemplos de redes em 

camadas alimentadas adiante, não lineares. Por serem aproximadores universais, 

sempre existirá uma rede RBF capazes de reproduzir os resultados de uma MLP, e 

vice-versa. No entanto, é possível destacar algumas diferenças entre esses dois 

modelos: 

1. Uma rede RBF (na forma básica) possui apenas uma camada 

escondida, enquanto uma rede MLP pode possuir uma ou mais 

camadas escondidas; 

2. Os nós computacionais de uma rede MLP, localizados em uma camada 

oculta ou uma camada de saída, frequentemente compartilham um 

modelo neuronal comum. Já nas redes RBF, o nó computacional da 

camada escondida é diferente do nó da camada de saída; 

3. A camada oculta de uma rede RBF é não-linear, enquanto que a 

camada de saída é linear. No entanto, as camadas escondidas e de 

saída de uma rede MLP quando utilizadas para problemas de 

classificação são normalmente não-lineares; 

4. O argumento da função de ativação da cada unidade oculta em uma 

rede RBF calcula a distância euclidiana entre o vetor de entrada e o 

centro daquela unidade. Já na rede MLP a função de ativação de cada 

camada escondida calcula o produto interno do vetor de entrada pelo 

vetor de peso sináptico daquela unidade; 
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5. As redes do tipo MLP constroem aproximações globais de um 

mapeamento de entrada-saídas não-lineares, enquanto as redes RBF 

utilizam não linearidades localizadas com o decaimento exponencial, 

construindo aproximações locais para mapeamentos de entradas-saídas 

não-lineares. 

Com isso, concluí-se que redes do tipo MLP requerem um número menor de 

parâmetros para aproximações de mapeamentos de entrada-saídas não-lineares 

quando comparadas às redes RBF. 
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4 EMPREGO DE MISTURAS DIESEL/BIODIESEL COMO 
COMBUSTÍVEL EM CALDEIRAS 

Caldeiras são equipamentos largamente utilizados nas indústrias para 

geração de vapor. Podem ser utilizadas para de aquecimento, reações químicas, 

etc. 

Há uma grande tendência dos governos em fiscalizar emissões de gases 

poluentes oriundas de equipamentos industriais e promover sua redução. No Brasil, 

o Conselho Nacional do Meio Ambiente (CONAMA) é responsável por tal 

fiscalização. Em 1989 foi criada a resolução CONAMA N° 5 que estabelece o 

Programa Nacional de Controle da Poluição do Ar (PRONAR), enquanto o controle 

de emissões fixas em equipamentos é regulado pela resolução N° 382 de dezembro 

de 2007.  

Em dezembro de 2011, foi criada a resolução N°436, que complementa o 

texto na resolução N°382 estabelecendo “limites máximos de emissão de poluentes 

atmosféricos para fontes fixas instaladas ou com pedido de licença de instalação 

anteriores a 02 de janeiro de 2007” (CONAMA, 2011). Esta resolução estabelece os 

limites de emissão para poluentes atmosféricos provenientes de processos de 

geração de calor a partir da combustão externa de óleo combustível, conforme a 

Tabela 2. 

Tabela 2 – Limites máximos de emissão para equipamentos de geração de calor 

Potência térmica 
nominal (MW) 

Material 
Particulado NOx

(1) SOx
(1) CO(1) 

Menos que 10 300 1600 2700 80 

Entre 10 e 70 250 1000 2700 80 

Maior que 70 100 1000 1800 80 

(1) Os resultados devem ser expressos na unidade de concentração mg/Nm3, em base seca e 3% de 
excesso de oxigênio. 

Fonte: CONAMA, 2007 
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O biocombustível, em especial o biodiesel, possui um grande potencial de ser 

utilizado como fonte de combustível nas máquinas de geração de energia, reduzindo 

suas emissões atmosféricas. A seguir serão apresentadas as principais 

características das caldeiras do tipo flamotubular, objeto do presente estudo, bem 

como a descrição dos experimentos geradores dos dados aqui empregados. 

4.1 Caldeiras Flamotubular 

4.1.1 Componentes 

Segundo BEGA (1989), caldeiras do tipo flamotubular (fogotubular) 

caracterizam-se pelo fato dos gases quentes, provenientes da combustão, passarem 

por dentro dos tubos, enquanto a água a ser aquecida e vaporizada passa pela parte 

externa dos mesmos. À medida que os gases de combustão fluem através dos 

tubos, há transferência de calor dos gases quentes para a água. 

 

 
Fonte: BEGA, 1989 - Adaptado 

Figura 14 – Caldeira flamotubula típica 
 
 

Quando comparadas às demais caldeiras, as flamotubulares são bastante 

simples de construir, fazendo com que seu custo seja menor. Porém, por problemas 

construtivos e de competitividade econômica, suas aplicações estão restritas aos 
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casos em que a vazão de vapor produzido não ultrapasse 10 t/h e a pressão de 

trabalho não seja superior a 10 kgf/cm2 (BEGA, 1989).  

4.1.2 Especificações da Caldeira empregada 

Os dados empregados na presente dissertação foram originalmente obtidos 

por VALDMAN (2010). Naquele estudo foi utilizada uma caldeira modelo CV-VDM-

500, disponível na Escola de Química da UFRJ, com o objetivo de comparar o seu 

desempenho utilizando diferentes proporções de mistura entre o óleo diesel e o óleo 

biodiesel. Os mesmos dados foram empregados por VALDMAN (2010) em um 

estudo de desenvolvimento de sensor virtual para os gases de emissão da caldeira. 

É na descrição apresentada em VALDMAN (2010) que se baseia este item. 

A Figura 15 ilustra as instalações da caldeira empregada por VALDMAN 

(2010). Além da caldeira em si, a planta piloto possui tanques de armazenamento de 

diesel e biodiesel, tanque de mistura dos combustíveis, bombas para transferência 

do combustível até a caldeira, além de toda instrumentação necessária para 

operação. A Tabela 3 apresenta as especificações do equipamento.  

 
Figura 15 – Foto das instalações da caldeira 
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Tabela 3 - Especificação Técnica da Caldeira Modelo CV-VDM-500  

Variável Valor 

Capacidade de Produção de Vapor, com 
água a 20°C 

500 kg/h 

Potencia térmica nominal 0,3 MW 

Característica do Vapor saturado 

Pressão máxima de trabalho 8,00 kgf/cm2 

Categoria B 

Combustível principal óleo diesel 

Combustível auxiliar não possui 

Tiragem forçada por insuflação 

Área da superfície de aquecimento 22,80 m2 

Número de Passes 01 (um) 

Número câmara de combustão 01 (uma) 

Número de tubos de 1 ½ “de diâmetro 
com 1,938 m 

94 (noventa e quatro) 

Volume médio de água durante o uso 
normal 

0,6m3 

Vaporização específica por m3 de 
superfície de aquecimento 

25 kgv/h 

Saída de gases (Chaminé) 

Seção de passagem Circular 

Dimensão 300mm de diâmetro 

Área média 900cm2 

Combustível 

Vazão de combustível 26 kg/h 

Vazão de oxigênio ~ 30% excesso de ar 

Vazão de vapor saturado ~ 500 kg/h 

Composição do combustível óleo diesel e óleo biodiesel 
produzido a partir de dendê 

(Fonte: VALDMAN, 2010) 

VALDMAN (2010) ressalta que a caldeira foi inicialmente especificada para 

utilização de óleo diesel. Entretanto, a autora considera que o projeto do bico dos 

queimadores da caldeira é compatível com as características físico-químicas do óleo 

metropolitano (mistura diesel/biodiesel), permitindo inclusive o emprego de biodiesel 

puro. Foram definidos então experimentos utilizando combustíveis puros e suas 

misturas em diferentes proporções.  
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4.1.3 Fluxograma do Sistema 

A Figura 16 apresenta o fluxograma P&ID do processo disponível na Escola 

de Química da UFRJ e empregado por VALDMAN (2010). No diagrama são 

apresentados os três tanques de armazenamento de óleo diesel, um tanque de 

armazenamento de óleo diesel metropolitano, um tanque de mistura e alimentação 

da caldeira, a caldeira, um tanque de armazenamento de água e uma linha de vapor 

saturado. 

O queimador recebe o combustível bombeado do tanque de alimentação e o 

ar transportado através de um soprador. O ignitor é responsável por dar partida à 

queima. A água aquecida e o vapor produzido podem ser utilizados como utilidade 

em outros processos. O excesso de vapor é direcionado para atmosfera. 

(VALDMAN, 2010) 

4.1.4 Variáveis de Processo Armazenadas 

Durante os experimentos (VALDMAN, 2010) foram armazenadas séries 

temporais com o comportamento de 20 variáveis de processo, algumas analógicas 

(contínuas) e outras digitais (ou discretas). Estas são apresentadas na Tabela 4 e 

Tabela 5, respectivamente. 

Embora as variáveis contínuas (Tabela 4) sejam medidas a cada segundo, 

VALDMAN (2010) sugere que sejam utilizados “os valores instantâneos das 

variáveis medidas, a cada intervalo de 1 minuto, com o objetivo de reduzir a 

influência do tempo elevado de processamento destes dados, mantendo os 

resultados fidedignos com o comportamento do processo” (VALDMAN, 2010). Ou 

seja, a cada minuto um valor instantâneo de cada uma das nove variáveis contínuas 

será considerado. 
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FONTE: VALDMAN, 2010 
Figura 16 - Fluxograma P&ID do processo  
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Tabela 4 - Variáveis contínuas disponíveis no processo 

Variável Tag Descrição 
Faixas de 
medida 

1 LIT-1013  Nível do tanque de alimentação de 
combustível 37,50 a 353,00 L 

2 LIT-1021 Nível do tanque de alimentação de água 0 a 100,00 % 

3 LIT-1026 Nível da caldeira 0 a 100,00 % 

4 FIT-1024 Vazão de água de alimentação 0 a 5,2 m3/h 

5 FIT-1031 Vazão de vapor 0 a 500,00 kg/h 

6 PIT-1032 Pressão de vapor na linha 0 a 100,00psi 

7 TIT-1011 Temperatura do óleo combustível 0 a 100,00°C 

8 TIT-1023 Temperatura da água de alimentação 0 a 400,00°C 

9 TIT-1042 Temperatura dos gases residuais 0 a 100,00°C 

Fonte: VALDMAN, 2010 
 

As variáveis discretas apresentadas na Tabela 5 apenas indicam as 

condições de operação de cada sistema, ou seja, se as bombas estão ligadas 

ou desligadas, alarme de pressão alta ou baixa e quaisquer outras variáveis 

discretas.  

A demanda de vapor, a vazão de alimentação de combustível e a vazão 

de ar fornecida para a queima são mantidas constantes em cada etapa do 

experimento. 

Para análise dos gases de combustão da caldeira, VALDMAN (2010) 

utilizou um analisador da marca Testo 350M/XL. Trata-se de instrumento de 

análise portátil e robusto, utilizado para medições insitu. O analisador em 

questão estava equipado com seis células de medição de gases (Tabela 6) e 

três medidores de temperatura. 
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Tabela 5 - Variáveis discretas disponíveis na instrumentação analógica/CLP/fieldbus da 
caldeira 

Variáveis Tag Descrição 

1 BB-1011 
Bomba de alimentação de biodiesel aos tanques de 

armazenamento 

2 BB-1012 
Bomba de alimentação de diesel aos tanques de 

armazenamento 

3 BB-1013 Bomba de alimentação de diesel ao tanque de mistura 

4 MT-1014 Motor de agitação ao tanque de mistura 

5 PSH-1026 Alarme – pressostato de alta 

6 LSLL-1026 Alarme – nível baixo de água 

7 BB-1015 Bomba de alimentação de combustível à caldeira 

8 BB-1021 Bomba de alimentação de água à caldeira 

9 MT-1016 Soprador 

10 XSL-1012 Alarme – falha de chama 

11 XSH-1011 Queimador ligado 

Fonte: VALDMAN, 2010 
 
 

Tabela 6 - Variáveis disponibilizadas pelo analisador de gases 

Variável Análise Sensor 
Faixas de 
medida 

Precisão 

1 Oxigênio (O2) 
Célula 

eletroquímica 0,0 a 25,0% 0,2% 

2 Monóxido de 
carbono (CO) 

Célula 
eletroquímica 

0 a 10000 
ppm 

até 99ppm: 10 
ppm; de 100 à 

2000ppm: 5% do 
valor lido 

3 Dióxido de carbono 
(CO2) 

Célula de 
infravermelho 0,0 a 50,0% 0,3% + 1% do valor 

lido 

4 Monóxido de 
nitrogênio (NO) 

Célula 
eletroquímica 0 a 3000 ppm até 99ppm: 5% 

5 Dióxido de 
nitrogênio (NO2) 

Célula 
eletroquímica 0 a 500 ppm até 99ppm: 5ppm 

6 Dióxido de enxofre 
(SO2) 

Célula 
eletroquímica 0 a 5000 ppm até 99ppm: 5ppm 

7 Excesso de ar Calculado 0 a 100% - 
Fonte: VALDMAN, 2010 
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O analisador de gás possui uma rotina de armazenamento para as 

variáveis medidas e calculadas, configurada através de quatro parâmetros 

temporais. Os dados geram uma única matriz de dados históricos para cada 

corrida experimental. A Tabela 7 apresenta o ajuste adotado para esses 

valores de configuração. 

Tabela 7 - Tempos utilizados no ciclo de análise de gases residuais 

Parâmetro Configurado Valor (s) Descrição 

Tempo para análise de 
gases 180 Período de tempo ao longo do qual as 

análises são realizadas 

Tempo para rinsagem 
420 

Período de tempo ao longo do qual as 
análises são interrompidas para limpeza 
das câmaras dos sensores 

Tempo de amostragem 2 Intervalo de tempo máximo entre análises 
consecutivas 

Intervalo para cálculo das 
médias 60 

Intervalo de tempo considerado no cálculo 
de médias aritméticas das análises 
instantâneas 

Fonte: VALDMAN, 2010 

Segundo VALDMAN (2010) as células de medição utilizadas possuem 

um nível de ruído superior àquele observado nos sensores de temperatura, 

pressão e vazão. Por esta razão, foi utilizada a opção de configuração do 

equipamento em que são armazenadas as médias aritméticas, calculadas a 

partir dos valores instantâneos durante um intervalo de tempo. Além disso, a 

cada 3 minutos de análise, o analisador precisa parar durante 7 minutos para 

realizar sua rotina de limpeza. 

Considerando os tempos apresentados na Tabela 7, o analisador 

consome o tempo de três minutos ao longo do qual três análises são 

realizadas, e o tempo de interrupção das análises para limpeza de sete 

minutos. Assim, obtém-se no total três medidas (médias) a cada dez minutos, 

ou dezoito medidas a cada hora. A Figura 17 apresenta as atividades feitas 

pelo analisador durante um período de 10 minutos. 
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Figura 17 – Atividades feitas pelo analisador de gás ao longo de 10 minutos 

4.2 Análise Experimental 

VALDMAN (2010) realizou uma série de experimentos padronizados 

para facilitar a comparação dos resultados. As considerações adotadas são 

apresentadas abaixo: 

1. Experimentos realizados considerando óleo diesel metropolitano e 

biodiesel produzido a partir do dendê para composição das 

misturas de combustível; 

2. Variação do excesso de ar entre 30%, 20% e 10%; 

3. Todas as corridas realizadas com a caldeira despressurizada, 

decorrendo em uma etapa inicial de aquecimentos da caldeira até 

60 psi (pressão de trabalho da caldeira) sem produção de vapor. 

Esta etapa em todos os experimentos foi realizada utilizando 30% 

de excesso de ar. Esta etapa (sem produção de vapor) foi 

considerada como transiente, e seus resultados foram 

descartados. 

VALDMAN (2010) utilizou a seguinte padronização de nomenclatura 

para a identificação das misturas de combustível utilizadas: 

DBDdxx_R.E, 

onde: D indica a presença do componente diesel metropolitano; 

BD indica a presença do componente biodiesel; 

d indica a origem do biodiesel utilizado nas corridas (d = dendê); 

xx indica o percentual de biodiesel contido na mistura, sem levar em 
consideração o percentual de biodiesel já presente no óleo diesel 
metropolitano disponibilizado; 

3 10 

3 médias Tempo de limpeza 

Tempo em  

minutos 

0 
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R indica se a corrida é a primeira (1) ou a réplica (2, 3 ou 4); 

E indica a etapa do teste, onde: 

0 – aquecimento da caldeira; 

1 – produção de vapor com 30% de excesso de ar na queima; 

2 – produção de vapor com 20% de excesso de ar na queima; 

3 – produção de vapor com 10% de excesso de ar na queima. 

A Tabela 8 apresenta o planejamento experimental para definição das 

corridas. VALDMAN (2010) ressalta que devido à limitação no estoque de 

biodiesel de dendê disponível para os testes, foi realizada uma única réplica 

para as misturas de 30% a 60%, e nenhuma réplica para a mistura de 20% e 

para o biodiesel puro. Foram realizadas três réplicas para o óleo diesel 

metropolitano puro. 

 

Tabela 8 – Planejamento Experimental 

Corridas experimentais Corridas experimentais - réplicas 

Mistura (%) Mistura (%) 
N° Diesel Biodiesel 

Excesso de 
ar (%) 

Código N° Diesel Biodiesel 
Excesso de 

ar (%) 
Código 

1.0 100 0 Aquecimento D_1.0 9.0 100 0 Aquecimento D_2.0 

1.1 100 0 30 D_1.1 9.1 100 0 30 D_2.1 

1.2 100 0 20 D_1.2 9.2 100 0 20 D_2.2 

1.3 100 0 10 D_1.3 9.3 100 0 10 D_2.3 

2.0 100 0 Aquecimento D_3.0 10.0 100 0 Aquecimento D_4.0 

2.1 100 0 30 D_3.1 10.1 100 0 30 D_4.1 

2.2 100 0 20 D_3.2 10.2 100 0 20 D_4.2 

2.3 100 0 10 D_3.3 10.3 100 0 10 D_4.3 

3.0 80 20 Aquecimento DBDd20_1.0  

3.1 80 20 30 DBDd20_1.1  

3.2 80 20 20 DBDd20_1.2  

3.3 80 20 10 DBDd20_1.3  

 

4.0 70 30 Aquecimento DBDd30_1.0 11.0 70 30 Aquecimento DBDd30_2.0 

4.1 70 30 30 DBDd30_1.2 11.1 70 30 30 DBDd30_2.2 

4.2 70 30 20 DBDd30_1.2 11.2 70 30 20 DBDd30_2.2 

4.3 70 30 10 DBDd30_1.3 11.3 70 30 10 DBDd30_2.3 

5.0 60 40 Aquecimento DBDd40_1.0 12.0 60 40 Aquecimento DBDd40_2.0 

5.1 60 40 30 DBDd40_1.2 12.1 60 40 30 DBDd40_2.2 

5.2 60 40 20 DBDd40_1.2 12.2 60 40 20 DBDd40_2.2 

5.3 60 40 10 DBDd40_1.3 12.3 60 40 10 DBDd40_2.3 
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Corridas experimentais Corridas experimentais - réplicas 

Mistura (%) Mistura (%) 
N° Diesel Biodiesel 

Excesso de 
ar (%) Código N° Diesel Biodiesel 

Excesso de 
ar (%) Código 

6.0 50 50 Aquecimento DBDd50_1.0 13.0 50 50 Aquecimento DBDd50_2.0 

6.1 50 50 30 DBDd50_1.2 13.1 50 50 30 DBDd50_2.2 

6.2 50 50 20 DBDd50_1.2 13.2 50 50 20 DBDd50_2.2 

6.3 50 50 10 DBDd50_1.3 13.3 50 50 10 DBDd50_2.3 

7.0 40 60 Aquecimento DBDd60_1.0 14.0 40 60 Aquecimento DBDd60_2.0 

7.1 40 60 30 DBDd60_1.2 14.1 40 60 30 DBDd60_2.2 

7.2 40 60 20 DBDd60_1.2 14.2 40 60 20 DBDd60_2.2 

7.3 40 60 10 DBDd60_1.3 14.3 40 60 10 DBDd60_2.3 

8.0 0 100 Aquecimento DBDd100_1.0  

8.1 0 100 30 DBDd100_1.2  

8.2 0 100 20 DBDd100_1.2  

8.3 0 100 10 DBDd100_1.3  

 

Fonte: VALDMAN, 2010 

Ressalta-se que durante a fase experimental, a amostra de diesel 

inicialmente utilizada não foi suficiente para realização de todos os 

experimentos planejados. Deste modo, foi necessária a utilização de uma 

segunda amostra. Foi realizada por VALDMAN (2010) uma análise para 

comparação das duas fontes de diesel utilizadas, cujos resultados são 

apresentados na Tabela 9. Constata-se que a princípio não parece haver 

diferenças relevantes entre as amostras. 

Tabela 9 – Propriedades dos diferentes tipos de diesel utilizados 

Diesel 

Massa 
específica 

a 20°C 
(kg/m3) 

Teor de 
Enxofre 

(%) 

Teor de 
Nitrogênio 

(%) 

Teor de 
Água 
(%) 

Teor de 
Carbono 

(%) 

Teor de 
Carbono 

(%) 

Poder 
calorífico 
(Kcal/Kg) 

D1 849,4 0,05988 0,10 0,0268 86,56 13,28 9974 
D2 836,7 0,05290 0,08 0,0100 86,22 13,77 10090 
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5 TRATAMENTO PRELIMINAR DOS DADOS 

Com o objetivo de identificar a composição do combustível utilizado na 

caldeira foram empregadas diferentes metodologias de análise de dados. 

Porém, antes que os dados possam ser empregados para identificação, alguns 

tratamentos iniciais são requeridos.  

5.1 Divisão dos Dados 

As variáveis disponíveis foram inicialmente classificadas em três grupos. 

Esses grupos foram determinados a fim de promover uma melhor compressão 

do tipo de variável analisada. Foi criado um grupo geral englobando os “dados 

de processo e dados de análise dos gases de combustão”, um grupo contendo 

somente os “dados de processo” e um outro grupo contendo apenas os “dados 

de análise dos gases de combustão”. A Figura 18 ilustra esses agrupamentos. 

Essa divisão poderá possibilitar uma análise de quais tipos de variáveis são 

mais relevantes na determinação do combustível empregado na caldeira. 

 

Figura 18 – Divisão dos dados disponíveis 
 

Cada grupo será composto então pelas variáveis apresentadas na 

Figura 18. Como pode ser observado, dentre as variáveis de processo existem 

aquelas que são medidas diretamente e aquelas calculadas. A princípio não 

será feita qualquer distinção entre elas – todas serão utilizadas na análise. 

A Tabela 10 apresenta as variáveis distribuídas em cada grupo. 

Dados de análise dos 
gases de combustão 

Dados de processo e 
dados de análise dos 
gases de combustão 

Dados de processo 
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Tabela 10 – Divisão das variáveis 
Grupo Variável (unidade) Descrição Tipo 

LIT-1021 (%) Nível do tanque de alimentação de água Coletada 

TIT-1023 (°C) Temperatura da água de alimentação Coletada 

TIT-1042 (°C) Temperatura dos gases residuais Coletada 

TIT-1011 (°C) Temperatura do óleo combustível Coletada 

LIT-1013 (L) Nível do tanque de alimentação de 
combustível 

Coletada 

LIT-1026 (%) Nível da caldeira Coletada 

FIT-1031 (kg/h) Vazão de vapor Coletada 

FIT-1024 (m3/h) Vazão de água de alimentação Coletada 

PIT-1032 (psi) Pressão de vapor na linha Coletada 

CA_EF(%) Eficiência da Caldeira Calculada 

FI-1013 (l/hr) Vazão volumétrica do combustível Coletada 

TMFIT-1031(Kg) Totalização de Vapor produzido Calculada 

O2 (%) Porcentagem de O2 no gás de combustão Coletada 

CO (ppm) ppm de CO presente no gás de combustão Coletada 

CO2 (%) Porcentagem de CO2 no gás de combustão Coletada 

NO (ppm) ppm de NO presente no gás de combustão Coletada 

NO2 (ppm) ppm de NO2 presente no gás de combustão Coletada 

GRUPO 1 

Dados de 
processo da 

caldeira e 
dados de 

análise dos 
gases de 

combustão 

SO2 (ppm) ppm de SO2 presente no gás de combustão Coletada 

LIT-1021 (%) Nível do tanque de alimentação de água Coletada 

TIT-1023 (°C) Temperatura da água de alimentação Coletada 

TIT-1042 (°C) Temperatura dos gases residuais Coletada 

TIT-1011 (°C) Temperatura do óleo combustível Coletada 

LIT-1013 (L) Nível do tanque de alimentação de 
combustível 

Coletada 

LIT-1026 (%) Nível da caldeira Coletada 

FIT-1031 (kg/h) Vazão de vapor Coletada 

FIT-1024 (m3/h) Vazão de água de alimentação Coletada 

PIT-1032 (psi) Pressão de vapor na linha Coletada 

CA_EF(%) Eficiência da Caldeira Calculada 

FI-1013 (l/hr) Vazão volumétrica do combustível Coletada 

GRUPO 2 

Dados de 
processo da 

caldeira 

TMFIT-1031(Kg) Totalização de Vapor produzido Calculada 

O2 (%) Porcentagem de O2 no gás de combustão Coletada 

CO (ppm) ppm de CO presente no gás de combustão Coletada 

CO2 (%) Porcentagem de CO2 no gás de combustão Coletada 

NO (ppm) ppm de NO presente no gás de combustão Coletada 

NO2 (ppm) ppm de NO2 presente no gás de combustão Coletada 

GRUPO 3 
Dados de 

análise dos 
gases de 

combustão 

SO2 (ppm) ppm de SO2 presente no gás de combustão Coletada 
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A Tabela 11 apresenta o tempo de produção de vapor de cada 

experimento. Observa-se que a média de duração de um experimento é de 60 

minutos. 

Tabela 11 - Tempo de duração da corrida experimental 
Tempo da Corrida (min) - Produção de vapor 

Excesso de ar 
Corrida 

Experimental 
30% 20% 10% 

D_1 59 60 60 

DBDd20_1 60 60 60 

DBDd40_1 57 57 55 

DBDd50_1 68 60 37 

D_2 60 58 41 

DBDd50_2 59 59 60 

DBDd30_1 59 59 60 

DBDd40_2 60 60 57 

D_3 59 60 60 

DBDd60_1 60 60 60 

DBDd60_2 59 60 60 

DBDd30_2 60 60 60 

BDd100_1 60 44 49 

D_4 60 60 60 

Média 60 60 60 

Fonte: VALDMAN, 2010 

5.1.1 Variáveis Calculadas 

A Tabela 10 apresenta as variáveis coletadas e calculadas. As variáveis 

coletadas são as saídas diretas (outputs) dos instrumentos. Já as variáveis 

calculadas, tais como a eficiência da caldeira (CA_EF) e a totalização de vapor 

produzido (TMFIT-1031), são calculadas de acordo com os procedimentos a 

seguir. 

Segundo VALDMAN (2010) a eficiência da caldeira é calculada 

utilizando-se os valores da massa de combustível consumido e da massa de 

vapor produzido entre dois instantes de tempo, após a análise dos valores de 

poder calorífico inferior das misturas de combustível e do calor latente de 

vaporização da água. A equação de cálculo da eficiência está apresentado na 

equação 23: 
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onde: VComb0 é o volume do tanque em litros no instante de tempo 0; 

VComb1 é o volume do tanque em litros no instante de tempo 1; 

ρc é a densidade do combustível em kg/m3; 

Cpc é o poder calorífico inferior do combustível em kJ/kg; 

VVap0 é a massa de vapor produzida em kg até o instante de tempo 0; 

VVap1 é a massa de vapor produzida em kg até o instante de tempo 1; 

λvap é o calor latente de evaporação da água em kJ/kg; 

F é um fator de conversão de m3 para litros. 

Ainda segundo VALDMAN (2010), valor da totalização do vapor 

produzido (TMFIT-1031) é calculado através da integral da vazão de vapor 

(FIT-1031) ao longo do tempo. 

5.2 Tratamento para Treinamento das Redes Neuronais 

Para o treinamento das redes neuronais a fim de determinar a 

composição de biodiesel na mistura, são necessários tratamentos dos dados 

dos três grupos propostos anteriormente. Foram aplicados três tratamentos 

conforme detalhado a seguir: 

� Tratamento 1 – Exclusão dos dados pertencentes ao período de 

aquecimento da caldeira; 

� Tratamento 2 – Exclusão dos outliers, 

� Tratamento 3 – Sincronização das variáveis de processo e de 

análise de gás de combustão nos tempos compatíveis. 

O Tratamento 3 é necessário para que os tempos de medição das 

condições de processo sejam compatíveis com aqueles apresentados nos 

dados coletados pelo analisador de gás. Conforme Capítulo anterior, o 

analisador de gás foi ajustado para realizar 3 medidas a cada 10 minutos, 

enquanto as variáveis de processo são armazenadas a cada minuto. 
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Cada tratamento citado será apresentado nos itens a seguir. Para efeito 

de nomenclatura, neste trabalho cada dado temporal, de cada uma das 18 

varáveis disponíveis, será denominado de “medição”. 

5.2.1 Tratamento 1 

Os dados iniciais apresentam comportamento transiente, sendo 

correspondentes ao aquecimento da caldeira. Optou-se por não considerá-los 

neste estudo. Durante o aquecimento, as válvulas das linhas de produção de 

vapor (consumo e descarte) são mantidas fechadas, até a correta 

pressurização.  

Neste trabalho serão somente retirados os dados pertencentes ao tempo 

de aquecimento da caldeira, ou seja, o período em que não há produção de 

vapor (correspondentes ao período de “Aquecimento” da Tabela 8). 

Os dados de processo foram tratados sob esse critério, de maneira que 

de um total de 3261 medições de cada variável, restaram 2630. A Figura 19 

apresenta, dentre as 2630 medições, a quantidade disponível para cada 

mistura de combustível. 
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Figura 19 - Número total de dados por porcentagem de biodiesel na mistura após o 

Tratamento 1 
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5.2.2 Tratamento 2 

O Tratamento 2 consistiu na remoção dos outliers. Segundo 

WISNOWSKIA (2001), outliers consistem em dados inconsistentes com os 

demais da série temporal avaliada. Para o autor, a não identificação desses 

dados pode levar a estimativa equivocada de parâmetros de um modelo. 

O critério para detecção dos outliers de um conjunto de dados brutos 

será de três desvios padrão máximos (VALDMAN, 2010). Ou seja, a distância 

normalizada entre o valor de cada variável e sua respectiva média deve ser 

menor que três, conforme equação 24, 

3

__

<
−

=
x

xi
i

Xx
d

σ
         (24) 

onde: id  é a distância normalizada entre o valor de cada variável e sua 

respectiva média; 
  ix é o i-ésimo valor da variável x ; 

  xX
__

 é a média global dos valores da variável x ; 

  xσ  é o desvio padrão global da variável x . 

VALDMAN (2010) sugere que a remoção dos outliers não seja aplicada 

nos dados do analisador de gás, uma vez que o equipamento foi programado 

para fornecer médias temporais das concentrações medidas. Após a remoção 

dos outliers nos dados de processo, restaram 2373 medições para serem 

avaliados, distribuídos conforme a Figura 20. 
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Figura 20 – Número total de dados por porcentagem de biodiesel na mistura após o 

Tratamento 2 
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5.2.3 Tratamento 3 

Para empregar as variáveis de processo e de análise de gás como 

entradas das redes neuronais, é necessário que seus tempos de amostragem 

estejam sincronizados. A união das bases de dados não é imediata, pois, como 

mencionado anteriormente, o analisador de gás não fornece os dados com a 

mesma frequência que os sensores empregados nas variáveis operacionais. 

As medições das variáveis de operação e do analisador de gás foram 

percorridas de maneira que fosse possível compatibilizar os tempos das 

variáveis operacionais e de análise do gás. De um total de 2373 dados 

operacionais restaram 650, distribuídos conforme a Figura 21. 
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Figura 21 – Número total de dados por porcentagem de biodiesel na mistura após o 

Tratamento 3 

5.3 Tratamento para aplicação do PCA 

O grande número de variáveis disponíveis dificulta a seleção de quais 

parâmetros são mais relevantes e por tanto devem ser usados na identificação 

do combustível empregado.  

Com objetivo de apontar quais variáveis de entrada são mais relevantes 

no processo de identificação, será aplica a técnica de PCA juntamente com a 

estática Q. Estas duas técnicas permitem a determinação das variáveis que 

possuem maior influência no processo. Esse resultado muitas vezes permite a 
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elaboração de gráficos bidimensionais onde é possível a visualização de 

agrupamentos (clusters), sendo possível distinguir graficamente cada condição 

de operação. 

A maneira pela qual os experimentos foram conduzidos variando o 

excesso de ar entre 10, 20 e 30%, permite uma divisão dos dados em grupos 

para que a melhor associação entre os dados seja selecionada. Esta 

característica do procedimento experimental que pode, a priori, influenciar a 

determinação das componentes principais é o excesso de ar na alimentação. O 

excesso de ar é responsável por uma melhor eficiência na queima e na 

possível influência na proporção dos compostos CO, CO2 e O2 nos gases de 

combustão. 

Por esse motivo, decidiu-se realizar a análise dos dados de operação 

(ou processo), dos dados do analisador de gás e de todos os dados unidos 

distinguindo-se também a vazão de excesso de ar empregada.  

A Tabela 12 apresenta os grupos propostos para aplicação do PCA. 

Tabela 12 – Divisão dos grupos para aplicação do PCA 

Grupo Variáveis que 
compõem o grupo 

Excesso de ar 
(%) 

Tratamento 
aplicado 

N° da 
variável 

Variável 

GRUPO 1 

Dados de processo da 
caldeira e dados de 

análise dos gases de 
combustão 

Todas as 
porcentagens 

Tratamentos 
1, 2 e 3 

1 
2 
3 
4 
5 
6 
7 
8 
9 

10 
11 
12 
13 
14 
15 
16 
17 
18 

LIT-1021 
TIT-1023 
TIT-1042 
TIT-1011 
LIT-1013 
LIT-1026 
FIT-1031 
FIT-1024 
PIT-1032 
CA_EF 
FI-1013 

TMFIT-1031 
% O2 

ppm CO 
% CO2 

ppm NO 
ppm NO2 
ppm SO2 
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Grupo Variáveis que 
compõem o grupo 

Excesso de ar 
(%) 

Tratamento 
aplicado 

N° da 
variável 

Variável 

GRUPO 2 Dados de processo da 
caldeira 

Todas as 
porcentagens 

Tratamentos 
1 e 2 

1 
2 
3 
4 
5 
6 
7 
8 
9 

10 
11 
12 

LIT-1021 
TIT-1023 
TIT-1042 
TIT-1011 
LIT-1013 
LIT-1026 
FIT-1031 
FIT-1024 
PIT-1032 
CA_EF 
FI-1013 

TMFIT-1031 

GRUPO 3 Dados de análise dos 
gases de combustão 

Todas as 
porcentagens 

Não 
aplicado 

1 
2 
3 
4 
5 
6 

% O2 
ppm CO 
% CO2 

ppm NO 
ppm NO2 
ppm SO2 

GRUPO 4 

Dados de processo da 
caldeira e dados de 

análise dos gases de 
combustão 

10 Tratamentos 
1, 2 e 3 Igual ao Grupo 1 

GRUPO 5 

Dados de processo da 
caldeira e dados de 

análise dos gases de 
combustão 

20 Tratamentos 
1, 2 e 3 Igual ao Grupo 1 

GRUPO 6 

Dados de processo da 
caldeira e dados de 

análise dos gases de 
combustão 

30 
Tratamentos 

1, 2 e 3 Igual ao Grupo 1 

GRUPO 7 Dados de processo da 
caldeira 10 Tratamentos 

1 e 2 Igual ao Grupo 2 

GRUPO 8 Dados de processo da 
caldeira 20 Tratamentos 

1 e 2 Igual ao Grupo 2 

GRUPO 9 
Dados de processo da 

caldeira 30 
Tratamentos 

1 e 2 Igual ao Grupo 2 

GRUPO 10 Dados de análise dos 
gases de combustão 10 Não 

aplicado Igual ao Grupo 3 

GRUPO 11 Dados de análise dos 
gases de combustão 20 Não 

aplicado Igual ao Grupo 3 

GRUPO 12 Dados de análise dos 
gases de combustão 30 Não 

aplicado Igual ao Grupo 3 

No capítulo seguinte serão apresentados os resultados da aplicação das 

técnicas PCA e estatística Q nos Grupos 1 a 12. 
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6 APLICAÇÃO DA METODOLOGIA PCA 

Após a aplicação dos tratamentos descritos, a técnica de redução de 

dimensionalidade de análise de componentes principais (PCA) foi utilizada para 

possibilitar a visualização dos dados na forma gráfica, com separação das 

diferentes misturas de combustíveis, e apontar as variáveis mais significativas 

nessa identificação. 

6.1 Aplicação do PCA nos Grupos Propostos 

A técnica de PCA foi implementada separadamente nos Grupos 1 a 12. 

A rotina de cálculo detalhada anteriormente, sendo programada no software 

MATLABTM versão 7.5. Os dados foram normalizados conforme a equação 25, 

( )jpadrãodesvio

jmédiajioriginalMedida
jianormalizadMedida

)(),(_
),(_

−
=    (25) 

onde i representa cada medida (número de linhas) e j o número de variáveis 

(número de colunas). 

Os autovalores gerados em cada grupo estão apresentados na Tabela 

13. Esta tabela também apresenta a variabilidade de cada autovalor. A 

variabilidade representa a porcentagem de contribuição de cada autovalor e é 

calculada através da divisão do valor do autovalor j dividido pelo somatório de 

todos os autovalores (onde n é o número de variáveis), conforme equação 26: 

( )

( )∑
=

=
n

j

j

jautovalor

jautovalor
adeVariabilid

1

       (26) 
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Tabela 13 – Autovalores associados para cada grupo de variáveis 
Grupo 1 Grupo 2 Grupo 3 Grupo 4 Grupo 5 Grupo 6 

Autovalor  Variabilidade 
(%) Autovalor  

Variabilidade/ 

(%) 
Autovalor  

Variabilidade 

(%) 
Autovalor Variabilidade 

(%) Autovalor Variabilidade 
(%) Autovalor Variabilidade 

(%) 

5,95 
2,40 
2,01 
1,81 
1,12 
1,01 
0,91 
0,73 
0,66 
0,53 
0,27 
0,23 
0,10 
0,09 
0,07 
0,04 
0,04 
0,02 

33,08 
13,32 
11,16 
10,03 
6,24 
5,62 
5,05 
4,08 
3,64 
2,95 
1,50 
1,29 
0,54 
0,51 
0,41 
0,24 
0,20 
0,13 

2,97 
1,94 
1,79 
1,66 
1,00 
0,91 
0,81 
0,51 
0,18 
0,10 
0,08 
0,06 

24,71 
16,14 
14,94 
13,85 
8,32 
7,55 
6,74 
4,29 
1,53 
0,80 
0,67 
0,47 

3,33 
1,51 
0,57 
0,33 
0,15 
0,10 

55,53 
25,14 
9,50 
5,53 
2,58 
1,71 

4,34 
2,58 
2,27 
1,99 
1,54 
1,43 
0,99 
0,78 
0,55 
0,44 
0,38 
0,21 
0,19 
0,11 
0,07 
0,06 
0,04 
0,02 

24,13 
14,36 
12,63 
11,06 
8,54 
7,92 
5,51 
4,34 
3,04 
2,45 
2,11 
1,18 
1,08 
0,60 
0,41 
0,34 
0,22 
0,08 

4,79 
2,43 
2,22 
1,88 
1,35 
1,08 
1,08 
0,88 
0,62 
0,60 
0,38 
0,26 
0,16 
0,10 
0,07 
0,05 
0,04 
0,02 

26,61 
13,48 
12,32 
10,45 
7,49 
6,02 
6,00 
4,89 
3,43 
3,35 
2,10 
1,43 
0,89 
0,54 
0,41 
0,27 
0,23 
0,09 

4,30 
2,54 
2,09 
1,72 
1,17 
1,14 
1,04 
0,95 
0,75 
0,70 
0,54 
0,44 
0,25 
0,15 
0,08 
0,07 
0,05 
0,02 

23,91 
14,11 
11,60 
9,58 
6,51 
6,33 
5,76 
5,30 
4,19 
3,90 
2,98 
2,44 
1,37 
0,81 
0,45 
0,36 
0,30 
0,09 

Grupo 7 Grupo 8  Grupo 9 Grupo 10 Grupo 11 Grupo 12 

Autovalor Variabilidade 
(%) 

Autovalor Variabilidade 
(%) 

Autovalor Variabilidade 
(%) 

Autovalor Variabilidade 
(%) 

Autovalor Variabilidade 
(%) 

Autovalor Variabilidade 
(%) 

2,76 
2,40 
1,80 
1,30 
1,00 
0,85 
0,82 
0,47 
0,30 
0,13 
0,09 
0,07 

22,98 
20,03 
15,02 
10,80 
8,32 
7,10 
6,86 
3,94 
2,52 
1,09 
0,78 
0,56 

2,73 
2,46 
1,78 
1,45 
0,99 
0,86 
0,71 
0,50 
0,24 
0,15 
0,07 
0,06 

22,72 
20,49 
14,84 
12,12 
8,26 
7,17 
5,90 
4,18 
2,00 
1,21 
0,62 
0,48 

2,49 
2,35 
1,75 
1,60 
1,01 
0,98 
0,67 
0,45 
0,38 
0,20 
0,10 
0,03 

20,74 
19,60 
14,57 
13,30 
8,38 
8,16 
5,59 
3,78 
3,13 
1,67 
0,81 
0,26 

2,45 
1,64 
1,09 
0,63 
0,11 
0,07 

40,82 
27,33 
18,22 
10,52 
1,85 
1,24 

3,05 
1,32 
0,69 
0,46 
0,38 
0,10 

50,80 
21,93 
11,43 
7,70 
6,40 
1,73 

2,71 
1,14 
1,02 
0,54 
0,34 
0,25 

45,23 
19,08 
16,93 
8,94 
5,69 
4,14 
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Serão considerados na modelagem por componentes principais os 

autovetores associados aos autovalores que apresentam uma variabilidade 

acumulada de 80%. A Tabela 14 apresenta a variabilidade acumulada para 

duas e três componentes principais, além do número de componentes 

principais para cada grupo até atingir uma variabilidade acumulada de 80% ou 

mais. 

Tabela 14 – Número de componentes principais para cada grupo 

Grupo 

Variabilidade 
acumulada 
das duas 
primeiras 

PCs 
(%) 

Variabilidade 
acumulada 

das três 
primeiras 

PCs 
(%) 

Número de 
componentes 

principais 
para 

variabilidade 
de 80% 

Variabilidade 
acumulada 

(%) 

1 46,39 57,56 7 84,50 

2 40,84 55,79 6 85,50 

3 80,67 90,18 2 80,67 

4 38,49 51,12 7 84,15 

5 40,09 52,41 7 82,38 

6 38,02 49,62 8 83,11 

7 43,00 58,03 6 84,24 

8 43,22 58,06 6 85,61 

9 40,34 54,91 6 84,75 

10 68,16 86,38 3 86,38 

11 72,73 84,16 3 84,16 

12 64,31 81,24 3 81,24 

Nas figuras bidimensionais a seguir os dados são representados em 

apenas duas dimensões, cujos eixos são as duas componentes principais de 

maior relevância. Nas figuras tridimensionais são empregados os três 

componentes principais mais relevantes. As cores representam a concentração 

de biodiesel na mistura, conforme legenda indicada. 

As Figuras 22, 23 e 24 apresentam os gráficos representativos dos 

Grupos 1, 2 e 3, respectivamente. Esses Grupos possuem em comum o fato de 

apresentarem experimentos com excesso de ar de 10, 20 e 30%. O Grupo 2 

contém apenas variáveis de processo, enquanto o Grupo 3 de análise dos 

gases. O Grupo 1 agrupa todas as variáveis.  
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Dentre os três grupos, a figura que melhor resolve os agrupamentos de 

diferentes teores de mistura é aquela referente ao Grupo 3. Ou seja, observa-

se que o Grupo 3 possui uma melhor separação dos clusters (circulados na 

figura) de concentração de biodiesel na figura bidimensional. Este resultado já 

era esperado, bastando observar na Tabela 13 que apenas o primeiro 

componente principal responde por 55% da variabilidade dos dados, enquanto 

o segundo, representa 25%. Deste modo, 80% da variabilidade dos dados 

referente ao Grupo 3 está explicada nas duas primeiras componentes 

principais – empregados na composição da figura. Para os grupos 1 e 2 este 

percentual é significativamente menor, o que se reflete na piora da resolução 

gráfica. 

Em relação ao Grupo 2, formado apenas pelas variáveis de processo, a 

formação dos clusters apresenta-se sobreposta, dificultando a identificação dos 

mesmos. Mesmo utilizando o terceiro componente principal através da 

visualização 3D, não há uma distinção clara entre os grupos. Em termos 

comparativos, o primeiro componente principal do Grupo 2 descreve apenas 

24% da variabilidade, enquanto o segundo 16% - resultando em uma 

explicação total de 40%. Finalmente, ao acrescentar o terceiro componente 

principal, adiciona-se 14% de explicação. Assim, mesmo a figura tridimensional 

apresenta um grau de explicação de 55% - ou seja, as três componentes 

principais unidas apresentam um grau de explicação inferior àquele conseguido 

apenas com a primeira componente principal do Grupo 3. Isso se reflete na 

resolução dos grupos nas figuras.  

Em relação ao Grupo 1, formado pelas variáveis de processo e do 

analisador de gás, é possível observar a formação de alguns clusters 

(circulados na figura) referentes às concentrações de biodiesel na figura 

bidimensional. A separação dos agrupamentos, porém, é inferior àquela obtida 

a partir do Grupo 3.  

Deste modo, é no Grupo 3, formado apenas pelas variáveis do 

analisador de gás, que fica mais clara a separação em clusters entre os dados 

de diferentes concentrações de biodiesel. A representação em duas dimensões 

permite uma melhor visualização dos grupos.  
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(a) Grupo 1 - Duas primeiras PCs 
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(b) Grupo 1 - Três primeiras PCs 

Figura 22 – Gráfico das componentes principais (PC) para o Grupo 1 (mistura óleo diesel 
e biodiesel de dendê) 
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(a) Grupo 2 - Duas primeiras PCs 
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(b) Grupo 2 - Três primeiras PCs 

Figura 23 – Gráfico das componentes principais (PC) para o Grupo 2 (mistura óleo diesel 
e biodiesel de dendê) 
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(a) Grupo 3 - Duas primeiras PCs 

Figura 24 – Gráfico das componentes principais (PC) para o Grupo 3 (mistura óleo diesel 
e biodiesel de dendê) 

As Figuras 25, 26 e 27 apresentam os gráficos bi e tridimensionais 

referentes às componentes principais relativos aos Grupos de 4 a 6. Esses três 

grupos são formados pelos dados de processo da caldeira e dados de análise 

dos gases de combustão, diferindo apenas no excesso de ar, entre 10, 20 e 

30% de excesso. Deste modo, o Grupo 4 contém apenas dados referentes ao 

excesso de 10%, o Grupo 5 apenas 20% e o Grupo 6 apenas dados de 

experimentos com 30% de excesso de ar. 

Observa-se que para os três grupos existe uma boa resolução dos 

dados, especialmente nos gráficos bidimensionais. O grau de explicação obtido 

com as componentes principais dos grupos 4, 5 e 6 é bastante semelhante, o 

que se reflete nas figuras. No caso do Grupo 4 tem-se 24% de explicação a 

partir da primeira componente, e 14% em relação à segundo. No Grupo 5 tem-

se 26% e 13%, enquanto no Grupo 6, 24% e 14%.  
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Os gráficos bidimensionais referentes aos grupos 5 e 6 permitem 

observar que os agrupamentos adotam interessante distribuição diagonal 

(circulados na figura) – não percebida nas figuras anteriores.  
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(a) Grupo 4 - Duas primeiras PCs 
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(b) Grupo 4 - Três primeiras PCs 

Figura 25 – Gráfico das componentes principais (PC) para o Grupo 4 (mistura óleo diesel 
e biodiesel de dendê) 
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(a) Grupo 5 - Duas primeiras PCs 
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(b) Grupo 5 - Três primeiras PCs 

Figura 26 – Gráfico das componentes principais (PC) para o Grupo 5 (mistura óleo diesel 
e biodiesel de dendê) 
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(a) Grupo 6 - Duas primeiras PCs 

-5

0

5

10

-10

-5

0

5
-4

-2

0

2

4

 

PC1PC2
 

P
C

3

0%
20%

30%

40%

50%

60%
100%

 

(b) Grupo 6 - Três primeiras PCs 

Figura 27 – Gráfico das componentes principais (PC) para o Grupo 6 (mistura óleo diesel 
e biodiesel de dendê) 
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As Figuras 28, 29 e 30 apresentam os gráficos dos Grupos de 7 a 9. 

Esses três grupos são formados apenas pelos dados relativos as variáveis de 

processo da caldeira. O Grupo 7 contém apenas dados com excesso de ar de 

10%, enquanto o Grupo 8 excesso de 20%, e o Grupo 9 de 30%. 

Novamente, é possível observar uma clara distinção entre as diferentes 

concentrações de biodiesel tanto nos gráficos que empregam duas 

componentes principais quanto nos que empregam 3. Os gráficos 

tridimensionais referentes aos grupos 7 e 8, e o gráfico bidimensional do Grupo 

9 apresentam clusters na forma alongada, semelhantes àqueles obtidos para o 

Grupo 6. 
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(a) Grupo 7 - Duas primeiras PCs 
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(b) Grupo 7 - Três primeiras PCs 

Figura 28 – Gráfico das componentes principais (PC) para o Grupo 7 (mistura óleo diesel 
e biodiesel de dendê) 
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(a) Grupo 8 - Duas primeiras PCs 
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(b) Grupo 8 - Três primeiras PCs 

Figura 29 – Gráfico das componentes principais (PC) para o Grupo 8 (mistura óleo diesel 
e biodiesel de dendê) 
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(a) Grupo 9 - Duas primeiras PCs 

-5

0

5

-5

0

5

10
-6

-4

-2

0

2

4

 

PC1PC2
 

P
C

3

0%
20%

30%

40%

50%

60%
100%

 

(b) Grupo 9 - Três primeiras PCs 

Figura 30 – Gráfico das componentes principais (PC) para o Grupo 9 (mistura óleo diesel 
e biodiesel de dendê) 
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As Figuras 31, 32 e 33 apresentam os gráficos dos Grupos de 10 a 12. 

Os três grupos são formados pelos dados do analisador de gás de combustão. 

Novamente, o Grupo 10 contém dados para ar em excesso de 10%, enquanto 

o Grupo 11 excesso de 20% e o Grupo 12 excesso de 30%. 

As figuras que apresentam os resultados para os grupos 10 e 11 

permitem boa resolução entre as diferentes concentrações. Diferentemente do 

Grupo 9, aqui existe uma melhor separação entre os grupos, embora seu 

formato não seja tão preciso.  Novamente os agrupamentos tendem se 

distribuir sobre a diagonal e assumindo formato alongado. 

Ressalta-se aqui que o nível de explicação obtido a partir das duas 

primeiras componentes principais dos grupos 10, 11 e 12 é bastante elevado 

(68%, 73% e 64% respectivamente). O maior grau de explicação nos grupos 10 

e 11 reflete-se em uma melhor resolução obtida, quando comparada à figura 

referente ao grupo 12.  
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(a) Grupo 10 - Duas primeiras PCs 
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(b) Grupo 10 - Três primeiras PCs 

Figura 31 – Gráfico das componentes principais (PC) para o Grupo 10 (mistura óleo 
diesel e biodiesel de dendê) 
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(a) Grupo 11 - Duas primeiras PCs 
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(b) Grupo 11 - Três primeiras PCs 

Figura 32 – Gráfico das componentes principais (PC) para o Grupo 11 (mistura óleo 
diesel e biodiesel de dendê) 
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(a) Grupo 12 - Duas primeiras PCs 
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(b) Grupo 12 - Três primeiras PCs 

Figura 33 – Gráfico das componentes principais (PC) para o Grupo 12 (mistura óleo 
diesel e biodiesel de dendê) 
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Com as figuras apresentados neste item, constata-se que é possível 

uma classificação da mistura do combustível, sendo esta classificação 

conseguida com menos componentes principais quando são usados os dados 

de análise do gás de combustão, tanto para o caso com excesso de ar fixo, 

quanto variável. Ou seja, o operador poderia, observando o gráfico dos scores 

em duas dimensões (como foi o caso para o Grupo 3), verificar em que 

agrupamento se localizava uma dada condição operacional e classificar o 

combustível. Ferramentas matemáticas de análise de agrupamentos − e.g. 

classificadores geométricos, (ISERMANN, 2006) − poderiam ser usadas para 

automatizar o procedimento classificatório. 

6.2 Aplicação da Estatística Q 

Com base nos gráficos dos scores obtidos no item anterior, observa-se a 

grande capacidade dos dados do analisador de gás em possibilitar a 

determinação da classe do combustível. Por este motivo, serão avaliadas as 

variáveis mais relevantes para o processo deste grupo. 

Após o cômputo dos autovalores e autovetores da matriz de covariância 

dos dados, foram calculados os resíduos de cada variável pertencente ao 

Grupo 3 de acordo com a estatística Q. Conforme apresentado, a partir dos 

resíduos de cada variável é possível determinar a importância de uma variável 

dentre o conjunto daquelas selecionadas. 

A representatividade de cada variável é calculada dividindo-se o resíduo 

associado a cada variável pelo somatório dos resíduos de todas as variáveis 

daquele grupo, conforme equação 27: 

( )
iáveisdenúmeroj

síduos

nsíduo
tividaderepresenta

j

j var,3,2,1
Re

Re
==

∑
  (27) 

Neste estudo, foram consideradas as variáveis que possuíam menor 

resíduo, aplicando a soma da porcentagem acumulada. Isto porque, o resíduo 

quantifica o quão distante a variável prevista pelo modelo (
^

X ) se afasta da 
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medida real ( X ). Logo, quanto menor o resíduo, melhor representada está 

aquela variável pelo modelo PCA, reduzindo a diferença 
^

XX − .  

A associação entre o número da variável presente nos gráficos 

apresentados na Figura 34 e o nome da variável pode ser acompanhado na 

Tabela 12. 
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Figura 34 – Gráfico da porcentagem de representatividade de cada variável para o  

Grupo 3 

A Tabela 15 apresenta a relação, em ordem decrescente, as variáveis 

melhor representadas pelo modelo. Note que as duas variáveis indicadas pelo 

modelo com as de melhor representação foram as concentrações de SO2 e 

NO2. Este resultado é de extrema relevância uma vez que a concentração dos 

compostos de enxofre e nitrogênio nos gases é distinta entre o diesel e o 

biodiesel, conforme disposto por DEMIRBAS (2007). 

Tabela 15 – Principais variáveis selecionadas pela estatística Q 

Grupo 
Variáveis que 
compõem o 

grupo 

Rank de 
melhor 

representada 
pelo modelo 

N° da 
variável 

Variável 

GRUPO 
3 

Dados de 
análise dos 
gases de 

combustão 

1 
2 
3 
4 
5 
6 

6 
5 
1 
4 
2 
3 

ppm SO2 
ppm NO2 

% O2 
ppm NO 
ppm CO 
% CO2 
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A seleção das variáveis pela técnica Q se mostrou eficaz e coerente com 

o processo, uma vez que selecionou variáveis capazes de identificar as 

diferenças entre as proporções de combustível. A Figura 35(a) apresenta a 

variação da concentração de SO2 nos gases de combustão para os 

combustíveis com 20% de biodiesel e a Figura 35(b) a variação para gases de 

combustão para o combustível contendo 60% biodiesel. É possível observar 

uma diferença considerável de concentração do enxofre entre os dois 

combustíveis, sendo aquele que apresenta maior proporção de óleo diesel o 

que produz um gás de combustão mais rico enxofre. 
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(a) Combustível com 20% de biodiesel 
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(b) Combustível com 60% de biodiesel 

Figura 35 – Variação da concentração de SO2 nas amostras de combustível (mistura óleo 
diesel e biodiesel de dendê) 
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A mesma análise pode ser realizada para o NO2. Conforme apresentado 

na Figura 36, o analisador retrata algumas concentrações com valores 

negativos, o que seria fisicamente impossível. Segundo o manual do analisar 

utilizado, este possui uma precisão média prevista para cada célula de medida, 

conforme a Tabela 6 desta dissertação (TESTO, 2012). Apesar de ser 

fisicamente improvável, quando os valores medidos estão muito próximos de 

zero, devido a características inerentes ao analisador insitu, este pode 

apresentar valores negativos (ao calcular a média do ultimo minuto, todos os 

valores foram negativos). 

Desta maneira, para análise que se deseja realizar de range de 

concentração de NO2 para os dois combustíveis, pode-se observar que as 

amostras que contém maior teor de biodiesel apresentam maior concentração 

de NO2 nos gases de combustão quando comparadas às amostras com menor 

concentração, conforme Figura 36. 
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(a) Amostras com 20% de biodiesel 
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(b) Amostras com 60% de biodiesel 

Figura 36 – Variação da concentração de NO2 nas amostras de combustível (mistura óleo 
diesel e biodiesel de dendê) 

Nesta seção foi possível observar a aplicação da estatística Q para 

determinação das variaríeis mais representativas para o processo. No Capítulo 

a seguir será implementada a técnica de redes neuronais para determinação 

da proporção diesel/biodiesel no combustível. 
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7 EMPREGO DE REDES DE NEURONAIS 

Após o tratamento preliminar dos dados, e o emprego da metodologia 

PCA visando verificar as variáveis de maior significância na definição de 

agrupamentos ou clusters, redes neuronais foram utilizadas na identificação do 

combustível empregado.  

As redes foram desenvolvidas no ambiente de programação do software 

StatisticaTM (Módulo STATISTICA NEURAL NETWORKS versão 7.0).  

Neste estudo foram utilizadas redes do tipo linear, MLP e RBF. Todas 

foram treinadas como sendo de regressão. As redes de classificação não serão 

consideradas neste estudo. 

Para o treinamento das redes não será considerada como dado de 

entrada a informação que representa a diferença entre corridas na mesma 

concentração (réplica). Também não foi considerado que duas fontes de diesel 

distintas foram utilizadas ao longo dos experimentos. Deste modo, não foi 

apresentada variável de entrada as redes associada às diferenças entre as 

origens dos dados. 

7.1 Treinamento das Redes Neuronais de regressão 

7.1.1 Redes com seleção de variáveis pelo Statistica 

Os dados obtidos a partir do estudo de Valdman (2010) foram aqui 

utilizados nas etapas de “treino” e “seleção” das redes neuronais. Segundo DE 

SOUZA JR (2010) é recomendado que sejam utilizados dados para treino e 

seleção na proporção de 2:1.  
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Conforme mencionado, os experimentos realizados por VALDMAN 

(2010) consideraram concentrações de mistura de: 0, 20, 30, 40, 50, 60 e 

100% de biodiesel. Com o objetivo de avaliar a capacidade de aprendizagem 

da rede e posterior aplicação para determinação da concentração de biodiesel 

na mistura, parte dos dados da concentração de 40% não foi utilizada durante 

o treinamento das redes. A escolha da exclusão dessa concentração na fase 

de treino visa reservar dados intermediários para posterior teste das redes em 

situações para as quais não foram treinadas.  

Os diferentes testes empregados diferenciaram-se em termos do tipo de 

tratamento aplicado nos dados e a origem dos dados. Novamente, foram 

empregados dados de processo ou dados de análise de gás de combustão, 

formando os Grupos 1 a 3, já apresentados no Capítulo anterior; os dados para 

excessos específicos de oxigênio, Grupos 4 a 12, não foram considerados nos 

estudos com redes neuronais, uma vez que já se viu na investigação usando 

PCA que é possível classificar o combustível mesmo com níveis variáveis de 

excesso de oxigênio. A Tabela 16 apresenta os Grupos e a quantidade de 

dados destinados à fase de treino das redes.  

Tabela 16 – Descrição dos estudos realizados 

Grupo Dado Dados de 
treino 

Dados de 
Seleção 

Dados 40 
%1 

Total 
de 

dados 

1 

Grupo 1 
Dados de 

processo + 
Dados de 

análise do gás 

402 201 47 650 

2 
Grupo 2 

Dados de 
processo 

1437 719 215 2373 

3 
Grupo 3 

Dados de 
análise do gás 

459 229 50 738 

Foram treinadas 10 redes e as 5 melhores foram retidas pelo programa. 

Para seleção das 5 melhores redes o programa considera o fator de 

performance (Razão_SD) de cada rede. Para o caso de redes de regressão, os 

valores da Razão_SD de seleção representam a razão entre o desvio-padrão 

obtido pela diferença entre os valores preditos e os valores alvos individuais, e 

                                                
1 Parte dos dados de 40% de biodiesel não serão utilizados para o treinamento da rede 
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desvio-padrão obtido entre os valores alvos individuais e sua média. Esse 

parâmetro permite a escolha das melhores redes, uma vez que, para as redes 

de regressão, quanto menor o valor da Razão_SD de seleção, menor erro e 

melhor desempenho de modelagem. A Equação 28 apresenta o cálculo da 

Razão_SD para um dado conjunto de dados. 

dadosdosmédiodesvio

errosdosmédiodesvio
SDRazão =_      (28) 

A seguir são apresentados os resultados das redes linear, MLP e RBF. 

Contudo, maior foco será dado às redes do tipo linear e MLP, devido à menor 

complexibilidade para aplicação futura destas em situações reais.  

A Tabela 17 apresenta as cinco melhores redes encontradas em cada 

estudo, respeitando o critério de melhor performance (menor Razão_SD).  

Tabela 17 – Melhores 5 redes para cada estudo realizado 

Estudo Rede Razão_SD 
de Treino 

Razão_SD 
de Seleção 

Número de 
Parâmetros 

Razão entre 
número de 

parâmetros e 
número de 

dados 
utilizados 

para treino 

1.1 MLP 9:9-7-1:1 0,322790 0,272885 98 0,24 

1.2 Linear 16:16-1:1 0,263766 0,242333 16 0,04 

1.3 MLP 15:15-9-1:1 0,171404 0,182506 154 0,38 

1.4 RBF 17:17-33-
1:1 0,220315 0,221931 628 1,56 

Grupo 1 

1.5 RBF 17:17-50-
1:1 

0,185849 0,212068 951 2,37 

2.1 Linear 11:11-1:1 0,631977 0,608938 11 0,03 

2.2 MLP 12:12-10-
1:1 0,221979 0,229430 141 0,35 

2.3 MLP 12:12-12-
1:1 0,195074 0,206239 169 0,42 

2.4 RBF 9:9-20-1:1 0,497042 0,494312 221 0,55 

Grupo 2 

2.5 RBF 9:9-40-1:1 0,369883 0,363991 441 1,10 

3.1 Linear 5:5-1:1 0,326734 0,297993 5 0,01 

3.2 MLP 3:3-9-1:1 0,291643 0,294696 46 0,10 

3.3 MLP 6:6-6-1:1 0,286645 0,278284 49 0,11 

3.4 RBF 6:6-36-1:1 0,206145 0,228004 289 0,63 

Grupo 3 

3.5 RBF 6:6-55-1:1 0,172800 0,198367 441 0,96 
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A partir da performance das redes é possível observar um desempenho 

médio superior obtido pelas redes do Grupo 1 e 3. Enquanto as demais redes 

apresentam Razões_SD de 0,20 a 0,30 aproximadamente, as redes 2.1 e 2.4 

do Grupo 2 apresentaram performances extremamente ruins, com Razões_SD 

de 0,61 e 0,49, respectivamente. Deste modo, as redes do Grupo 3, que 

empregam apenas dados do analisador de gás, e as redes do Grupo 1, que 

empregam dados de processo e do analisador de gás simultaneamente, 

tendem a superar o desempenho das redes do Grupo 2, que empregam 

apenas dados de processo. Ou seja, os dados de análise de gás de combustão 

tendem a favorecer o desempenho das redes. 

Observa-se também como um fator de escolha da melhor rede o número 

de parâmetros da rede apresentados na Tabela 17. As redes RBF em todos os 

grupos apresentaram um elevado número de parâmetros quando comparadas 

as redes MLP e linear. No caso da rede 1.5 do Grupo 1, a rede proposta 

apresentou um número de parâmetros superior ao número de dados utilizados 

para treiná-la, o que não é aceitável em termos de modelagem, caracterizando 

um modelo “sobrecarregado” do modelo, tornando-o superparametrizado ou 

sobreajustado. 

A analise do número de parâmetros e das Razões_SD rede apontam 

para as redes lineares do Grupos 1 e 2 como redes extremamente 

parcimoniosas e com bons resultados. A rede 1.2 (Linear 16:16-1:1) possui 16 

parâmetros e a rede 3.1 (Linear 5:5-1:1) apenas 5 parâmetros, além de 

apresentarem valor do parâmetro Razão_SD baixo. Esse resultado é de 

extremo interesse uma vez que mostra que modelos lineares são capazes de 

atingir bons resultados na classificação dos combustíveis. As redes MLP do 

Grupo 3 também se mostraram como as mais parcimoniosas dos modelos não 

lineares, com valores de Razão_SD baixos. 

Outra informação importante para o estudo são as contribuições 

relativas de cada variável usada pelos modelos. O software Statistica trata 

cada variável de entrada como se ela não estivesse disponível para análise, 

substituindo-a pelo seu valor médio. Dividindo o erro total da rede quando a 

variável está “indisponível” pelo erro total da rede quando os valores da 
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variável são usados como entradas, o resultado é uma razão que terá um valor 

maior que 1,0 se a variável contribui para a solução do problema. Variáveis que 

produzem uma razão de sensibilidade de 1,0 ou menor não contribuem para o 

modelo ou podem até prejudicar seu desempenho. 

A partir dessa análise, o Statistica seleciona as variáveis mais 

representativas. Existem casos que o programa não utiliza todas as variáveis 

disponíveis para treinamento da rede. A Tabela 18 apresenta o rank das quatro 

primeiras variáveis mais significativas em cada uma das redes de melhor 

performance. 

Observa-se que no Grupo 1, todas as cinco redes indicaram como 

variável mais significativa a concentração de SO2 nos gases de combustão. A 

mesma variável também é considerada de maior relevância por todas as redes 

do Grupo 3. Ou seja, sempre que essa variável está disponível, seja em 

conjunto apenas com variáveis do sensor de gases, seja em conjunto com 

todas as variáveis (incluindo dados de processo), a concentração de SO2 

destaca-se como de maior relevância. 

O fato acima descrito encontra respaldo ao analisar a composição 

química dos combustíveis. Um dos principais fatores que diferencia o diesel de 

origem petroquímica, do biodiesel, é a presença de enxofre no primeiro e sua 

total ausência no segundo. Assim, o teor de enxofre nos gases de combustão 

apresenta sim correlação com o combustível que está sendo queimado. 

As duas redes de menor Razão_SD, rede 1.3 do Grupo 1 e rede 3.5 do 

Grupo 3, têm na dosagem de SO2 sua variável de maior relevância. 

As redes dos Grupos 1 e 3 também apontam como de grande relevância 

as variáveis relacionadas ao teor de NO e NO2 nos gases de queima. Das 

cinco redes selecionadas no Grupo 3, quatro utilizam ao menos uma dessas 

variáveis. Mesmo comportamento foi observado dentre as redes selecionadas 

no Grupo 1. Apenas uma das redes do Grupo 1 não emprega dados de NO ou 

NO2. Assim, verifica-se que as variáveis NO e NO2 destacam-se mesmo na 

presença dos parâmetros de processo, como no Grupo 1. 
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A relevância destas variáveis é coerente, uma vez que o biodiesel 

apresenta maior emissão de compostos associados ao nitrogênio (NO2 e NO). 

No Grupo 2, onde apenas dados de processo são empregados, a rede 

Linear e as redes MLP selecionam o total de vapor produzido (TMFIT-1031) 

como primeira variável principal. Das cinco melhores redes obtidas no Grupo 2, 

três definem a variável TMFIT-1031 como de maior relevância. Novamente, 

uma análise física do processo auxilia a compreender este comportamento. A 

totalização de vapor produzido é uma variável relacionada ao calor gerado pelo 

combustível utilizado. Como destacado anteriormente, DEMIRBAS (2007) 

aponta o calor gerado pelo biodiesel como sendo menor que aquele obtido com 

o diesel. 

Ainda no Grupo 2, para as duas redes do tipo RBF, a temperatura da 

água de alimentação (TIT-1023) e a pressão de vapor na linha (PIT-1032) 

destacam-se.  

Tabela 18 – Variáveis mais significativas para determinação da concentração de 
biodiesel de dendê na mistura segundo o software Statistica2 

Grupo Rede 
Primeira 
variável 

Segunda 
variável 

Terceira 
variável 

Quarta 
variável 

1.1 MLP 9:9-7-1:1 ppm SO2 % CO2 ppm NO TIT-1042 

1.2 Linear 16:16-1:1 ppm SO2 TIT-1011 ppm NO2 TIT-1023 

1.3 MLP 15:15-9-1:1 ppm SO2 TIT-1011 TIT-1023 LIT-1026 

1.4 RBF 17:17-33-1:1 ppm SO2 ppm NO TIT-1042 TMFIT-1031 

Grupo 1 

1.5 RBF 17:17-50-1:1 ppm SO2 ppm NO TIT-1023 FIT-1031 

2.1 Linear 11:11-1:1 TMFIT-1031 TIT-1023 TIT-1042 TIT-1011 

2.2 MLP 12:12-10-1:1 TMFIT-1031 LIT-1013 TIT-1011 TIT-1023 

2.3 MLP 12:12-12-1:1 TMFIT-1031 LIT-1013 FIT-1031 TIT-1023 

2.4 RBF 9:9-20-1:1 TIT-1023 TIT-1011 PIT-1032 TIT-1042 

Grupo 2 

2.5 RBF 9:9-40-1:1 PIT-1032 TIT-1042 TIT-1023 TIT-1011 

3.1 Linear 5:5-1:1 ppm SO2 % CO2 ppm CO ppm NO2 

3.2 MLP 3:3-9-1:1 ppm SO2 % O2 ppm NO2 Não 

3.3 MLP 6:6-6-1:1 ppm SO2 % CO2 % O2 ppm CO 

3.4 RBF 6:6-36-1:1 ppm SO2 ppm NO ppm NO2 % CO2 

Grupo 3 

3.5 RBF 6:6-55-1:1 ppm SO2 ppm NO ppm NO2 % O2 

                                                
2 A descrição física de cada variável encontra-se na Tabela 10. 
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Após a etapa de treino e seleção, todas as redes escolhidas foram 

apresentadas aos dados de mistura com 40% de concentração de biodiesel. 

Conforme mencionado anteriormente, dados relativos a esta mistura foram 

reservados para testar as redes. Deste modo, nenhum dado relativo a esta 

mistura foi utilizado na fase de treino e seleção. 

A fim de acompanhar o comportamento das redes selecionadas, foram 

gerados gráficos das médias acumuladas dos valores preditos. A equação 

abaixo mostra o cálculo de cada média acumulada, que representa o somatório 

dos valores preditos pela rede (concentração de biodiesel na mistura de 

combustível) divididos pelo número de amostras. Essa média possibilita 

identificar a partir de quantas amostras tem-se um resultado satisfatório no 

acerto da rede. 

n

preditosvalores

acumuladaMédia

n

i

∑
== 1 , n = 1,2,3,,,número de amostras  (29) 

A Figura 37 apresenta a média acumulada para cada uma das cinco 

redes dos Grupos 1, 2 e 3.  

Observa-se que no Grupo 2 as cinco redes propostas não alcançam o 

valor esperado de 40% de biodiesel na mistura. Suas predições afastam-se 

fortemente do valor correto. Esse resultado coincide com os altos valores de 

Razão_SD apresentados por essas redes, ou seja, altos valores de desvio 

médio dessas redes. As redes do Grupo 2 empregavam apenas dados de 

processo. 

As redes do Grupo 1 apresentaram predições oscilando entre 35% e 

45% de biodiesel na mistura. Deste modo, sua predição apresentou sempre um 

desvio de 5% para mais ou para menos em relação ao valor real. A Rede 1.4 

(RBF 9:9-20-1:1) e a Rede 1.5 (RBF 9:9-40-1:1), após um número determinado 

de amostras, conseguem alcançar a concentração de 40% de maneira 

satisfatória mantendo esse valor. Vale lembrar nesse ponto que essas redes 

apresentaram um grande número de parâmetros, não sendo indicadas como 

modelos preditivos (vide Tabela 17).  
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(c) Grupo 3 

Figura 37 – Média acumulada dos valores preditos para a concentração de 40% de 
biodiesel de dendê 
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Dentre as cinco redes do Grupo 1, as redes 1.5 e1.4 apresentaram a 2ª 

e 3ª melhores performance de seleção (em termos dos valores de Razão_SD), 

superando as redes 1.1 e 1.2. Conforme detalhado anteriormente, a rede de 

melhor performance de seleção do Grupo 1 foi a rede 1.3. Esta porém não 

confirmou seu desempenho superior no teste com dados inéditos. 

Finalmente, as redes 1.4 e 1.5, que apresentaram melhor capacidade 

preditiva diante de misturas desconhecidas, empregam sensores de SO2 e NO 

como variáveis de elevada relevância. A rede 1.4 emprega ainda a variável de 

processo referente ao total de vapor produzido. 

No Grupo 3 as Redes 3.1 (Linear 5:5-1:1), 3.2 (MLP 3:3-9-1:1) e 3.3 

(MLP 6:6-6-1:1) apresentam curva semelhante de predição. No entanto a Rede 

3.1 consegue atingir de maneira constante o valor de 40% mais rapidamente 

que a Rede 3.3. 

Esses resultados demonstram que, utilizando principalmente os dados 

do analisador dos gases de combustão da caldeira, em particular SO2, NO e 

NO2, é possível determinar as concentrações de biodiesel na mistura de forma 

bastante satisfatória. 

Destaca-se ainda a capacidade das redes “entenderem” novas situações 

a partir da composição dos gases de combustão. As redes propostas para o 

Grupo 3 apresentam funções de ativação apresentada na Tabela 19. 

Tabela 19 – Funções de ativação para as redes do Grupo 3 

Grupo Rede Primeira 
camada 

Segunda 
camada 

Terceira 
camada 

3.1 Linear 5:5-1:1 Linear Linear - 

3.2 MLP 3:3-9-1:1 Linear Hiperbólica Linear 

3.3 MLP 6:6-6-1:1 Linear Hiperbólica Linear 

3.4 RBF 6:6-36-1:1 Linear Radial 
exponencial Linear 

Grupo 3 

3.5 RBF 6:6-55-1:1 Linear Radial 
exponencial Linear 
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7.2 Comparação entre as variáveis mais representativas entre 
o modelo PCA e as redes neuronais 

Os modelos do PCA e das redes neuronais foram aplicados em conjunto 

de dados semelhantes conforme apresentado nos itens anteriores. Há uma 

diferença essencial entre a metodologia de escolha das variáveis que mais 

contribuem para o processo de identificação da composição do combustível. 

Essa diferença está na apresentação, ou não, dos dados de saída (no caso a 

concentração de biodiesel na mistura). 

No caso da técnica PCA, não há a apresentação direta dos dados de 

concentração. O modelo seleciona as principais variáveis de acordo com a 

maior variância das variáveis apresentadas, ou seja, a direção de maior 

variabilidade. Geometricamente, as PCs são representadas por um sistema de 

eixos ortogonais com origem posicionada na média do conjunto de dados. A 

primeira PC segue a direção de maior variabilidade dos dados. A segunda PC 

segue a segunda direção de maior variabilidade, ortogonal ao primeiro, e assim 

sucessivamente para as demais componentes principais. 

Já nas redes neuronais, a seleção das variáveis mais significativas para 

a determinação da proporção diesel/biodiesel considera a saída da rede como 

a concentração de biodiesel. Ou seja, a determinação da variável mais 

relevante leva em conta o resultado final da saída. 

A Tabela 20 apresenta uma comparação entre as variáveis selecionadas 

como mais representativas pelo PCA e as redes neuronais para o caso do 

Grupo 3. A concentração de SO2 é selecionada pelos dois métodos como a 

variável de maior relevância. 

Tabela 20 – Tabela comparativa entre as principais variáveis selecionadas pela 
Estatística Q e pelas redes neuronais para o Grupo 3 (mistura óleo diesel e biodiesel de 

dendê) 

Variáveis mais 
representativas 

Grupo Variáveis que 
compõem o grupo 

Estatística Q Rede 
Neuronais 

GRUPO 3 Dados de análise dos 
gases de combustão ppm SO2 ppm SO2 
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Neste capítulo foi possível acompanhar o treinamento das redes 

neuronais, o comportamento das redes quando apresentadas aos novos dados 

e a seleção das variáveis principais pelas redes. É perceptível uma 

convergência de resultados entre as redes neuronais e o PCA na seleção das 

variáveis mais importantes para o processo. Esse resultado é de extrema 

relevância, pois mostra a capacidade de ambas as técnicas de modelagem do 

processo em análise a partir dos dados extraídos da planta. 
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8 CONCLUSÃO E SUGESTÕES PARA TRABALHOS 
FUTUROS 

Há uma grande expectativa no aumento de adição de biodiesel no diesel 

convencional. Por esta razão, pesquisas envolvendo técnicas rápidas para 

classificação de misturas diesel/biodiesel são de grande interesse. 

Este trabalho teve como objetivo, para uma aplicação em caldeira semi-

industrial, a estimação da concentração de biodiesel em misturas de 

combustíveis diesel/biodiesel e a investigação de quais medições − 

considerando disponíveis on-line dados de processo e da análise dos gases de 

combustão − poderiam ser usadas para inferir tal quantidade. Para tanto, foram 

empregadas técnicas estatísticas (PCA, estatística Q) e de modelagem por 

regressão (modelo indireto por redes neuronais). 

Com a técnica PCA, foi possível a elaboração de gráficos projetando os 

dados originais em apenas duas ou três dimensões, empregando as 

componentes principais. Esses gráficos permitiram, a partir de apenas dois 

componentes, exibir a formação de agrupamentos (clusters) referentes a cada 

classe de proporção diesel/biodiesel. O uso de metodologias classificatórias 

específicas para clusters, porém ultrapassa o escopo deste estudo.  

Com a estatística Q, determinou-se quais variáveis eram melhor 

representadas no modelo PCA, o que permitiu identificar as variáveis mais 

importantes para descrever o comportamento do processo. Na maior parte dos 

grupos dos dados, medições do sensor de gases foram indicadas, como SO2 e 

NO2. 

Para obtenção do modelo indireto (dito “indireto”, pois a partir de dados 

de saída da caldeira eram inferidos dados de entrada, quais sejam da 

composição do combustível), foram treinadas redes neuronais do tipo linear, 
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MLP e RBF. Observou-se que as redes do tipo RBF necessitaram de um 

número excessivo de parâmetros em sua topologia, tornando-as inadequadas 

do ponto de vista de modelagem e também para implementações em sistemas 

de controle on-line. 

Finalmente, as redes neuronais lineares e MLP tiveram um bom 

desempenho quando apresentadas a dados desconhecidos. Ou seja, foram 

capazes de predizer uma proporção de mistura diesel/biodiesel para a qual não 

haviam sido treinadas. Melhor desempenho foi observado para as redes que 

possuíam dados de entrada referentes à análise dos gases de combustão, 

combinados ou não aos dados de processo. Esse resultado mostra que as 

redes são capazes de identificar, a partir das diferenças na composição do gás 

de queima, diferentes misturas de combustíveis. 

Destaca-se também a seleção das variáveis de concentração de SO2, e 

NO2 como as mais importantes para as redes neuronais. Resultado análogo foi 

obtido pela estatística Q no PCA.  

8.1 Sugestões para Trabalhos Futuros 

Como sugestão para trabalhos futuros, pode-se indicar a comparação 

das abordagens propostas com outras técnicas de análise de dados, tais como 

a técnica PLS, análise de agrupamentos, técnica FDA (Análise de 

discriminação de Fisher – em inglês Fisher’s Discrimination Analysis) etc. 

Além da aplicação dessas técnicas, sugere-se: 

1. Elaboração de novos ensaios experimentais com outros níveis de 

concentração de biodiesel (por exemplo, 10, 15, 25%) com 

objetivo de aumentar a sensibilidade das redes na determinação 

da concentração de biodiesel. Esses novos dados também podem 

auxiliar na elaboração dos gráficos das componentes principais 

com clusters de com um maior range de concentrações; 

2. Elaboração de novos ensaios com a utilização de óleo diesel 

produzido a partir de outras matérias-primas, como por exemplo 
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óleo de soja, com objetivo de pesquisar a influência do tipo de 

óleo sobre a escolha da variável mais representativa para o 

processo; 

3. Estudo sobre os possíveis impactos operaracionais nos 

equipamentos envolvidos na operação da caldeira (por exemplo 

bombas e instrumentos) quando operados com biodiesel; 

4. Implementação on-line dessa metodologia em sistema 

supervisório, principalmente no que se refere ao ajuste de 

excesso de ar ideal para cada proporção de mistura 

diesel/biodiesel; 

5. Aplicação dessa metodologia a motores movidos a diesel-

biodiesel. 

Por fim, sugere-se um estudo mais aprofundado na utilização das 

variáveis de processo para determinação da proporção de mistura de 

combustíveis. Esse resultado se torna extremamente útil, pois as variáveis de 

processo são mais fáceis e baratas de serem medidas. 
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