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Os processos químicos, em sua maioria, requerem sistemas de controle robustos que 
possam garantir estabilidade e que, ao mesmo tempo, satisfaçam restrições 
econômicas e ambientais. Sistemas de controle em níveis mais baixos, como o 
regulatório, por exemplo, são incapazes de lidar com tantas exigências operacionais 
simultaneamente. Dessa forma, são empregados controladores preditivos, que 
apresentam grande habilidade no controle de sistemas complexos, sujeitos a 
restrições. Esta capacidade se deve ao emprego de um modelo de processo interno, 
cuja função é fornecer predições que irão orientar as ações de controle futuras. Para 
processos com dinâmica linear, o algoritmo mais empregado é o MPC (Model 
Predictive Control). Na medida em que não linearidades são identificadas este 
algoritmo perde eficiência e controladores preditivos não lineares baseados em 
algoritmos NMPC (Nonlinear Model Predictive Control) podem ser aplicados. 
Entretanto, algoritmos preditivos voltados para sistemas não lineares requerem 
modelos com elevada complexidade, necessitando de um esforço computacional 
considerável. A adaptação do MPC para tratamento de não linearidades surge como 
uma alternativa, preservando as competências já consagradas deste algoritmo. O 
presente trabalho mostra um algoritmo MPC adaptativo, no qual o modelo de processo 
adotado sofre atualizações online baseadas em linearizações do modelo não linear em 
torno de estados estacionários locais. Dessa forma, é possível fornecer ao MPC 
adaptativo predições mais aderentes ao processo real, ainda que o ponto operacional 
vigente esteja em uma região não linear. Em testes comparativos, realizados em 
reator químico com cinética de van de Vusse, o desempenho do algoritmo MPC 
adaptativo foi superior quando comparado ao MPC convencional e ao controlador PID. 
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Most chemical processes require robust control systems that can ensure stability, and 
at the same time, satisfy economic and environmental constraints. Low level control 
systems, as regulatory ones, are unable to deal with many simultaneous operational 
requirements. Thus, a set of controllers with ability to handle complex systems subject 
to constraints, the so called predictive controllers, are employed. This capability can be 
attributed to the use of a internal process model which provides predictions to guide 
future control decisions. In the case of processes with linear dynamics, the most used 
algorithm is the MPC (Model Predictive Control). In the presence of nonlinearities, the 
linear algorithm loses efficiency and nonlinear predictive controllers based on NMPC 
algorithms (Nonlinear Model Predictive Control) shall be applied. However, nonlinear 
predictive algorithms require high complexity models and, consequently, demand 
greater computational effort. The adaptation of MPC to treat nonlinearities shows up as 
an alternative, preserving stablished skills of the algorithm. The present work proposes 
an adaptive predictive control, in which the nonlinear process model adopted is 
updated online, based on linearizations around local steady states. Thus, it is possible 
to provide better quality predictions to the adaptive MPC, though the current 
operational point is located in a nonlinear region. In comparative tests, carried in a 
chemical reactor with van de Vusse kinetics, the adaptive MPC algorithm outperformed 
both conventional MPC and PID controller. 
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Hc  Horizonte de controle; 

Hp  Horizonte de predição; 

Hm  Horizonte de modelo; 

Sm  Fator de supressão de movimento; 
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RHP  right half-plane ou localizado no semipleno complexo direito; 

LHP  left half-plane ou localizado no semipleno complexo esquerdo; 

MIMO  Multiples Input - Multiples Output ou sistema de múltiplas entradas – múltiplas 

saídas; 

SISO  Single Input - Single Output ou sistema de uma entrada – uma saída; 

d  Distúrbio calculado para o controlador preditivo [mol/l]; 

plantay   Resposta da variável controlada na planta [mol/l]; 

modeloy   Resposta da variável controlada no modelo [mol/l]; 

mod
ˆ

eloy   Resposta da variável controlada no modelo corrigida pelo distúrbio [mol/l]; 

u∆   Ação de controle [h-1]; 

minu∆   Valor mínimo permitido para a ação de controle [h-1]; 

maxu∆   Valor máximo permitido para a ação de controle [h-1]; 

SDCD  Sistema Digital de Controle Distribuído; 

SQP  Sequential Quadratic Programing; ou Programação Quadrática Sequencial 

MPC  Model Predictive Control ou Controle Preditivo baseado em Modelo; 

NMPC  Nonlinear Model Predictive Control ou Controle Preditivo baseado em Modelo 

Não linear; 

PID  Controlador baseado nos modos Proporcional, Integral e Derivativo; 

ISE  Integral of the Squared Error ou Integral dos Erros ao Quadrado; 

EM  Esforço de Manipulação; 
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1. INTRODUÇÃO 

1.1. Motivação 

O uso otimizado dos insumos e o rígido acompanhamento do processo de produção 

têm proporcionado ganhos econômicos à indústria química. A obtenção de elevados índices de 

rendimento de produção deve ser acompanhada de ações que resultem em uma operação com 

menos impacto ao meio ambiente. Estas premissas de produção, respeito ambiental e também 

de segurança de processos costumam nortear aplicações da área de controle de processos 

químicos. 

Ao longo dos anos, observa-se a busca por melhoramentos nos meios de produção ou 

até mesmo o desenvolvimento de novas rotas produtivas. Escassez de matéria-prima, disputas 

comerciais entre outros fatores, poderiam explicar a necessidade crescente de obtenção de 

melhores resultados. 

Em se tratando de indústria química, alguns processos requerem um acompanhamento 

criterioso de determinadas variáveis que podem, sem o devido controle, comprometer a 

produção. A partir do conhecimento das referidas variáveis, que constituem pontos fracos do 

sistema, pode-se projetar, com alguma facilidade, um controlador que irá se encarregar de 

mantê-las em valores considerados apropriados (controle regulatório). 

Entretanto, para processos que envolvam reações químicas, o controle pode ser 

dificultado por uma característica inerente dos processos químicos: a não linearidade. A razão 

da natureza não linear pode estar relacionada a aspectos físicos ou químicos das substâncias 

envolvidas no processo. De qualquer modo, a não linearidade representa um complicador com 

o qual é necessário conviver e que constitui um vasto campo de experimentação para novas 

técnicas de controle. 

Os processos químicos podem operar em faixas operacionais limitadas nas quais não 

linearidades não são relevantes, e por esse motivo, os sistemas de controle regulatório operam 

satisfatoriamente. Porém, mudanças nas características da matéria-prima ou outras alterações 

de processo podem levar o processo para uma região não linear. Neste cenário, o controle 

regulatório, por não estar preparado para lidar com os comportamentos causados pelas não 

linearidades, não conseguiria exercer adequadamente suas funções. Em alguns casos, quando 

submetidos a não linearidades, processos que operam normalmente com controle preditivo 

(camada de controle acima do controle regulatório), podem sofrer alterações nos ganhos do 

processo bem como nas trajetórias previstas pelo controlador, gerando dificuldades 

significativas. 

As perdas geradas para o processo em função dessas adversidades são inevitáveis. 

Assim, a importância de se tratar não linearidades em processos químicos fica evidente, e vem 

sendo estudada por alguns pesquisadores (QIN e BADGWELL, 2000; DURAISKI, 2001; 

GLAVIC et. al. 2002; CERVANTES et. al., 2002; BENAMOR et. al., 2004; HOVORKA et. al., 

2004; LIMA et. al., 2010; DE OLIVEIRA e CAMPONOGARA, 2010; MANENTI, 2011). 
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1.2. Objetivo 

As alternativas para lidar com os problemas causados pela não linearidade podem ser 

diversas, desde, por exemplo, a sintonia adaptativa de um controlador PID convencional 

(OGUNNAIKE e RAY, 1994). O presente trabalho propõe o tratamento de não linearidades a 

partir da aplicação de controle preditivo convencional (MPC ou Model Predictive Controller), 

projetado tendo por base modelos lineares, com adaptação do modelo de processo. Em linhas 

gerais, essa adaptação lineariza o modelo nas regiões não lineares, tornando exequível o 

controle preditivo convencional. A vantagem dessa abordagem é a manutenção da facilidade 

de implementação do controle preditivo convencional, mesmo em sistemas não lineares, onde 

teoricamente, esse tipo de controle teria resultados ruins ou não se aplicaria. 

Diante dos benefícios que o controle preditivo pode proporcionar, o presente trabalho 

visa adaptar a implementação deste tipo de controle de forma a lidar melhor com os 

inconvenientes trazidos pelas não linearidades. 

Sendo assim, dada a necessidade de resolver este problema e a expectativa de 

resultados positivos a partir de uma adaptação no modo de operação do controle preditivo 

convencional, o controlador estudado será comparado com o MPC tradicional e com PID no 

controle de um benchmark não linear: o reator químico CSTR com cinética de van de Vusse 

(VAN DE VUSSE, 1964). 

 

 

1.3. Estrutura da Dissertação 

O conteúdo deste trabalho foi divido em cinco capítulos, sendo o primeiro, introdutório 

contendo o objetivo e as motivações. 

O Capítulo 2 apresenta uma revisão bibliográfica acerca do processo não linear 

selecionado para estudo e do controle preditivo baseado em modelo, revelando sua vocação 

para sistemas lineares e suas variações na implementação. Detalham-se os principais tipos de 

MPC, alternativas desenvolvidas para sistemas não lineares e suas aplicações. 

O Capítulo 3 trata da metodologia adotada para a aplicação de um algoritmo MPC 

adaptativo, desenvolvido para regiões não lineares. O processo selecionado para estudo 

(apresentado no capítulo 2) é um exemplo clássico de sistema não linear, sobre o qual o 

algoritmo foi testado. 

Os resultados da aplicação do algoritmo desenvolvido ao exemplo selecionado são 

apresentados no Capítulo 4, assim como discussões relativas à adaptação implementada. 

O Capitulo 5 apresenta as conclusões finais e sugestões para trabalhos futuros. 
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2. REVISÃO BIBLIOGRÁFICA 

Inicialmente na seção 2.1 o controle preditivo será abordado explorando algumas 

versões de implementação e aplicações do controlador. A seção 2.2 avalia a adaptação do 

algoritmo de controle preditivo, assim como será avaliada a sintonia do controlador, conforme 

seção 2.3. Na seção 2.4 o modelo do reator de van de Vusse será apresentado em sua versão 

isotérmica. Um estudo mais aprofundado da dinâmica do reator, compreendendo o 

comportamento estacionário, zeros e polos, será discutido no capítulo 4. 

A próxima seção explora alguns algoritmos de controle, cujo estudo iniciou no século 

passado, com a capacidade de prever o comportamento dos processos aos quais estão 

vinculados, de forma a estimar com mais precisão as ações de controle a serem aplicadas. A 

atenção será direcionada aos diferentes tipos de implementação e aplicações. 

 

2.1. Controle preditivo 

A base do controle preditivo vem de trabalhos antigos de controle ótimo, nos quais as 

leis de controle eram obtidas como solução de um problema dinâmico de otimização (KALMAN, 

1960a,b; PROPOI, 1963). O controlador LQG (Linear Quadratic Gaussian), que pode ser citado 

como exemplo, não obteve sucesso na indústria por não considerar as restrições da planta e 

também por apresentar baixa robustez nestes processos (GARCIA, PRETT e MORARI, 1989). 

A partir de 1970 muitos pesquisadores estudaram (e vêm estudando) alternativas para 

o tratamento de problemas de controle multivariável com restrições. Desde então, novos 

algoritmos de controle foram desenvolvidos considerando internamente um modelo de 

processo que pudesse prever o comportamento do sistema orientando as ações controle 

futuras. A primeira geração do controle preditivo baseado em modelo foi desenvolvida no fim 

da década de 70, de modo independente, por dois grupos industriais de pesquisa pioneiros: 

Shell (CUTLER e REMAKER, 1979) e ADERSA (RICHALET, RAUL, et al., 1978). Esta 

inovação permitiu que sistemas com elevada complexidade fossem controlados de forma 

eficiente, encorajando mais pesquisas nesta área. A seguir, serão abordadas algumas versões 

de controladores preditivos e suas aplicações. 

Antes de se aprofundar nos algoritmos MPC, é importante estar familiarizado com 

alguns conceitos, apresentados a seguir, e que serão úteis tanto para esta quanto para as 

seções seguintes. 

 

1. Sistema : No campo de processos químicos, sistema é considerado como um conjunto 

de unidades de operação química, tais como reatores químicos, trocadores de calor, 

etc. utilizados para a produção de determinado componente químico de interesse; 

2. Variáveis de estado : São quantidades que podem ser medidas (pelo menos 

conceitualmente) e que indicam o estado interno de um sistema. Uma variável de 

estado aparece naturalmente no termo de acúmulo de um balanço de massa 

(tipicamente, concentração) ou energia (tipicamente, temperatura); 
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3. Variáveis de entrada : São variáveis que estimulam independentemente o sistema e 

podem induzir mudanças nas condições internas do processo. Serão consideradas 

neste trabalho como variáveis manipuladas; 

4. Variáveis de saída : São medidas de uma única variável de estado ou de uma 

combinação de variáveis de estado. Serão consideradas neste trabalho como variáveis 

controladas; 

5. Tempo de subida (Ts):  Partindo de um estado estacionário de referência, é o tempo 

necessário para que o sistema atinja, pela primeira vez, o valor a ser alcançado no 

estado estacionário; 

6. Tempo de estabilização (Te):  Partindo de um estado estacionário de referência, é o 

tempo necessário para o alcance do novo estado estacionário 99% completo, após o 

sistema sofrer a ação de alguma perturbação; 

7. Horizonte de predição (Hp) : É o número de predições que serão utilizadas nos 

cálculos de otimização. Deve ser menor ou igual ao tempo de estabilização da planta; 

8. Horizonte de controle (Hc) : É o número de ações de controle futuras que serão 

calculadas em um passo de otimização. Geralmente o horizonte de controle é menor 

que o horizonte de predição; 

9. Trajetória de referência : É a meta, ou valor desejado da variável controlada, para 

onde o controlador deverá levar o sistema. A trajetória de referência poderá ser um 

conjunto de pontos ou um valor fixo, que servirá de setpoint para o controlador 

preditivo. 

 

2.1.1. Controle Preditivo Baseado em Modelo ( Model Predictive 

Control - MPC ) 

2.1.1.1. Introdução, objetivos e aplicações do cont rolador 

As necessidades práticas para a obtenção de produtos de elevada qualidade, uso de 

energia de forma mais eficiente, e simultaneamente, executar os processos com maior 

responsabilidade ambiental e segurança, têm sido amplamente discutidas no meio industrial. 

As diretrizes de produtividade resultantes têm estabelecido demandas rigorosas para os 

sistemas de controle (LIN, LI e XI, 2013), e alavancado o estudo de estratégias/algoritmos de 

controle alternativos para lidar com as mais variadas situações do cotidiano industrial. 

Em contrapartida, a capacidade de processamento e armazenamento de informações, 

trazida pelo emprego de computadores, permite o projeto de controladores mais avançados, 

viabilizando a execução de cálculos mais complexos que os PIDs convencionais (DE SOUZA 

JR, 2012). 

Valendo-se do maior aporte de execução de cálculo disponibilizado pelos 

computadores, os controladores preditivos baseados em Modelo (Model Predictive Control - 

MPC) constituem uma família de algoritmos de controle voltados para processos com múltiplas 
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entradas e múltiplas saídas, realizando o controle ao mesmo tempo em que satisfazem 

restrições nas variáveis de entrada e de saída. 

Os setpoints para o MPC, são calculados a partir de uma otimização baseada em um 

modelo dinâmico do processo, normalmente, um modelo linear. Objetivos de otimização típicos 

incluem maximização da função lucro, minimização da função custo, ou maximização da taxa 

de produção. Os valores de setpoint ótimos obtidos dependem das condições de processo, 

especialmente das restrições. As referidas restrições mudam devido a variações nas 

características do processo, equipamentos e instrumentação, bem como de dados econômicos, 

tais como custos de produção (SEBORG, EDGAR, et al., 2011). No MPC os setpoints são 

calculados com uma frequência relativamente alta, conforme será discutido nas seções mais 

adiante. A Figura 1 mostra a estrutura básica deste controlador. 

Neste ponto vale ressaltar que embora os processos químicos sejam inerentemente 

não lineares, a grande maioria das aplicações de MPC são baseadas em modelos dinâmicos 

lineares, mais comumente utilizando modelos de resposta ao impulso e ao degrau. Existem 

várias razões para esta aproximação, dentre as quais é possível citar o fato de modelos 

empíricos lineares serem identificados diretamente de dados de testes em planta. 

 

OTIMIZAÇÃO

MODELO

Entradas
futuras

Entradas e 
saídas 

passadas

Função
custo Restrições

- +

Erros
futuros

Saídas
Preditas

Trajetória de 
referência

 

Figura 1: Estrutura básica do MPC. 

 

Os cálculos executados no MPC dependem de medições atuais e de predições de 

valores futuros das variáveis de saída. A ideia do MPC é determinar a sequência de ações de 

controle que levam os valores preditos ao seu respectivo setpoint de modo otimizado. Para 

exemplificar a sistemática do MPC, a variável controlada atual y , a controlada predita ŷ  e a 

manipulada u para um controle com uma entrada e uma saída ou SISO (Single Imput Single 

Output) são mostradas na Figura 2. No instante atual k , o algoritmo MPC calcula um grupo de 

Hc  ações de controle { }( 1), 1,2,...,u k i i Hc+ − = , que consiste da entrada atual ( )u k  e 

1Hc −  entradas futuras. As ações de controle são calculadas de modo que um grupo de Hp  

saídas preditas alcance o setpoint, seguindo uma trajetória ótima. Conforme dito anteriormente, 
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as ações de controle são calculadas de acordo com uma otimização que visa minimizar os 

desvios dos valores preditos em relação a um setpoint (ou trajetória de referência). 

 

 

Figura 2: Conceito básico para MPC (adaptado de SEB ORG, 2011). 

 

Embora os cálculos do MPC resultem em uma sequência de Hc  ações de controle, 

apenas a primeira ação é de fato implementada. Esta é ação, conhecida como abordagem de 

horizonte movel, faz com que a cada instante de tempo os cálculos sejam alimentados com 

informações de medições mais recentes ao invés de ignora-las pelos instantes de tempo 

seguintes. Evita-se com isso, que as predições e ações de controle sejam baseadas em 

informações desatualizadas, permitindo que distúrbios não medidos afetem a robustez 

(SEBORG, EDGAR, et al., 2011). 

Um modelo linear cuidadosamente identificado possui a acurácia necessária, nas 

vizinhanças de um ponto operacional, para fornecer predições, especialmente se grandes 

quantidades de dados de saída estiverem disponíveis. Outro fato relevante na escolha de tais 

modelos, é que usando um modelo linear e uma função objetivo quadrática, o algoritmo MPC 

convencional toma a forma de uma programação quadrática (QP) convexa altamente 

estruturada, para a qual softwares e algoritmos de solução robusta são facilmente encontrados 

(WRIGHT, 1997). A existência destes “pacotes matemáticos” promove celeridade à solução, 

que é condição vital para a aplicação industrial (QIN e BADGWELL, 2000). 

Os ganhos obtidos com este controlador podem ser avaliados, de modo qualitativo, na 

Figura 3, em termos de redução de variabilidade das variáveis controladas. Esta figura retrata a 

aplicação do MPC sobre uma planta de fabricação de amônia a partir de gás natural e ar, como 

correntes de alimentação (POE e MUNSIF, 1998). 
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Figura 3: Melhoria obtida na síntese de amônia com aplicação do MPC (adaptado de POE 

e MUNSIF, 1998). 

 

A redução de variabilidade do processo é um grande diferencial trazido pelo MPC, pois, 

uma vez que as ações de controle são tomadas em um intervalo de tempo menor, quando 

comparado ao tempo de ação que usualmente os operadores adotam, o sistema como um todo 

oscila menos. O aumento de estabilidade do processo propicia pontos de operação mais 

próximos das restrições, favorecendo uma atividade mais próxima do ótimo operacional 

(CUTLER, 1983). 

A versatilidade deste tipo de controlador pode ser verificada pela variedade de 

aplicações reportadas na literatura. Entre elas estão: unidade de FCC (Fluid Catalytic 

Cracking); reator de hidrocraqueamento; colunas de destilação, reatores tipo batelada; 

extrusores de polímeros e plantas de olefinas; processos na indústria de polpa de papel; 

geradores de vapor, etc. Adicionalmente, o desempenho destes sistemas permite constatar a 

eficiência e robustez destes controladores que são capazes de operar por longos períodos com 

pouca intervenção (DE SOUZA JR, 2012). 

No início da década passada, a maior parte das aplicações de MPC era voltada para 

refinarias (QIN e BADGWELL, 2000), onde a meta é normalmente manter o processo em um 

determinado estado estacionário (problema regulador), em vez de mover-se rapidamente de 

um ponto operacional para outro (problema servo). A Figura 4 mostra os resultados de uma 

pesquisa realizada por Qin e Badgwell (2000), e que revela a vocação do MPC para sistemas 

lineares (ou com pouca não linearidade) ao mesmo tempo em que confirma o maior emprego 

desse algoritmo em refinarias no início dos anos 2000. 
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Figura 4: Distribuição da aplicação de MPC versus o  grau de não linearidade do 

processo (adaptado de QIN e BADGWELL, 2000). 

 

Em um levantamento mais recente (LIN, LI e XI, 2013), a aplicação do MPC também foi 

detectada em outras áreas de produção, energia, meio ambiente, área aeroespacial, medicina, 

etc. tais como gerenciamento da cadeia de suprimento na fabricação de semicondutores 

(WANG, RIVERA e KEMPF, 2007), processamento de compósitos em autoclave (DUFOUR, 

MICHAUD, et al., 2004), controle de eficiência energética em prédios (SALSBURY, MHASKAR 

e QIN, 2013), tratamento de resíduo líquido urbano (BRYDS, GROCHOWSKI, et al., 2008), 

controle de vôo (KEVICZKY e BALAS, 2006), controle de satélites (SILANI e LOVERA, 2005), 

controle da glicose no sangue para pacientes diabéticos (HOVORKA, CANONICO, et al., 

2004), etc. Esta pluralidade de novas áreas de aplicação para o MPC atesta a versatilidade do 

algoritmo ao mesmo tempo em que, inevitavelmente, gera expectativas para mais aplicações 

em outras áreas. 

O sucesso do MPC sobre tais sistemas o coloca em vantagem sobre o controle 

regulatório, isto porque, o MPC realiza uma predição, dentro de um intervalo de tempo, definido 

como horizonte de predição, das ações das variáveis manipuladas sobre a planta e conhece, 

por meio de modelos, como se procede esta interação. Em outras palavras, os modelos 

permitem medir o impacto da alteração de determinada variável manipulada nas variáveis 

controladas em questão. 

Outra vantagem do MPC sobre o controle regulatório clássico é a possibilidade de 

inclusão de restrições nas variáveis manipuladas (abertura de válvula, limitação de velocidade, 

etc.) e de restrições sobre as variáveis controladas, que não precisam de um valor definido 

para controle. 
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Segundo Qin e Badgwell (2003), os objetivos deste tipo de controlador são: 

1. Evitar violação de restrições; 

2. Levar a variável controlada ao novo setpoint ótimo; 

3. Evitar ações de controle exageradas; 

4. Diante de eventuais distúrbios, manter o melhor controle possível. 

 

2.1.1.2. Modelo de processo 

As predições para o MPC são realizadas por um modelo dinâmico, normalmente um 

modelo empírico linear, tal como o modelo de resposta ao degrau (CAMPOS, GOMES e 

PEREZ, 2013) ou modelos no formato de equações diferenciais. Alternativamente, funções de 

transferência ou modelo no espaço de estados (RODRIGUES e ODLOAK, 2003; PEREZ, 

2006) podem ser empregados. A ideia do algoritmo é determinar as mudanças a serem 

adotadas nas variáveis de entrada levando em consideração as relações entrada-saída (ou 

causa-efeito) representadas pelo modelo de processo (SEBORG, EDGAR e MELLICHAMP, 

1989). 

Como exemplo, será usado o modelo de resposta ao degrau para demonstrar como as 

saídas futuras podem ser preditas. A Figura 5, mostra a resposta de um processo a uma 

perturbação degrau na entrada, destacando os coeficientes Si desta resposta e sua relação 

com os coeficientes da resposta ao impulso (hi). Para o presente exemplo, serão considerados 

apenas os coeficientes Si, que por definição, são os valores da resposta y a cada instante de 

amostragem. 

 

 

Figura 5: Coeficientes da resposta ao degrau (S i) e sua relação com os 

coeficientes da resposta ao impulso (h i), em uma situação onde y(0)=0 (adaptato de 

(SEBORG, EDGAR, et al. , 2011)). 
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Por simplicidade de notação, nas seções seguintes os indicadores de vetor “-” e matriz 

“=” posicionados abaixo dos símbolos que os refereniciam serão omitidos. O modelo de 

resposta ao degrau para um processo com uma entrada-uma saída (SISO), estável, pode ser 

escrito na forma: 

1

0
1

( 1) ( 1) ( 1)
N

i N
i

y k y S u k i S u k N
−

=

+ = + ∆ − + + − +∑  (1) 

Onde ( 1)y k +  é a variável de saída no instante de amostragem ( 1)k + , e ( 1)u k i∆ − +  é a 

mudança na variável de entrada de um tempo de amostragem para outro, 

( 1) ( 1) ( )u k i u k i u k i∆ − + = − + − − . Os parâmetros do modelo são os N  coeficientes, 1S  

até NS  (SEBORG, EDGAR, et al., 2011). 

Os modelos de resposta ao degrau também podem ser obtidos empiricamente de 

dados experimentais. Geralmente em refinarias, por exemplo, são executados testes em planta 

para aquisição de dados e posterior levantamento dos modelos (CAMPOS, GOMES e PEREZ, 

2013). 

As predições para as saídas futuras podem ser calculadas considerando o instante de 

amostragem atual k  e ˆ( 1)y k +  como sendo a predição de ( 1)y k + , que é feita no instante 

k . Ao admitir 0 0y = , a predição um passo à frente será obtida da Eq.(1) substituindo 

( 1)y k +  por ˆ( 1)y k + : 

1

1

ˆ( 1) ( 1) ( 1)
N

i N
i

y k S u k i S u k N
−

=

+ = ∆ − + + − +∑  (2) 

Expandindo a Eq.(2): 

1

1
2

(1)
(2)

ˆ( 1) ( ) ( 1) ( 1)
N

i N
i

y k S u k S u k i S u k N
−

=

+ = ∆ + ∆ − + + − +∑14243
144444424444443

 (3) 

Onde (1) representa os efeitos das ações de controle atuais, pois ( ) ( ) ( 1)u k u k u k∆ = − − ; e 

(2) indica a influência das ações de controle passadas, { ( ), }u i i k< .  

Em um procedimento análogo para predição de dois passos à frente, substituindo 

' 1k k= +  na Eq.(2), resulta: 

1

1

ˆ( ' 2) ( ' 2) ( ' 2)
N

i N
i

y k S u k i S u k N
−

=

+ = ∆ − + + − +∑  (4) 

Como a Eq.(4) é válida para todos os valores positivos de 'k , sem perda de 

generalidade, pode-se substituir 'k  por k  e expandir tal como realizado na Eq.(2), para 

verificar as contribuições relativas ao instante de amostragem k . 
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1 2

(1) (2)

1

3

(3)

ˆ( 2) ( 1) ( )

( 2) ( 2)
N

i N
i

y k S u k S u k

S u k i S u k N
−

=

+ = ∆ + + ∆

+ ∆ − + + − +∑

14243 14243

144444424444443

 (5) 

Sendo (1) a contribuição da ação de controle futura; (2) é o efeito da ação de controle 

atual e (3) é o efeito das ações de controle passadas. 

Generalizando, para a predição de j  passos à frente, resulta: 

1

(1)

1

1

(2)

ˆ( ) ( )

( ) ( )

j

i
i

N

i N
i j

y k j S u k j i

S u k j i S u k j N

=

−

= +

+ = ∆ + −

+ ∆ + − + + −

∑

∑

144424443

144444424444443

 (6) 

Neste caso, (1) reúne as contribuições das ações de controle atuais e futuras enquanto 

(2) representa os efeitos das ações passadas. 

O termo (2) representa também a resposta predita quando não há ações de controle 

atuais e futuras, e por esse motivo, é conhecida como resposta predita não forçada (SEBORG, 

EDGAR, et al., 2011). Caracterizando esta resposta por 
0ˆ ( 1)y k +  : 

1
0

1

ˆ ( ) ( ) ( )
N

i N
i j

y k j S u k j i S u k j N
−

= +

+ = ∆ + − + + −∑  (7) 

Assim a Eq.(6) pode ser reescrita como: 

0

1

ˆ ˆ( ) ( ) ( )
j

i
i

y k j S u k j i y k j
=

+ = ∆ + − + +∑  (8) 

 

Como os cálculos do MPC são baseados em múltiplas predições, será adotada a 

notação matricial. Então, definindo um vetor de respostas preditas para os próximos Hp 

instantes de tempo: 

ˆ ˆ ˆ ˆ( 1) ( 1), ( 2), , ( )Y k col y k y k y k Hp+ = + + +  K  (9) 

 Sendo col um vetor coluna. 

 Analogamente, um vetor de respostas preditas não forçadas é definido como: 

0 0 0 0ˆ ˆ ˆ ˆ( 1) ( 1), ( 2), , ( )Y k col y k y k y k Hp + = + + + K  (10) 

 É definido também um vetor de ações de controle para os próximos Hc instantes de 

tempo. 
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[ ]( ) ( ), ( 1), , ( 1)U k col u k u k u k Hc∆ = ∆ ∆ + ∆ + −K  (11) 

 Os cálculos do algoritmo MPC geram, a cada instante de amostragem, um vetor de 

ações de controle ( )u k∆ , de forma que as predições sejam encaminhadas ao setpoint de 

maneira ótma. Sendo assim, para os cálculos de controle, o modelo de predição definido na 

Eq.(8), pode ser reescrito na forma matricial usando as Eqs. (9), (10) e (11), resultando em: 

0ˆ ˆ( 1) ( ) ( 1)Y k S U k Y k+ = ∆ + +  
(12) 

Onde S é uma matriz [HpxHc] conhecida como matriz dinâmica: 

1

2 1

1 1

1 2

1 1

0 0

0

0

Hc Hc

Hc Hc

Hp Hp Hp Hc

S

S S

S S SS

S S S

S S S

−

+

− − +

 
 
 
 
 

=  
 
 
 
 
 

L

M

M M O

L

L

M M O M

L

 (13) 

 

Correção da diferença entre os valores lidos de pla nta e preditos 

pelo modelo. 

As predições realizadas nas equações (8) e (12), não levam em conta as últimas 

medições da planta ( )y k , e por essa razão os erros de modelagem associados a distúrbios 

não medidos podem acarretar erros de predição. Entretanto, a precisão das predições pode ser 

melhorada utilizando predições em instantes anteriores (QIN e BADGWELL, 2003). Portanto, a 

diferença entre a última medição da variável de interesse na planta ( )y k  e a correspondente 

predição realizada pelo modelo ˆ( )y k  seria: 

ˆ( ) ( ) ( )b k j y k y k+ = −  
(14) 

A diferença ( )b k j+  é então somada à predição ˆ( )y k j+ , dando origem a uma 

predição corrigida ( )y k j+% : 

ˆ( ) ( ) ( )y k j y k j b k j+ = + + +%  
(15) 

Geralmente esta diferença é adotada como constante ao longo do horizonte de 

predição (Hp). Reescrevendo a Eq.(15) com a correção dada pela Eq.(14): 

ˆ ˆ( ) ( ) ( ) ( )y k j y k j y k y k+ = + + −  %  (16) 
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Adicionando a correção à Eq.(12): 

0ˆ ˆ( 1) ( ) ( 1) ( ) ( )Y k S U k Y k y k y k I+ = ∆ + + + −  
%  (17) 

Onde “I” é um vetor coluna unitário de dimensão Hp. Dessa forma, a correção é feita 

para todas as Hp predições. 

Define-se então, um vetor de respostas preditas corrigidas para os próximos Hp 

instantes de tempo: 

[ ]( 1) ( 1), ( 2), , ( )Y k col y k y k y k Hp+ = + + +% % % %K  (18) 

 

Todo o desenvolvimento realizado até aqui se baseou no modelo de resposta ao 

degrau, amplamente utilizado no meio industrial. Porém, uma dedução para predição a partir 

de modelos em espaço de estados também foi realizada e está documentada no apêndice 2. 

 

2.1.1.3. Algoritmo MPC 

Em aplicações do MPC, as ações de controle calculadas são implementadas como 

setpoints para o controle regulatório no nível do Sistema Digital de Controle Distribuído 

(SDCD). Se por algum motivo a variável manipulada (manipulated variable - MV) for colocada 

em manual, esta não ficará disponível para controle e, nesta situação, será utilizada como 

variável perturbação (disturbance variable - DV). 

A cada tempo de execução do algoritmo, todo o procedimento pode ser resumido em 

etapas, conforme Figura 6. 

Na primeira etapa, dados novos são coletados da planta via SDCD. Em seguida, na 

segunda etapa, os dados coletados em conjunto com o modelo de processo são utilizados para 

gerar predições das variáveis de saída (ou variáveis controladas - controlled variable - CV). O 

terceiro passo é checar quais CVs, MVs e DVs estão atualmente disponíveis para os cálculos 

do MPC. Isto se faz necessário porque determina a estrutura de controle, já que as variáveis 

disponíveis para os cálculos podem mudar entre uma execução de cálculo e outra, por diversas 

razões, tal como durante uma manutenção em sensores ou calibração (QIN e BADGWELL, 

2003).  

Caso a estrutura de controle mude de uma execução de cálculo para outra, os cálculos 

da próxima execução podem iniciar mau condicionados. Portanto, numa quarta etapa se faz 

necessário resolver eventuais problemas dessa natureza antes da execução dos cálculos. O 

mau condicionamento ocorre quando as MVs disponíveis têm efeito muito similar sobre duas 

ou mais CVs, gerando instabilidade do MPC em malha fechada. Por exemplo, considerenado 

uma coluna de destilação de alta pureza, onde as composições dos produtos são controladas 

pela manipulação da vazão de refluxo e pela carga térmica do refervedor, o mau 

condicionamento ocorre porque cada entrada tem aproximadamente o mesmo efeito em ambas 

as saídas, mas em diferentes direções. Como resultado, grandes movimentos nas variáveis 
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manipuladas são requeridos para controlar as saídas independentemente. Maciejowski (2002), 

Qin e Bagwell (2003) propuseram alternativas para o tratamento de mau condicionamento, mas 

que não serão abordadas no presente estudo. 

A quinta e sexta etapas são os cálculos do MPC, que em linhas gerais, otimizam uma 

função objetivo especificada enquanto satisfazem restrições, tais como limites superiores e 

inferiores nas entradas e saídas. 

A sétima etapa é a implementação das ações de controle calculadas, normalmente 

como setpoints do sistema de controle regulatório (PIDs) no nível do SDCD. 

 

 

Calcular setpoint/targets
(otimização estacionária)

5

Calcular ações de controle
(otimização dinâmica)

6

Envio dos setpoints 
das MVs para o processo.

7

Aquisição de novos dados

1

Atualização das predições 
(modelo)

2

Seleção das variáveis 
disponíveis

3

Checar 
condicionamento

4

 

Figura 6: Fluxo de dados nos cálculos do MPC (adapt ado de Qin e Badgwell, 

(2003)). 

Os cálculos da quinta e sexta etapas serão discutidos a seguir. 

 

Etapa 5  – Cálculo de setpoints  

Para a demonstração dos cálculos, será admitido um processo MIMO com r  MVs e m  

CVs e que os valores atuais de u e y  são ( )u k  e ( )y k . O objetivo é calcular o setpoint 

ótimo spy , e o correspondente valor de estacionário para u, spu , para a próxima rodada de 

cálculo (em 1k + ). 

Considerando um modelo linear de processo no estado estacionário com a forma: 

y K u∆ = ∆  (19) 

Sendo K  matriz de ganho do estado estacionário e y∆  e u∆  as mudanças no 

estado estacionário para y  e u. Define-se: 

( )sp OLy y y k∆ = −  (20) 
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( )spu u u k∆ = −  (21) 

Sendo ( )OLy k  o valor do estado estacionário de y  que resultaria se u fosse mantido 

constante em seu valor atual ( )u k , até que o estado estacionário fosse alcançado. 

Incorporando a correção (Eq.(14)) na Eq.(19), resulta: 

ˆ( ) ( )y K u y k y k∆ = ∆ + −    (22) 

A determinação do setpoint ótimo é realizada a partir da minimização de uma função 

objetivo quadrática, resultando nos valores ótimos de spu  e spy . Nesta formulação, a 

minimização acontece sujeito a restrições de desigualdade nas variáveis de entrada e de 

saída. 

As restrições nas MVs (ou entradas u), em geral, podem representar capacidade dos 

equipamentos e segurança, além de concepção de projeto. Ao passo que restrições nas CVs 

(ou saídas y ) podem ser determinadas pela estratégia de operação da planta, como por 

exemplo, especificação de qualidade do produto. 

Além dessas restrições, é preciso atentar para as limitações nas taxas de variação das 

MVs. Embora a ação de controle seja calculada como uma variação instantânea, o 

acionamento das MVs (válvulas, por exemplo), pode ser dificultado pela existência de dinâmica 

nesses elementos finais de controle (DURAISKI, 2001). Por isso, restrições em u∆ , também 

são recomendadas. 

A formulação do problema de otimização do MPC na presença de tais restrições pode 

ser feita de diversas formas (MACIEJOWSKI, 2002; QIN e BADGWELL, 2003), sendo oportuno 

neste momento, fazer uma distinção entre restrições rígidas e restrições flexíveis. As restrições 

rígidas não podem ser violadas sob hipótese alguma. Por outro lado, as restrições flexíveis 

podem ser violadas, porém, a violação é penalizada por uma modificação da função objetivo. 

Esta abordagem permite que pequenas violações da restrição, sejam toleradas por curtos 

períodos de tempo (SEBORG, EDGAR, et al., 2011). 

No algoritmo MPC, as restrições de desigualdade para u e u∆  são normalmente 

definidas como restrições do tipo rígidas e especificadas como limites superiores e inferiores. 

Isto porque, dependendo da ação de controle imposta às MVs, o processo pode ser levado a 

uma região onde haja limitações dos próprios equipamentos, como aberturas de válvulas por 

exemplo. Por isso se justifica a necessidade de um acompanhamento rígido dessas restrições. 

spu u u− +≤ ≤  (23) 

spu u u− +∆ ≤ ∆ ≤ ∆  (24) 
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Para o caso das restrições em y , são definidas como do tipo flexível envolvendo 

variáveis de violação js
(

 (QIN e BADGWELL, 2003), e também especificadas como limites 

inferior e superior. 

spy s y y s− +− ≤ ≤ +
( (

 (25) 

Sendo que, y−
, y+

,u− , u+  são os limites inferiores e superiores para y  e u. 

Os valores de s
(

 são determinados durante a otimização com restrição, pela adição de 

um termo de penalidade incluindo s
(

. O referido termo penaliza a função objetivo para o caso 

de violação da restrição. Dessa forma, define-se o vetor de variáveis de violação S
(

: 

1 2, , , HpS col s s s =  
( ( ( (

K  (26) 

Então, a minimização da função objetivo quadrática sJ  ocorre satisfazendo a Eq.(19) e 

sujeito a restrições de desigualdade em u, u∆  e y : 

,

min
sp sp

T T T T T
s sp sp y sp y u sp u sp

u y

J c u d y e Q e e R e S T S= + + + +
( (

 (27) 

Onde, ie  na Eq.(27) é definido como: 

y sp refe y y= −  (28) 

u sp refe u u= −  (29) 

refy  e refu  nas Eqs.(28) e (29) são os valores desejados de estado estacionário para 

y  e u, que são geralmente determinados por uma camada de otimização superior, podendo 

ser computados na mesma frequência do controlador. Já, spy  e spu  são calculados a cada 

tempo de execução do MPC e servem de setpoints para os cálculos da etapa 6. Os fatores de 

ponderação c , d , spQ , spR  e spT  na Eq.(27), são selecionados com base em considerações 

econômicas. 

Vale ressaltar que refy  e refu  não poderiam servir de setpoints para a etapa 6 em 

razão de serem valores ideais e que não podem ser atingíveis para as condições atuais da 

planta, bem como das restrições. Assim, a etapa 5 é necessária para determinar setpoints 

( spy  e spu ) que possam refletir as condições operacionais vigentes. 

 

 

 



17 

 

Etapa 6 – Cálculos de controle  

Os cálculos do MPC são baseados em medições atualizadas e nas correspondentes 

predições do modelo adotado. O objetivo de controle é, então, calcular um conjunto de ações 

de controle que façam as predições corrigidas se aproximarem, o máximo possível, de uma 

trajetória de referência (SEBORG, EDGAR, et al., 2011). 

 

Trajetória de referência  

A função da trajetória de referência é criar uma transição gradual entre ponto 

operacional vigente e o setpoint desejado, sendo que sua especificação pode ser realizada de 

diversas formas (MACIEJOWSKI, 2002). A seguir será apresentada uma delas. 

Considerando a trajetória de referência ao longo do horizonte de predição (Hp) da 

seguinte forma: 

[ ]( 1) ( 1), ( 2), , ( )r r r rY k col y k y k y k Hp+ = + + +K  (30) 

Onde rY  é um vetor de dimensão Hp. A representação em forma de filtro é bastante usada, 

neste caso, um filtro no setpoint: 

, , ,( ) ( ) ( ) 1 ( ) ( )j j
i r i i r i i spy k j y k y kα α + = + −   (31) 

Sendo ,i ry  o i-ésimo elemento de ry , spy  é o setpoint calculado na etapa 5 e iα  é a 

constante de filtro (0< iα <1). Para 1j =  a Eq.(31) fica na forma de um filtro de setpoints para 

controladores PID. Em contrapartida, se 0iα = , r spy y= . 

 

Lei do MPC  

Considerando k  como o instante de amostragem atual, o vetor de erro predito 

ˆ( 1)E k +  é definido como: 

ˆ( 1) ( 1) ( 1)rE k Y k Y k+ = + − +%  (32) 

De modo similar, o vetor de erro predito não forçado 
0ˆ ( 1)E k + , fica: 

0 0ˆ ( 1) ( 1) ( 1)rE k Y k Y k+ = + − +%  (33) 

Sendo a resposta predita não forçada corrigida, definida como: 

0 0ˆ ˆ( 1) ( 1) ( ) ( )Y k Y k y k y k I+ = + + −  
%  (34) 
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Dessa forma, 
0ˆ ( 1)E k +  representa os desvios preditos em relação à trajetória de 

referência quando nenhuma ação de controle é tomada.  

Em termos globais, o objetivo do MPC é determinar o melhor vetor de ações de 

controle ( )u k∆ , Eq.(11), para os próximos Hc intervalos de tempo. Esta meta é atingida 

minimizando uma função objetivo, que no caso de uma aplicação MPC sem restrições, pode 

ser tipicamente, linear ou quadrática (MACIEJOWSKI, 2002; QIN e BADGWELL, 2003). 

Considerando uma função objetivo quadrática J , baseada na minimização dos 

seguintes erros ou desvios (QIN e BADGWELL, 2003): 

• Erros de predição ao longo do horizonte de predição, ˆ( 1)E k + ; 

• Determinação das próximas Hc ações de controle, ( )U k∆ . 

( )

ˆ ˆmin ( 1) ( 1) ( ) ( )T T

U k
J E k QE k U k R U k

∆
= + + + ∆ ∆  (35) 

Onde Q  é uma matriz diagonal de elementos positivos, que permite ponderar as variáveis de 

saída, indicadas na função objetivo pelos erros de predição ˆ( 1)E k + . O inverso de um 

elemento da diagonal dessa matriz também é conhecido como equal concern factor (QIN e 

BADGWELL, 2003). 

Por sua vez, R  também é uma matriz diagonal positiva cujos elementos têm a função 

de ponderar as variáveis de entrada expressas por ( )U k∆ . Os elementos dessa matriz são 

conhecidos como fatores de supressão de movimento (move suppression factors). 

 

Em um primeiro momento, será admitido um caso de MPC sem restrições. Nestas 

circunstâncias, a função objetivo da Eq.(35) pode ser resolvida analiticamente. 

( ) 1 0ˆ( ) ( 1)T TU k S QS R S QE k
−

∆ = + +  (36) 

Onde S  é a matriz dinâmica. 

De forma mais compacta, a lei de controle fica: 

0ˆ( ) ( 1)cU k K E k∆ = +  (37) 

Sendo cK , a matriz de ganho do controlador, definida por: 

( ) 1T T
cK S QS R S Q

−
= +  (38) 

cK  tem dimensão rHc  X mHp , lembrando que r  é o número de MVs e m  é o 

número de CVs. 
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A lei de controle do MPC sem restrição (Eq.(37)) utiliza a última medição de ( )y k , já 

que este valor aparece na expressão para a predição corrigida ( )y k% , e assim no erro predito 

não forçado 
0ˆ ( 1)E k + . É possível dizer que, a Eq.(37) contém ação de controle integral 

implicitamente, uma vez que u tende a mudar até zerar o erro não forçado 0Ê , eliminando 

assim o offset para mudanças de setpoint ou distúrbios. 

 

Neste ponto vale a pena verificar a formulação da lei do MPC quando existem 

restrições, já que na prática, as aplicações de MPC em processos reais deverão considerá-las. 

Assim como formulado para a etapa 5, as restrições de desigualdade para u e u∆  

serão novamente definidas como restrições do tipo rígidas e especificadas como limites 

superiores e inferiores. 

( ) ( ) ( )u k u k j u k− +≤ + ≤
                

0,1, , 1j Hc= −K  
(39) 

( ) ( ) ( )u k u k j u k− +∆ ≤ ∆ + ≤ ∆
        

0,1, , 1j Hc= −K  
(40) 

No caso das restrições em y , também serão definidas como do tipo flexível 

envolvendo variáveis de violação js , e novamente especificadas como limites inferior e 

superior. 

( ) ( ) ( )j jy k j s y k j y k j s− ++ − ≤ + ≤ + +%

                
1,2, ,j Hp= K  

(41) 

Os valores de js  podem ser determinados durante a otimização com restrição se a 

função objetivo quadrática J , na Eq.(35), for modificada pela adição de um termo de 

penalidade incluindo js . Dessa forma, define-se o vetor de variáveis de violação S : 

1 2, , , HpS col s s s =  K  (42) 

Então, o problema de otimização com a função objetivo modificada fica: 

( )

ˆ ˆmin ( 1) ( 1) ( ) ( )T T T

U k
J E k QE k U k R U k S TS

∆
= + + + ∆ ∆ +  (43) 

Onde T  é uma matriz de ponderação mHp  X mHp , para as variáveis de violação ( js ). É 

importante notar também que a restrição de desigualdade (Eq.(41)) é imposta na predição 

corrigida y% , ao invés de aplicar sobre o valor atual medido y , pois valores futuros de y  ainda 

não estariam disponíveis. Dessa forma, y  pode violar as restrições apesar de y%  não. 
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2.1.2. Controle Preditivo Baseado em Modelo Não lin ear (Nonlinear 

Model Predictive Control - NMPC ) 

2.1.2.1. Introdução, objetivos e aplicações do cont rolador 

Uma das características dos processos químicos que representa um desafio para os 

sistemas de controle é a não linearidade inerente a estes processos. Variações nas 

magnitudes dos ganhos e respostas inversas são exemplos clássicos de comportamento não 

linear. Apesar desse conhecimento, normalmente os processos químicos tem sido controlados 

por algoritmos baseados em modelos lineares, pricipamente por sua simplifidade de solução. 

Embora os modelos lineares possam em muitos casos representar bem os processos, existem 

situações em que os efeitos das não linearidades são significantes o bastante para o uso do 

algoritmo NMPC. Qin e Badgwell (2000) destacaram duas ocorrências deste tipo: 

1. Problemas de controle regulatório onde o processo é fortemente não linear e sujeito a 

distúrbios frequentes (controle de pH, etc.). 

2. Problemas de controle servo, onde os pontos de operação mudam com frequência e 

abrangem uma grande faixa de comportamento não linear (produção de polímeros, 

síntese de amônia, etc.). 

O interesse no controle de sistemas, com não linearidades, por meio de controladores 

preditivos, fez com que a partir dos anos 90 o NMPC ganhasse mais força. A motivação veio 

da incidência de leis ambientais cada vez mais rígidas sobre os processos e da elevação de 

exigências de mercado, tornando as especificações de processo menos flexíveis (MANENTI, 

2011). 

A Figura 4 mostra que o algoritmo MPC não conseguiu penetrar com profundidade em 

áreas onde as não linearidades dos processos são grandes ou as demandas de mercado 

exigem mudanças frequentes nas condições operacionais. Estas áreas configuram uma grande 

oportunidade para aplicações do NMPC (QIN e BADGWELL, 2000). 

Nos últimos anos o número de aplicações de NMPC vem crescendo, ainda que em 

número bem inferior ao do concorrente MPC. O aumento da procura pelo algoritmo não linear 

pode ser justificado por algumas razões: 

• Capacidade de gerenciamento das não linearidades (VETTENRANTA, SMEDS, et al., 

2006) baseada em modelos matemáticos algébrico diferenciais e semi empíricos 

(LIMA, ZUÑIGA LIÑAN, et al., 2011). 

• Capacidade de resolver a programação quadrática e a otimização dinâmica (problema 

econômico) levando em conta as restrições e limites impostos às variáveis de estado e 

manipuladas (MANENTI, LIMA, et al., 2010a). 

 

Os objetivos do NMPC são essencialmente os mesmos do MPC, e de modo resumido, 

pretedem manter as saídas futuras das variáveis controladas o mais próximo possível de uma 

trajetória de referência, enquanto otimizam uma função objetivo. A diferença é que o algoritmo 

NMPC utiliza um modelo não linear do processo a ser controlado. 
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Apesar da dificuldade de solução on line dos modelos adotados (equações diferencias, 

por exemplo), o NMPC configura como uma interessante alternativa para controle de certos 

processos caracterizados por longos transientes ou por especificações rigorosas, tais como 

colunas de destilação e reatores poliméricos (MANENTI, 2011). Particularmente no campo da 

polimerização, os benefícios trazidos pelo NMPC têm sido relatados por diversos 

pesquisadores (BENAMOR, DOYLE et al., 2004; CERVANTES, TONELLI et al, 2002, 

CHATZIDOUKAS, PERKINS et al 2003, FLORES-TLACUAHUAC, BIEGLER, et al, 2006 ). 

A efetividade e os benefícios revelados pelo NMPC ampliaram o campo de ação do 

algoritmo para áreas mais complexas. Algumas das mais recentes aplicações estão 

relacionadas com tráfego urbano (DE OLIVEIRA e CAMPONOGARA, 2010), medicina (JAVED, 

et al, 2010), controle aéreo (SHIN, KIM, et al. 2011) e sistemas ecológicos (ESTRADA, 

PARODI e DIAZ, 2009). 

Entretanto, a expansão do NMPC só não foi maior devio a problemas de ordem 

técnica, que tem sido reportados (BENAMOR, DOYLE et al., 2004; CERVANTES, TONELLI et 

al, 2002) como: 

• Dificuldade de desenvolvimento detalhado de modelos dinâmicos (sistemas de 

equações algébricas e diferencias) de plantas industriais; 

• Esforço computacional necessário para garantir viabilidade em tempo real; 

• Precisão insuficiente em soluções on line que levam a grandes instabilidades. 

 

Em função disso, alguns pesquisadores realizaram mudanças no algoritmo como, por 

exemplo, Christofides e colaboradores (LIU, DE LA PENA et al., 2009; LOU, HU et al., 2008; 

NI, CHRISTOFIDES, 2005). Estes pesquisadores mostraram aplicações de NMPC em que os 

sistemas de equações diferenciais ordinárias (EDO) ou equações algébricas e diferenciais 

(EAD) foram substituídos por equações diferenciais parciais (EDP) e algébrico diferencias 

parciais (EADP). A intenção era garantir a precisão do algoritmo para sistemas distribuídos 

complexos. 

Lima et. al. (2009, 2010) propuseram uma solução alternativa para sistemas fortemente 

não lineares, onde as equações algébrico diferenciais eram substituídas por modelos fuzzy 

(TAKAGI e SUGENO, 1985). Com isso, a estratégia adotada reduzia o esforço computacional 

requerido. Outra proposta de melhoria nesse sentido foi utilizar um modelo de estrutura 

distribuída ao invés de modelo de estutura centralizada (LIU, et al, 2009; SCATTOLINI, 2009). 

Para melhorar a robustez e a estabilidade do controle alguns pesquisadores também 

propuseram uma estratégia multi-modelo, onde a os modelos eram substituídos ao longo da 

operação na medida em que a complexidade do processo aumentava com a não linearidade 

(DOUGHERTY e COOPER, 2003; MCGAHEY E CAMERON, 2007; WANG, BAHRI et al, 2007). 

Talvez a maior desvantagem do NMPC seja sua complexidade numérica que requer 

pacotes matemáticos para sistemas dinâmicos e otimizadores robustos capazes de garantir 

viabilidade para aplicações em tempo real. Duraiski (2001) também chama a atenção para a 

possibilidade de existirem mínimos locais na função não linear a ser minimizada, o que não 
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ocorre para o MPC, quando se utiliza programação quadrática, pois o seu mínimo é global. 

Além disso, outras ferramentas matemáticas são importantes para o algoritmo, como por 

exemplo, uma eficiente reconciliação de dados capaz de eliminar distorções nos dados vindos 

de campo (Manenti, 2009a; Mannti et al, 2010b; Signor et al., 2010). 

 

2.1.2.2. Modelo de processo 

O algoritmo NMPC faz uso de modelos que visam descrever o sistema, se não na sua 

totalidade, numa faixa mais ampla do processo, de forma a possibilitar transições mais rápidas 

e eficientes entre pontos de operação bastante diferentes (DURAISKI, 2001). Modelos de 

resposta ao degrau no domínio do tempo, chamados de modelos de convolução, são utilizados 

para prever as respostas futuras do processo e obter as ações de controle ótimas das variáveis 

manipuladas (MANENTI, 2011). 

Conforme discutido na seção anterior, estes modelos não lineares são baseados em 

equações algébrico diferenciais ordinárias ou parciais, obtidas a partir de balanços de massa e 

energia. Isto quer dizer que dependendo da complexidade do processo estudado, a 

modelagem para a obtenção de um conjunto de equações representativas, assim como a 

solução on line, seriam um grande desafio. Esta adversidade, conforme levantada na literatura, 

vem representando uma ameaça para a disseminação do NMPC em escala industrial. 

 

2.1.2.3. Algoritmo NMPC 

Em uma aplicação de NMPC, os passos para a implementação são tipicamente os 

mesmos de uma aplicação MPC. Entretanto, há algumas diferenças no fluxo de dados em 

função do modelo de processo ser integrado numericamente a cada execução do algoritmo. 

Inicialmente a cada tempo de amostragem, dados novos são adquiridos da planta. 

Recomenda-se que antes de serem usados, seja realizado um pré-processamento para 

remoção de dados expúrios, de forma a evitar inconsistências no cálculo do otimizador 

(BAGAJEWICS, 2003; CAGNACCI, MANENTI, et al., 2010; SIGNOR, MANENTI, et al. 2010). 

Em seguida o NMPC estima as predições das variáveis controladas, a partir dos 

modelos dinâmicos não lineares obtidos da planta, com o auxílio de um integrador numérico 

específico, de acordo com o tipo de modelo matemático a ser resolvido. Os erros entre as 

predições e a trajetória de referência são calculados. 

Na etapa seguinte, são verificadas quais CVs e MVs estão disponíveis para controle e 

evetuais problemas de condicionamento. 

Neste momento os dados são alimentados ao otimizador do NMPC que inclui uma 

função objetivo quadrática. Para restringir/orientar a solução do otimizador, dados econômicos 

também podem ser adicionados à função objetivo. Além disso, as equações dinâmicas não 

lineares que compõem o modelo do processo são resolvidas como equações de restrição no 

problema de otimização. A otimização visa a minimização da função objetivo, para a obtenção 
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de uma sequência de ações de controle futuras, dentre as quais somente a primeira será 

aplicada na planta. Esta última etapa caracteriza a abordagem em horizonte móvel que 

também é utilizada pelo MPC. 

Vale ressaltar que para modelos não lineares o problema de otimização não é convexo 

e a convergência para o ótimo global não é garantida. Adicionalmente, para sistemas com 

elevada complexidade, a solução das equações pode requerer uma fração considerável do 

tempo de amostragem (AUFDERHEIDE e BEQUETTE, 2003). 

 

O problema de otimização pode ser formulado, considerando restrições nas variáveis 

manipuladas e controladas tal como foi relatado para o MPC nas equações (39), (40) e (41). 

Assim, a minimização da função objetivo G , pode ser indicada como: 

( )
min ( ( ), ( ); , )

u
G x t u Hc Hp

⋅
⋅  (44) 

Sendo 

( ( ), ( ); , ) ( ( ), ( ))
t Hp

t
G x t u Hc Hp F x u dτ τ τ

+
⋅ = ∫  

(45) 

Hc  e Hp  são os horizontes de controle e de predição, respectivamente. Na notação 

indicada nas equações (44) e (45), é feita uma distinção entre as variáveis virtuais que existem 

no algoritmo NMPC ( x ,u ) daquelas que pertencem ao sistema real a ser controlado ( x ,u), 

isto porque, devido a erros de modelagem, haverá um desvio em cada iteração do NMPC. 

Porém, por questões de simplicidade, apenas a notação ( x ,u) será considerada a partir daqui. 

A função objetivo da Eq.(45), em sua forma quadrática, é expressa da seguinte forma:  

( ) ( 1) ( ) ( 1)

( , ) ( ) ( ) ( ) ( )

( ) ( )

T T
s s s s

t t T t t

F x u x x Q x x u u R u u

u u S u u− −

= − − + − −

+ − −
 (46) 

sx  e su  são os setpoints desejados, obtidos via otimização estacionária baseada em 

objetivos econômicos. Q , R  e S  são matrizes diagonais, positivas definidas com função de 

pesos de ponderação. 

O primeiro termo do lado direito da Eq.(46) é a principal parte da função objetivo, 

tembém considerado como núcleo do NMPC, tem a função de expressar a diferença entre a 

variável controlada x  e seu setpoint sx . O segundo termo considera aspectos econômicos 

das variáveis manipuladas, por exemplo, minimizando os movimentos necessários para que as 

respectivas controladas atinjam seus setpoints. O terceiro termo tem a função de evitar 

alterações bruscas nas variáveis manipuladas, e com isso reduz as chances da variável 

manipulada oscilar entre seus valores máximo e mínimo, resultando em instabilidade para o 

sistema (MANENTI, 2011). 

Em última análise, o problema de otimização formulado na Eq.(44), visa encontrar o 

vetor de ações de controle u, que minimiza a distância entre a variável controlada x  e seu 
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setpoint sx  e entre a variável manipulada u e seu setpoint su , satisfazendo as restrições e os 

limites impostos. 

 

2.2. Adaptação do algoritmo de controle preditivo 

Alguns pesquisadores realizaram trabalhos na área de controle preditivo com vistas a 

melhorar sua aplicação, a partir de modificações na formulação tradicional. Skogestad (2012) 

propôs que o método do espaço nulo, que considera o conjunto de restrições ativas invariável, 

fosse aplicado para selecionar o melhor grupo de variáveis controladas em regiões de 

operação pré-selecionadas. Na década passada, outros métodos foram empregados para este 

fim, tais como a regra do ganho máximo (HORI e SKOGESTAD, 2008) e o método do local 

exato (SKOGESTAD, HALVORSEN, et al., 2003). Com a técnica de espaço nulo, foi possível 

atingir resultados equiparáveis aos de uma otimização em tempo real. 

Mesmo com bons resultados, nenhuma das técnicas comentadas anteriormente tinha o 

modelo de processo como alvo das modificações no algoritmo MPC. A seguir serão discutidas 

algumas adaptações cujo foco era justamente o modelo de processo. 

Uma estratégia de controle adaptativo multi modelo para MPC propunha a manutenção 

do desempenho deste tipo de controle linear sobre uma vasta região de operação 

(DOUGHERTY e COOPER, 2003). O método consiste em projetar múltiplos controladores 

DMC (Dynamic Matrix Control) lineares, sendo que a saída do controlador é uma média 

ponderada dos múltiplos controladores DMC. Nos testes realizados em simulações e 

experimentos de laboratório, foi observada grande variação da resposta da variável de 

processo aplicando o algoritmo DMC convencional. Porém, o algoritmo DMC adaptativo 

proposto foi capaz de manter boa performance de rastreamento de setpoint e rejeição de 

distúrbios. 

Sarimveis et al. (2008), propuseram um MPC adaptativo para identificação e controle 

de estoque em unidades de produção. O comportamento dinâmico do sistema foi aproximado 

para um modelo do tipo FIR (Finite Impulse Response) adaptativo, onde o método de mínimos 

quadrados recursivo foi utilizado para a identificação dos coeficientes do modelo. O modelo 

adaptado em conjunto com uma estimativa da demanda futura do cliente foi empregado para 

prever níveis de estoque ao longo de um horizonte de predição. O controlador proposto foi 

capaz de eliminar oscilações de níveis de estoque mesmo nos casos em que o volume de 

ordens não era cumprido pelo processo de produção. 
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Ainda na década passada, Giovanini et al. (2006) propuseram um controlador preditivo 

adaptativo, testado em um modelo de reator especificamente em regiões onde havia 

significativas não linearidades. A adaptabilidade do controlador vinha da identificação de um 

modelo linear que fosse representativo do ponto operacional vigente, e uma vez identificado o 

modelo apropriado, o mesmo era usado em substituição ao modelo utilizado pelo sistema 

previamente. A reconfiguração do controlador era realizada a partir da modificação da função 

objetivo e das restrições empregadas no problema de otimização do controlador preditivo, 

garantindo estabilidade e performance. 

Duraiski (2001) desenvolveu um controlador preditivo não linear utilizando linearizações 

ao longo da trajetória de predição. O objetivo era minimizar uma função objetivo utilizando um 

modelo não linear através de sucessivas linearizações que facilitavam a convergência do 

modelo. Cada iteração do algoritmo poderia ser resumida em três etapas: a primeira delas 

seria a utilização de uma trajetória de predição previamente estipulada, para determinar 

modelos lineares ao longo da mesma. Nesta etapa os valores preditos das saídas, estados e 

entradas do processo eram utilzados para determinar modelos lineares para cada valor que 

estas variáveis poderiam assumir no futuro. A segunda etapa determinava que o conjunto de 

modelos lineares obtidos fosse agrupado constituindo um único modelo não linear, que era 

utilizado na minimização de uma função objetivo para o cálculo das ações de controle. A 

terceira etapa era dedicada à obtenção de uma nova trajetória de predição pela aplicação das 

ações de controle em um modelo não linear diferente do obtido pela combinação dos modelos 

lineares. A nova trajetória de predição serviria de trajetória inicial para a próxima iteração. 

A adaptação do algoritmo de controle preditivo, proposta neste trabalho, se diferencia 

da abordagem utilizada por Duraiski essencialmente pelo fato de que a cada tempo de 

amostragem executa linearizações ao longo do horizonte de controle e em seguida realiza uma 

predição um passo a frente, usando o modelo linearizado. Esse processo é repetido até cobrir 

todo o horizonte de predição. Nos estudos de Duraiski são realizadas sucessivas linearizações 

com posterior formação de um modelo não linear, por meio da combinação dos modelos 

lineares obtidos. 

Sistu e Bequette (1995) propuseram o controle do reator CSTR com cinética de van de 

Vusse através da sintonia de dois parâmetros do controlador preditivo não linear: horizonte de 

predição e supressão de movimento. Assim como na presente dissertação, também foi 

avaliado o caso com uma entrada e uma saída, porém, a abordagem de Sistu e Bequette 

visava mudanças nos parâmetros do controlador enquanto o presente trabalho contempla 

adaptação no modelo do processo. 

O reator CSTR com cinética de van de Vusse em sua versão isotérmica também foi 

alvo de estudos de Aufderheide e Bequette (2003) onde se propôs a estabilização do sistema 

usando controle preditivo multimodelo. A ideia era controlar o processo em pontos de operação 

diferentes e também na presença de distúrbios a partir da mudança dos modelos de processo 

que poderiam ser baseados na resposta ao degrau (nos diferentes pontos de operação) ou em 

um modelo de primeira ordem com tempo morto. Neste último caso, os modelos necessitaram 
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do conhecimento de algumas informações do processo tais como ganhos do processo, 

constante de tempo dominante e aproximações de tempo morto. O controlador multimodelo foi 

comparado ao controlador preditivo não linear e os resultados indicaram que na presença de 

múltiplos distúrbios o controlador multimodelo foi superior. Apesar do estudo realizado por 

Aufderheide e Bequette utilizar o mesmo exemplo de aplicação avaliado na presente 

dissertação, apresenta diferenças na maneira como buscou a estabilização do processo 

valendo-se de múltiplos modelos no algoritmo de controle preditivo. 

Sendo assim, a presente dissertação teve como fundamento buscar o controle de um 

processo não linear utilizando um algoritmo MPC linear a partir da linearização do modelo 

interno em estacionários locais, com posterior atualização online para determinação das 

predições. 

 

2.3. Métodos de sintonia do controlador 

Uma implementação MPC de sucesso envolve a definição de um conjunto de 

parâmetros que deve ser apropriadamente sintonizado. Geralmente a sintonia do MPC é 

realizada no domínio do tempo onde a otimização é executada, embora a sintonia no domínio 

da frequência também tenha sido reportada (ENGELL e SHAH, 2010). 

Alguns pesquisadores propuseram métricas de sintonia, tal como trabalho desenvolvido 

por Trierweiler e Farina (2002), no qual os parâmetros de sintonia são estimados a partir da 

avaliação de um índice de desempenho chamado robust performance number (RPN). A função 

deste índice seria apontar o grau de dificuldade que um dado sistema teria para atingir a 

performance desejada. 

Engell e Shah (2010) propõem uma metodologia de sintonia para sistemas SISO sem 

restrição. A metodologia prevê inicialmente a formulação de um critério de desempenho 

baseado em uma função objetivo, obtida a partir de testes em malha fechada. Tendo o 

conhecimento do número de graus de liberdade requeridos para o alcance da performance 

desejada, seria possível desenvolver uma relação entre os parâmetros de sintonia e a equação 

característica em malha fechada. Com isso os pesquisadores determinaram os horizontes de 

controle e de predição bem como os pesos de ponderação da função objetivo. 

Indo além, uma técnica de sintonia automática baseada em lógica fuzzy foi proposta 

por Ali e Al-Ghazzawi (2003). Neste caso, o horizonte de predição, os fatores de supressão de 

movimento e os pesos de ponderação dos erros de predição foram obtidos a partir de regras 

pré-definidas de lógica fuzzy, equanto o horizonte de controle foi mantido constante. 

Entretanto, para o alcance dos objetivos do presente trabalho será realizada uma 

sintonia off-line baseada em uma técnica mais simples e consagrada recomendada por Seborg 

et al. (1989), com posterior ajuste fino. 
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2.3.1. Sintonia de MPC 

A sintonia do algoritmo MPC adaptativo será realizada off-line e seguindo a 

recomendação de Seborg et al.(1989). 

No início da seção 2.1 foram introduzidos alguns conceitos, que serão úteis na 

execução do método de sintonia abordado a seguir. Além daqueles, novos conceitos serão 

discutidos, simultaneamente à apresentação das correlações para a obtenção dos parâmetros. 

Dentre os novos conceitos estão: 

 

• Horizonte do modelo (Hm):  Normalmente é maior ou igual ao tempo de estabilização 

em malha aberta Eq.(47), que é igual ao tempo para a resposta ao degrau em malha 

aberta 99% completa. Prett et al (1988) e Maurath et al (1988) recomendam 

20 70Hm≤ ≤ . 

*Te Hm Ta≤  (47) 

• Horizonte de controle (Hc):  Recordando o conceito da seção 2.1, é o número de 

ações de controle futuras que são calculadas em um passo de otimização para os 

erros de predição. Segundo Seborg et al. (1989), uma boa estimativa para Hc seria 

considerar: 

60* ~Hc Ta t  (48) 

sendo Ta o tempo de amostragem e 60t  o tempo para resposta em malha aberta 60% 

completa. Elevados valores de Hc resultam em excessivas ações de controle, 

aumentando o esforço computacional. Por outro lado, menores valores de Hc levam a 

um controle mais robusto, relativamente insensível a erros no modelo. 

• Horizonte de predição (Hp):  Também definido na seção 2.1, mas recordando, é o 

número de predições que são usadas nos cálculos de otimização. Elevados valores de 

Hp resultam em uma ação de controle mais conservadora com efeito estabilizante, 

porém, aumentam o esforço computacional. Uma estimativa para este parâmetro é 

obtida seguindo a recomendação de Cutler (1982), considerando: 

Hp Hm Hc= +  (49) 

• Tempo de amostragem (Ta):  Tempo de disponibilização de novas informações do 

sistema. Deverá ser pequeno o bastante para garantir informações importantes sobre a 

dinâmica do sistema. De acordo com Seborg et al.(1989), caso Te e Hm estejam 

disponíveis, o tempo de amostragem pode ser obtido por: 

Te
Ta

Hm
=  (50) 



28 

 

Em alguns casos é possível assumir 
10
Ts

Ta = , supondo que a dinâmica do sistema 

possa ser capturada “fatiando” o tempo de subida em dez partes. 

• Supressão de movimento (Sm):  Parâmetro de sintonia que visa balancear a 

magnitude das ações de controle calculadas pela otimização. O correto 

dimensionamento deste parâmetro resulta em estabilidade das ações de controle 

refletindo também em uma melhor performance do controlador. Caso as variáveis 

manipuladas e controladas estejam escalonadas, o valor atribuído ao parâmetro 

supressão de movimento (Sm) poderia ser escolhido no intervalo entre 0 e 1, 

representando de forma mais direta o grau de importância que se deseja dar aos 

movimentos na variável manipulada. 

 

Todo o processo de sintonia pode ser sistematizado aplicando os passos a seguir: 

 

1. Admitir Hm no intervalo entre 20 e 70 (recomendado pela literatura); 

2. A partir de um degrau na variável manipulada, coletar a reposta do processo a ser 

controlado. O tempo de estabilização (Te) da planta pode ser obtido desta resposta 

(Lembrando que o tempo de estabilização é o tempo requerido para que o sistema 

atinja 99% do novo estado estacionário); 

3. Com Te e Hm, calcular Ta pela Eq.(50); 

4. A reposta da planta obtida no item 2, fornecerá uma estimativa para t60, que em 

conjunto com Ta, recém-obtido, darão origem a uma estimativa de Hc pela Eq.(48); 

5. Uma estimativa de Hp é obtida pela substituição de Hm e Hc na Eq.(49); 

6. O procedimento fornecido por Seborg, não prevê uma estimativa para Sm, sendo este 

obtido inicialmente por método heurístico. 

 

2.4. Reator de van de Vusse 

O sistema considerado para o estudo é originalmente composto por um reator contínuo 

perfeitamente agitado (CSTR - Continous Stirred Tank Reactor), com temperatura controlada, 

no qual ocorrem três reações, sendo duas em série e uma em paralelo. Este sistema foi 

introduzido por van de Vusse (1964), com a intensão de exemplificar as dificuldades de escolha 

entre um reator contínuo tubular de escoamento empistonado (ou PFR - Plug Flow Reactor) e 

um reator do tipo CSTR (CUNHA NETO, 2005). 

O objetivo do processo é a produção de ciclopentanol (B), usado em síntese orgânica, 

a partir de ciclopentadieno (A), com o mínimo de produção de ciclopentenodiol (C) e 

diciclopentadieno (D). Assim as reações que governam o processo são: 
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2 2

1 2

32

k k

H O H O

k

A B C

A D

+ +
→ →

→
 (51) 

 

Para uma investigação da cinética do processo, a Eq.(51) foi separada em três 

reações, e com isso foi possível obter expressões para as velocidades de decomposição dos 

reagentes (GLAVIC, BUTINAR e BIKIC, 2002). Vale lembrar que embora tenham sido 

separadas, todas as três reações ocorrem simultaneamente no meio reacional. 

 

• Reação 1: 
2

1k

H O
A B

+
→  

Para uma reação irreversível de primeira ordem, ocorrendo a volume constante, do tipo 

A produtos→ , tem-se: 

1AB

dCa
r k Ca

dt
= − =  (52) 

Sendo: 

ABr , a velocidade de decomposição de A, na reação 1 em [mol/(l*h)]. 

A constante de velocidade (k), para reações de primeira ordem, tem unidades de 

[tempo-1]. 

 

• Reação 2: 
2

2k

H O
B C

+
→  

Este caso, também se trata de uma reação de primeira ordem, e assim: 

2BC

dCb
r k Cb

dt
= − =  (53) 

Sendo: 

BCr , a velocidade de decomposição de B, na reação 2 em [mol/(l*h)]. 

 

• Reação 3: 32 kA D→  

Para reações irreversíveis de segunda ordem, do tipo 2A produtos→ , tem-se: 

2
3AD

dCa
r k Ca

dt
= − =  (54) 

Sendo: 

ADr , a velocidade de decomposição de A, na reação 3 em [mol/(l*h)]. 

A constante de velocidade (k), para reações de segunda ordem, tem unidades de 

[concentração-1]*[tempo-1]. 
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 O conceito de taxa de conversão (Xa) para o reagente ciclopentadieno (A) na reação 

principal (reação 1) não foi utilizado, devido a presença de uma reação em paralelo (reação 3) 

onde também há consumo desse reagente. A Eq.(55) mostra o cálculo para Xa. 

Cain Ca
Xa

Ca
− =  

 
 (55) 

Onde: 

Cain, é a concentração de A na entrada do reator; e 

Ca, é a concentração de A na saída do reator. 

 

Esta característica do processo faz com que os valores estimados de Xa não reflitam 

exatamente o que está sendo gerado de B. Para tornar esta observação mais clara, considere 

a Eq. (51), onde é possível ver que para cada 3 mols alimentados de A, 1 mol é convertido em 

B e 2 mols em D. Assim, ao computar Xa, apenas 1/3 deste valor representaria a conversão 

desejada (A→B). Com isso, faz mais sentido acompanhar a evolução da concentração do 

componente B, diretamente. 

O controle do reator é tipicamente feedback, no qual as variáveis controladas são a 

concentração de ciclopentanol (Cb) na saída do reator e a temperatura do meio reacional (T), 

manipulando respectivamente, a razão da vazão de alimentação pelo volume do reator (F/V) e 

a temperatura da camisa do reator (Tk). Esta configuração constitui um sistema MIMO, sendo a 

Figura 7 importante para ilustrar o processo. 

 

CC

TC

F
T0

Ca0 

V

F, T,    
Ca, Cb, 
Cc, Cd

T
Tk

 

Figura 7: Esquema do reator de van de Vusse. TC e C C são os controladores de 

temperatura e de composição. 

 

Embora o processo completo apresente três reações, o foco do presente trabalho 

estará na reação que envolve a formação do produto principal, isto é, a reação que converte 
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ciclopentadieno (A) em ciclopentanol (B). O reator também será considerado isotérmico e, 

neste caso, o objetivo será priorizar o controle da concentração do produto principal, 

ciclopentanol (B), utilizando como variável manipulada a razão F/V. Com estas considerações, 

o processo adotado configura-se como um caso especial do sistema original, composto por 

uma entrada e uma saída. 

Além disso, as hipóteses simplificadoras consideradas na modelagem do processo 

foram admitir que as massas específicas de todas as correntes e o volume no reator fossem 

constantes. Desta forma a modelagem foi executada assumindo: 

0
dT
dt

=
   

  

cteρ =
   

  
entrada saídaF F F= =  

Sendo assim, o modelo do processo é obtido fazendo um balanço material no reator, 

considerando estes dois componentes, gerando a Eq.(56) e a Eq.(57). 

( ) 2
1 3( ) ( )

dCa F
Cain Ca k T Ca K T Ca

dt V
= − − −  (56) 

1 2( ) ( )
dCb F

Cb k T Ca k T Cb
dt V

= − + −  (57) 

 

Sendo: 

dCa/dt: termo de acúmulo de A no reator; 

dCb/dt: termo de acúmulo de B no reator; 

F/V: razão da vazão de alimentação pelo volume do reator; 

Cain: concentração de A na entrada do reator; 

Ca: concentração de A no reator (que é igual a Ca na saída); 

Cb: concentração de B no reator (que é igual a Cb na saída); 

k1: constante de velocidade na conversão A→B; 

k2: constante de velocidade na conversão B→C; 

k3: constante de velocidade na conversão A→D. 

 

As constantes de velocidade de reação (ki) sofrem alteração com a temperatura do 

meio reacional (T) de acordo com a equação de Arrhenius 

 

0( ) exp
(º ) 273.15

i
i i

E
k T k

T C
− =  + 

 (58) 

Onde: 

i: é o índice das reações, i = 1, 2 e 3; 

ki0: é a constante pré-exponencial. 
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Ei: é a energia de ativação dividida pela constante dos gases (R=8.31 J/(mol*K)) das 

três diferentes reações que ocorrem no sistema 

 

Os valores dos parâmetros foram obtidos de Trierweiler (1997) e estão documentados 

na Tabela 1: 

Tabela 1: Parâmetros do reator (TRIERWEILER, 1997) 

Parâmetros do 
reator isotérmico Valor Unidade 

k10 1.287 x 1012 h-1 

k20 1.287 x 1012 h-1 

k30 9.043 x 1009 l/molA*h 

E1 -9758.3 K 

E2 -9758.3 K 

E3 -8560 K 

V 10 l 

 

O reator de van de Vusse possui dinâmica bem peculiar apresentando, em ampla faixa 

de operação, comportamento de fase não mínima do tipo resposta inversa. Por esse motivo, 

tem sido bastante explorado como exemplo ilustrativo de processo não linear (OGUNNAIKE e 

RAY, 1994; TRIERWEILER, 1997; WU, 1999; GLAVIC et al., 2002; TRIERWEILER e FARINA, 

2003; BEQUETTE, 2003; MONTANHEIRO e DE SOUZA, 2004, CUNHA NETO e DE SOUZA, 

2005, entre outros). 

O comportamento de fase não mínima é representado no domínio de Laplace pela 

presença de um número ímpar de zeros no semiplano positivo (right half-plane - RHP), na 

função de transferência obtida a partir da linearização do modelo não linear em torno de um 

ponto de referência. Sistu e Bequette (1995) indicaram que processos químicos com presença 

de zeros positivos, caracterizando resposta inversa, apresentariam limitação para controle 

feedback, antecipando a dificuldade de controle de tais processos. 

A partir do final da década de 80 o uso de redes neuronais começou a ser difundido 

para a reprodução de sistemas não lineares. As referidas redes, são modelos capazes de 

emular os sistemas não lineares para os quais se disponha de dados representativos 

(MONTANHEIRO, 2004). Montanheiro (2004), buscou controlar um processo que é benchmark 

para comportamento não linear: o reator de van de Vusse. O controle era realizado a partir de 

controladores do tipo PID, suas variantes com compensador de resposta inversa e preditivos. 

Os modelos de processo para os controladores preditivos eram baseados em redes neuronais 

e em um conjunto de redes denominados ensembles. 

O trabalho desenvolvido por Cunha Neto (2005) tinha como objetivo controlar o reator 

de van de Vusse aplicando também controladores PID convencionais. Este trabalho 
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contemplava, adicionalmente, uma metodologia para detecção de falhas utilizando redes 

neuronais do tipo RBF, utilizadas normalmente com objetivos de classificação. 

Silva (2014) avaliou o desempenho de um controlador preditivo não linear multivariável, 

utilizando como objeto de estudo o reator CSTR com cinética de van de Vusse. Como o 

algoritmo de controle preditivo requer um modelo de processo para calcular as predições, a 

solução foi adotar redes neuronais. Dessa forma, valendo-se da flexibilidade e da capacidade 

de predição destes modelos, as redes foram treinadas com dados de processo gerados de 

forma aleatória, refletindo em predições de boa qualidade ainda que o ponto operacional 

estivesse em uma região não linear. 

Bequette (2003) dedicou atenção à análise dinâmica do reator em sua versão 

isotérmica. Trierweiler (1997) descreve as dinâmicas do reator e da camisa de resfriamento. 

A literatura reporta a não linearidade do reator de van de Vusse de forma bem clara, 

ainda assim, o próximo item se dedica a caracterização deste comportamento. 

 

2.4.1. Caracterização da não linearidade no modelo selecionado 

O comportamento  no estado estacionário da concentração de ciclopentanol (Cb) em 

função da razão F/V é apresentado na Figura 8, revelando o perfil não linear de Cb para uma 

ampla faixa de F/V. 

 

 

Figura 8: Comportamento não linear de Cb em relação  à F/V (adaptado de OGUNNAIKE e 

RAY, 1994). 

 

A não linearidade observada na Figura 8, é caraterizada pela variação na magnitude do 

ganho estático (Eq.(59)) de Cb em relação à F/V: 
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( / )
Cb

F V
∂

∂
 (59) 

Neste sistema, não apenas a magnitude, mas também o sinal do ganho sofre 

alteração. Em particular, o ganho tem o sinal invertido em dois momentos, quando F/V assume 

valores de 10 e 60 h-1, aproximadamente. Esta inversão de ganho potencializa o caráter não 

linear e dificulta a implementação de controle sobre o sistema, já que as ações de controle 

deverão levar em conta as mudanças na magnitude e sinal do ganho, para se readequarem. 

A inversão do ganho chama a atenção para outro aspecto que torna este processo 

ainda mais singular: a multiplicidade de entradas. Esta última característica se revela quando 

um mesmo valor de estado estacionário para a variável controlada (Cb) é obtido para 

diferentes valores de variável manipulada (F/V). Note que a partir da Figura 8, o valor de 

Cb=1,0mol/l, pode ser alcançado para dois valores de F/V distintos: 27 e 120 h-1, 

aproximadamente. Este comportamento torna o controle do processo ainda mais desafiador, 

uma vez que perturbações de origens diversas podem fazer com que o processo perca 

estabilidade, podendo ser levado a um estado estacionário indesejado ou oscilar entre os dois 

estados estacionários (MONTANHEIRO, 2004). 

O comportamento diferenciado de Cb decorre da existência simultânea das três 

reações químicas, indicadas na Eq.(51), sendo duas delas exotérmicas (reações 2 e 3) e uma 

endotérmica (reação 1). A reação principal é endotérmica, e explica a necessidade de manter o 

sistema reacional aquecido por uma camisa, como indicado na Figura 7, de forma a deslocar o 

equilíbrio para o sentido de formação de ciclopentanol (B). Mesmo assim, ocorre a formação 

dos subprodutos indesejados, alterando a concentração do produto principal, resultando no 

perfil não linear. As peculiaridades no perfil de Cb motivaram a definição de regiões específicas 

de estudo, conforme será detalhado nas seções adiante. 

O controle de um processo com adversidades, como as apresentadas pelo reator de 

van de Vusse, deverá ser versátil o bastante para garantir estabilidade na presença destas 

dificuldades. O controle regulatório, sem nenhuma adaptação ou modificação em sua estrutura, 

sofrerá as consequências por não antever as não linearidades. Uma alternativa seria a 

aplicação de controle adaptativo, caracterizado pelo ajuste de parâmetros de controle com 

base em informações de processo. Porém, se o controle adaptativo convencional é usado, a 

experiência indica que erros significativos na estimação de parâmetros podem resultar em 

baixa convergência durante a fase transiente dos processos analisados (GIOVANINI et al., 

2006). 

Por outro lado, as complicações impostas ao controle, inerentes aos processos 

químicos, constituem um vasto campo de experimentação para o desenvolvimento de novas 

estratégias de controle. 
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3. METODOLOGIA 

 

Neste capítulo é apresentada a metodologia adotada na aplicação do algoritmo MPC 

adaptativo a um sistema não linear. 

O processo não linear selecionado requer a definição de alguns parâmetros, de 

processo e de controle, os quais são determinados a partir da análise do comportamento 

estacionário e de sintonia, respectivamente. 

A adaptação do algoritmo MPC se concentra em modificações no modelo do processo 

adotado, tendo posteriormente seu desempenho comparado a outros dois tipos de controlador: 

MPC linear e PID. Apresentam-se também dois índices de desempenho, definidos para uma 

comparação mais criteriosa. 

 

3.1. Análise do processo 

O processo foi estudado por simulação, integrando-se numericamente as equações 

diferenciais não lineares, que representam a planta (VAN DE VUSSE, 1964). O integrador 

utilizado foi o “ode15s”, e as rotinas foram desenvolvidas em Matlab 2012® com auxílio do 

simulador Simulink®. 

 

3.1.1. Comportamento estacionário  

O processo não linear selecionado requer a definição de alguns parâmetros para a 

simulação. Uma vez definidos, estes parâmetros permanecerão fixos, já que os testes de 

avaliação do desempenho, executados posteriormente, não dependerão de variações nos 

mesmos. 

Para a definição dos parâmetros de processo, foram realizados testes investigando o 

comportamento não linear. Cunha Neto (2005) realizou estudo similar sobre o reator de van de 

Vusse, porém, naquele trabalho o sistema de controle avaliado era MIMO e exigiu um estudo 

mais abrangente, envolvendo interação entre malhas de controle. Na presente dissertação, a 

atenção está direcionada ao caso isotérmico e por essa razão, o sistema de controle é do tipo 

SISO. 

Inicialmente foi estudado o perfil estático do reator para diferentes temperaturas do 

meio reacional, de forma a identificar uma região de processo em que se tenha bom 

rendimento do componente “B” associado ao comportamento não linear. 

Na definição da concentração do componente “A” na entrada (Cain) também foi 

realizado um mapeamento do comportamento estacionário variando este parâmetro. Neste 

mapeamento o efeito de Cain sobre Cb e sobre a não linearidade foi investigado. 

Sendo assim, o objetivo da análise do comportamento estacionário foi adquirir mais 

conhecimento sobre o sistema, e com isso, possibilitar a definição dos valores a serem 
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praticados de concentração do componente A na entrada (Cain) e de temperatura do processo 

(T). 

 

3.1.2. Região de estudo e considerações adotadas pa ra o processo 

Para viabilizar o estudo das técnicas de controle, e tendo em vista que o processo é 

não linear, apresentando inclusive inversão de ganho, optou-se por definir regiões de estudo. 

Tais regiões guardam características peculiares e, dessa forma, constituem ambientes de 

simulação interessantes para os algoritmos de controle. 

Além disso, em cada região de estudo, o processo requer condições inicias distintas 

para simulação. Estas condições foram admitidas como estados estacionários de referência, a 

partir dos quais o processo iniciou sua trajetória. Outro aspecto importante desta abordagem do 

processo em regiões, é que foi possível elaborar casos, definidos aqui como cenários, nos 

quais os desempenhos dos controladores foram comparados. Nos referidos cenários, os 

controladores foram submetidos a setpoints fixos que poderiam ser fisicamente atingíveis ou 

não. A ideia era avaliar a estabilidade que cada controlador iria conferir ao processo na busca 

pelos referidos setpoints. 

Os controladores avaliados no presente estudo são: MPC linear, cujo modelo interno 

permaneceu o mesmo independente do ponto operacional; MPC adaptativo, onde o modelo 

interno sofreu modificações em função do ponto operacional, cujo detalhamento é abordado 

mais adiante; e o controlador PID. 

 

3.1.3. Zeros e Polos 

O comportamento dinâmico dos processos pode ser avaliado pelo estudo dos zeros e 

dos polos. Conforme discutido na seção 2.4, processos com número ímpar de zeros positivos 

apresentam complicações no controle devido à presença de resposta inversa. 

Os polos, caso sejam reais e negativos (“left half-plane”), representam estabilidade, ao 

passo que polos RHP instabilizam o sistema. No caso de polos complexos, existem duas 

situações: a resposta será oscilatória, porém estável, para polos com parte real negativa; e 

resposta oscilatória e instável para polos com parte real positiva. Adicionalmente, na medida 

em que os polos se deslocam para o lado esquerdo do eixo imaginário, tornando-se ainda mais 

negativos, produzirão respostas mais rápidas. Por outro lado, um aumento na porção 

imaginária dos polos, refletirá em resposta mais oscilatória (BEQUETTE, 2003). 

Cunha Neto (2005) realizou um estudo do controle feedback do reator de van de Vusse 

e os resultados indicaram que o controle da composição de ciclopentanol (componente “B”) 

seria eficaz utilizando a razão F/V como variável manipulada. Embora neste trabalho o modelo 

do reator tenha sido simplificado, este par de variáveis para controle foi mantido. Portanto, as 

variáveis manipulada e controlada são, respectivamente, a razão F/V e Cb. Assim, linearizando 
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o modelo dinâmico indicado nas Eq.(56) e Eq.(57), é possível calcular a função de 

transferência e, a partir dela, os seus polos e zeros. 

 

3.2. Algoritmo MPC adaptativo 

Nesta seção são apresentadas as bases que orientaram a definição do erro de 

modelagem, da adaptação no modelo de processo e como foi estabelecida a formulação do 

algoritmo. 

 

3.2.1. Erro de modelagem 

A cada instante de tempo o modelo de processo gera uma estimativa da variável 

controlada ao longo do horizonte de predição. Os referidos valores preditos pelo modelo foram 

utilizados pelo algoritmo de controle para o cálculo dos movimentos a serem praticados pela 

variável manipulada. Estes valores preditos possuem um erro associado à modelagem (e à 

presença de distúrbios) que os distanciam dos valores reais, medidos na planta. Para que o 

algoritmo de controle pudesse calcular ações com mais precisão, este erro de modelagem 

deveria ser reduzido e, para isso, foi interpretado como distúrbio. 

Portanto, considerando um dado instante de tempo k, o distúrbio (d) para o MPC foi 

caracterizado pela diferença entre o valor da variável controlada medida na planta (yplanta) e o 

valor da mesma variável calculada pelo modelo (ymodelo), no referido instante k. 

mod( ) ( ) ( )planta elod k y k y k= −  (60) 

Posteriormente, esta diferença foi levada em conta na função objetivo de forma que os 

erros de modelagem pudessem ser minimizados. 

 

3.2.2. Modelo interno adotado 

O algoritmo MPC necessita de um modelo interno (de processo) para prever a trajetória 

da variável controlada ao longo do horizonte de predição. 

Modelos de processo podem ser obtidos de diversas formas, sendo duas delas citadas 

a seguir: 

• Modelos fenomenológicos: obtidos a partir das leis de conservação dos sistemas de 

interesse e de equações constitutivas. Sistemas com elevada complexidade podem 

dificultar a modelagem sendo recomendado, neste caso, o uso de modelos do tipo 

caixa preta; 

• Modelo caixa preta: modelos desse tipo, como por exemplo de resposta ao degrau, são 

obtidos a partir da resposta do processo a uma excitação na variável manipulada. Este 

tipo de modelo se baseia nas relações de causa e efeito que as variáveis manipuladas 
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e controladas guardam entre si, não descrevendo os fenômenos destas relações, 

sendo por esse motivo conhecidos como modelos caixa preta. 

 

A modelagem de sistemas químicos normalmente gera modelos fenomenológicos não 

lineares, sendo que as equações dinâmicas que compõem estes modelos, após serem 

linearizadas em algum ponto de operação, podem ser resolvidas analiticamente, servindo como 

modelo interno para o algoritmo MPC. 

Considerando um processo com características não lineares, cujo modelo em espaço 

de estados pode ser representado pelo seguinte sistema de equações. 

= ( , )
dx

f x u
dt

 

= ( )y g x  

(61) 

em que ( )x t  é o vetor de variáveis de estado, ( )u t  é o vetor de variáveis manipuladas e ( )y t

é o vetor de variáveis controladas. A partir daqui os indicadores de vetor “-” e de matriz “=” 

posicionados abaixo dos símbolos que os representam, serão utilizados. 

A adaptação proposta na presente dissertação estabelece que o primeiro passo seja 

encontrar uma solução estacionária de referência para o vetor de variáveis manipuladas ( )ku t  

a cada instante de tempo de amostragem kt , isto é, considerando que ( )u t  permanecerá 

constante para qualquer ≥ kt t , determinar a solução analítica ou numérica do problema em 

estado estacionário: 

0 ( , ( ))s kf x u t=  

[ ]( )s kx F u t=  

(62) 

Em seguida, o modelo, descrito pela Eq.(61) é linearizado em torno deste estado de 

referência, gerando um modelo linear em espaço de estados: 

∆ = ∆ + ∆
∆ = ∆

&( ) ( ) ( ) ( ) ( )

( ) ( ) ( )
k k

k

x t A t x t B t u t

y t C t x t
 (63) 

em que ∆x  denota o vetor de variáveis de estado desviadas do estado de referência, ∆ &x  

denota a derivada destas variáveis de estado em relação ao tempo, ∆u é o vetor das variáveis 

manipuladas desviadas do seu valor de referência, A , B  e C  são matrizes jacobianas 

resultantes da linearização e ∆y  é o vetor das variáveis controladas desviadas do seu valor 

no estado estacionário. 

O modelo gerado é então transformado em um sistema discreto em dados amostrados 

que pode ser resolvido analiticamente, conforme descrito no apêndice 2, resultando em: 
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∆ + = ∆ + ∆


∆ = ∆

ˆ ˆ( 1) ( ) ( ) ( ) ( )

( ) ( ) ( )

x k A k x k B k u k

y k C k x k
 (64) 

Resumidamente, a cada instante de amostragem k  o vetor de variáveis manipuladas 

u∆  é atualizado pela otimização e as matrizes Â  e B̂  são recalculadas gerando valores 

preditos de y  um passo a frente, com menor erro em relação ao processo real. Esse processo 

é repetido de modo a gerar predições ao longo do horizonte de predição (Hp). Como o vetor 

∆u tem a dimensão do horizonte de controle (Hc), e Hc < Hp, o último elemento de ∆u é 

repetido até atingir a dimensão Hp. Dessa forma, o vetor de ações de controle é 

redimensionado para adequar-se ao cálculo das predições. 

Sendo assim, a Eq.(64) fornece uma boa estimativa dos valores futuros da variável 

controlada para o algoritmo MPC. Além disso, os desdobramentos desta solução permitiram 

flexibilizar o modelo de forma que se atualizasse a cada tempo de amostragem, 

proporcionando uma abordagem alternativa no tratamento de não linearidades. Em outras 

palavras, o modelo do processo adaptado pode ser resolvido a cada iteração, fornecendo 

predições que contemplam as variações impostas ao processo pelas não linearidades. 

 

3.2.3. Formulação do controlador 

O algoritmo MPC adaptativo proposto neste trabalho foi estruturado para minimizar a 

diferença entre o valor predito pelo modelo adaptativo (ymodelo) e a trajetória de referência 

(yreferência), ponderando as ações de controle (∆u). Com esta premissa de controle, foi formulada 

a seguinte função objetivo: 

2 2
mod

1 1

ˆ ( ) ( ) ( )
Hp Hc

elo referência
i i

FObj y i y i Sm u i
= =

= − + ∆  ∑ ∑  (65) 

Sendo: 

Hp , horizonte de predição; 

Hc , horizonte de controle; 

m od mod
ˆ

elo eloy y d= + , valor predito pelo modelo adaptativo corrigido pelo distúrbio; 

referênciay , trajetória de referência; 

Sm , fator de supressão de movimento; 

u∆ , ação de controle. 

Na Eq.(65), o primeiro termo do somatório 
2

mod
ˆ ( ) ( )elo referênciay i y i−   , determina a 

diferença entre o valor predito pelo modelo adaptativo e o setpoint que deverá ser perseguido 

pelo algoritmo de controle. O segundo termo do somatório 
2( )Sm u i∆ , leva em consideração 

as ações de controle calculadas, ponderando-as com um parâmetro denominado fator de 
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supressão de movimento (Sm). A função deste parâmetro é balancear as ações de controle, 

proporcionando uma transição com menos oscilação entre o ponto operacional vigente e a 

trajetória de referência. 

Uma vez definida a função objetivo, é preciso definir o algoritmo de otimização para 

sua minimização. Em geral os algoritmos de otimização são iterativos e começam por uma 

estimativa inicial dos valores ótimos das variáveis e geram uma sequência de estimativas 

melhoradas até alcançarem a solução. A estratégia utilizada na transição de uma iteração para 

outra distingue um algoritmo do outro, sendo que a maioria das estratégias faz uso dos valores 

da função objetivo, das restrições e possivelmente da primeira e segunda derivadas dessas 

funções. Alguns algoritmos acumulam informações das iterações anteriores e outros usam 

apenas informações da iteração atual. Um método bastante efetivo para solucionar problemas 

com significativa não linearidade realiza aproximações sucessivas do problema original, em 

problemas menores de programação quadrática, caracterizando uma abordagem em 

programação quadrática sequencial (NOCEDAL e WRIGHT, 1999). 

A partir da função objetivo definida na Eq.(65), pode-se formular um problema de 

otimização, sujeito a restrições na variável de otimização ∆u, como 

∆min ( )FObj u
 

min maxu u u∆ ≤ ∆ ≤ ∆  

(66) 

(67) 

Onde: 

FObj, é a função objetivo da Eq.(65), que inclui o modelo adaptativo do processo; 

minu∆ , é o valor mínimo permitido para a variável de otimização; 

maxu∆ . é o valor máximo permitido para a variável de otimização. 

Sendo assim, a minimização da função objetivo foi realizada em ambiente Matlab®, 

utilizando o algoritmo de otimização Sequential Quadratic Programing (SQP). A rotina utilizada 

para a otimização está disponibilizada no Apêndice 4. 

 

3.3. Aplicação do MPC adaptativo sobre o processo 

Como avaliação, o algoritmo MPC adaptativo foi aplicado sobre o processo não linear. 

Inicialmente, foi realizada uma pré-sintonia do MPC, para a obtenção de estimativas iniciais 

para os parâmetros do controlador. Em seguida, uma análise de sensibilidade foi executada 

para ajuste dos parâmetros e, por fim, uma comparação de desempenho envolvendo MPC 

linear, MPC adaptativo e controlador PID foi realizada. 

 

3.3.1. Pré-sintonia do MPC 

A técnica utilizada para sintonia foi proposta por Seborg, Edgar e Mellichamp (1989), e 

se baseia no modelo de resposta ao degrau unitário na variável manipulada. A partir dessa 

resposta e com o auxílio das correlações fornecidas no item 2.3.1, foi possível obter uma 
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primeira estimativa para o tempo de amostragem (Ta), horizonte de controle (Hc), horizonte de 

predição (Hp) e fator de supressão de movimento (Sm). Normalmente, os parâmetros 

estimados por esta técnica são bons pontos de partida para a sintonia, requerendo em algumas 

situações, apenas ajuste fino. 

 

3.3.2. Análise de sensibilidade do MPC adaptativo e m relação aos 

parâmetros do controlador 

Antes de aplicar a sintonia obtida no item anterior, os parâmetros estimados foram 

testados, variando cada um independentemente dos outros em uma análise de sensibilidade. 

Nesta análise, o tempo de amostragem (Ta), o horizonte controle (Hc), o horizonte de predição 

(Hp), e o fator de supressão de movimento (Sm), foram variados em no mínimo 40% em torno 

de suas respectivas estimativas iniciais. A finalidade era estudar o efeito que teriam sobre o 

processo, vislumbrando eventuais melhorias nas estimativas iniciais dos parâmetros. 

Os esforços dedicados até o momento na busca por um bom conjunto de parâmetros 

do controlador, tanto na pré-sintonia quanto na análise de sensibilidade, podem demonstrar a 

necessidade de alteração em alguns parâmetros. Dessa forma, com o conhecimento adquirido 

da análise de sensibilidade, foi possível melhorar as estimativas alcançadas na pré-sintonia 

dando origem a uma sintonia definitiva do MPC. 

A avaliação dos resultados da análise de sensibilidade permitiu notar que parâmetros 

como o tempo de amostragem (Ta) e o fator de supressão de movimento (Sm), quando 

variados, provocam mudanças na resposta do processo a uma variação na variável 

manipulada. Especificamente, quando estes parâmetros eram reduzidos, notava-se uma 

redução na oscilação da resposta, sem contudo, alterar o tempo de estabilização do processo. 

Portanto, a sintonia do MPC foi refinada a partir da redução das estimativas originais de Ta e 

de Sm com base nos resultados da análise de sensibilidade, conforme será detalhado no 

Capítulo 4.  

 

3.3.3. Comparação com o MPC linear e controlador PI D 

O desempenho do algoritmo MPC adaptativo foi comparado ao MPC linear e ao 

controlador do tipo PID. Para isso, foram submetidos a testes e os resultados foram avaliados 

com base em critérios de análise comparativa. 

O processo químico não linear adotado na presente dissertação, se comporta de modo 

diferente, dependendo do valor da variável manipulada u. Baseado neste comportamento, 

foram definidos cenários com diferentes valores de u, a partir dos quais os testes comparativos 

entre os controladores foram realizados. Em cada cenário, os controladores foram submetidos 

a setpoints fixos que poderiam ser fisicamente atingíveis ou não. Por fim, cada controlador teve 

seus resultados avaliados segundo critérios de desempenho. 
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Para a definição dos critérios de desempenho, a literatura disponibiliza diversas 

alternativas e uma delas é orientada a proporcionar uma resposta em malha fechada com 

razão de decaimento de 1/4. Porém este critério de desempenho tem algumas desvantagens 

(SEBORG, EDGAR e MELLICHAMP, 1989):  

• Respostas com 1/4 de razão de decaimento são geralmente julgadas como 

demasiadamente oscilatórias pelo pessoal de operação das plantas; 

• Este critério considera apenas dois pontos da reposta em malha fechada (os dois 

primeiros picos). 

 

Uma alternativa seria definir índices de desempenho que considerem a reposta 

completa em malha fechada. Dois índices com esse perfil foram selecionados e listados 

abaixo. 

Integral do Erro (ISE – Integral of the Squared Error ) 

Integral do erro em relação à trajetória de referência (setpoint). Sendo o erro definido 

por: 

( ) ( ) ( )spe t y t y t= −  

[ ]2

0

( )
T

ISE e t dt= ∫  (68) 

 

Para tempos de amostragem (Ta) iguais, a integral da Eq.(68) pode ser aproximada 

por: 

 

( )
=

 = − 
 
∑

2

0

( ) ( )
T

sp
t

ISE y t y t Ta  (69) 

 

Critérios de desempenho baseados na integral do erro, também são conhecidos como 

critérios de área mínima. A interpretação gráfica pode ser feita da seguinte forma: 

considerando a área entre a curva de resposta do processo e o setpoint, quanto menor for essa 

área, menor será a oscilação e menor será o erro. 

 

Esforço de manipulação (EM)  

O esforço de manipulação é definido obtendo-se o valor da variável manipulada no 

tempo atual “t” e no instante de tempo anterior “t-1”. Este indicador remete ao esforço requerido 

para o controle do processo. 

 

[ ]2

0

( ) ( 1)
T

EM u t u t dt= − −∫  (70) 
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Caso os tempos de amostragem sejam iguais, a representação para dados amostrados 

fica: 

( )
=

 = − − 
 
∑

2

0

( ) ( 1)
T

t

EM u t u t Ta  (71) 

 

Os controladores deverão, ao longo dos testes, minimizar estes índices proporcionando 

menor erro em relação ao setpoint definido (ISE) e menor esforço para controlar o processo 

(EM). 
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4. RESULTADOS E DISCUSSÕES 

Neste capítulo são apresentados os resultados obtidos utilizando a metodologia 

discutida anteriormente. Todas as rotinas computacionais foram desenvolvidas nos softwares 

Matlab® e Simulink®, sendo disponibilizadas no apêndice 4. 

A razão F/V exerce grande influência sobre a concentração do produto principal (Cb), 

de forma que o comportamento de Cb varia consideravelmente para diferentes valores de F/V. 

Para evidenciar este comportamento peculiar, as equações do reator de van de Vusse 

isotérmico (Eq.(56) e Eq.(57)) foram integradas em ambiente Matlab®, revelando o perfil não 

linear, conforme Figura 9. 

 

Figura 9: Comportamento não linear de Cb em relação  à F/V, para o caso do reator de 

van de Vusse isotérmico. 

 

Vale ressaltar que esta figura se refere ao caso do reator de van de Vusse isotérmico. 

Perfil um poco diferente foi levantado por Ogunnaike e Ray (1994) para o mesmo reator 

considerando variações na temperatura (Figura 8). É importante notar que a variação de 

temperatura confere mais uma inversão de ganho na região onde F/V é inferior a 20 h-1. 

 

4.1. Análise do processo 

4.1.1. Comportamento estacionário  

Resultados de pesquisas anteriores no reator de van de Vusse revelam que alterações 

de temperatura do meio reacional (T) podem proporcionar maiores concentrações do produto 

desejado (componente B). Cunha Neto (2005) realizou um estudo sobre este reator e 
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constatou que para maiores valores de T seriam necessárias maiores vazões de alimentação, 

e consequentemente maiores razões F/V, para manter a mesma concentração de B. Com este 

estudo fica evidente que seria antieconômico elevar T, uma vez que o aumento de temperatura 

demanda energia, além de demandar mais carga, sem resultar em aumento de produto. 

Para a definição da temperatura de operação do modelo isotérmico selecionado, 

baseando-se nos estudos de Cunha Neto (2005), foram realizados testes numa faixa de 

temperatura entre 135 e 155 °C, visando obtenção de um máximo de concentração de produto 

desejado. Os resultados corroboram as conclusões obtidas por Cunha Neto (2005), mostrando 

que, quanto maior a temperatura maior seria a razão F/V necessária para atingir, 

aproximadamente, o mesmo valor de pico de concentração de B. A Tabela 2, reúne os valores 

de T avaliados e os correspondentes valores de F/V necessários para atingir o máximo de 

concentração de B. Para estes testes, a concentração máxima de B alcançada (Cbmax) foi de 

aproximadamente 1,1 mol/l, e a variação total de 14,8 % (135 a 155 ºC) em T não promoveu 

variação considerável em Cbmax. 

 

Tabela 2: Temperaturas do meio reacional avaliadas e respectivos valores de F/V 

para obtenção de Cbmax . 

T 

[ºC] 

F/V 

[h -1] 

Cbmax 

[mol/l] 

135 53 1,111 

140 71 1,116 

145 95 1,120 

150 124 1,124 

155 155 1,127 

 

A Figura 10 e a Figura 11 mostram um mapeamento estático do processo no qual foi 

observado o comportamento de Cb em função de cada temperatura avaliada. Pelas figuras é 

possível notar que Cb se comporta não linearmente com F/V e também com T. 

Especificamente em relação a T, na medida em que a temperatura do processo se eleva, a não 

linearidade diminui. Para T=135ºC, o processo apresenta inversão de ganho em F/V 

aproximadamente 53 h-1. Com o aumento de T, os correspondentes pontos de F/V, onde ocorre 

inversão de ganho (Cbmax), acontecem em valores cada vez maiores. A partir de T=150ºC, 

apesar do sistema se manter não linear, praticamente não há inversão de ganho ao longo da 

faixa de F/V avaliada. A redução do caráter não linear do processo seria ruim para a avaliação 

dos controlares, já que a ideia seria avalia-los em ambiente não linear. 

Fica então perceptível que a maior demanda energética para o processo, em função de 

uma temperatura de processo maior, requer uma vazão de alimentação também maior para 

gerar a mesma concentração máxima de produto desejado (Cbmax). Sob uma ótica 
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econômica, não é viável elevar T (e consequentemente os custos), sem que isso represente 

elevação de Cbmax. 

 

Figura 10: Cb x F/V para as temperaturas avaliadas do meio reacional. 

 

A Figura 11 mostra a evolução do ganho estático em relação a F/V, isto é, 
( / )

Cb
F V

 ∂
 ∂ 

 

para cada temperatura. Nos valores de T mais elevados o ganho tende a não inverter de sinal, 

embora continue variando em magnitude com a evolução de F/V. 

 

Figura 11: Ganhos do processo para as temperaturas avaliadas. 
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A seguir, a Figura 12 faz uso de uma perspectiva 3D para auxiliar no entendimento da 

redução de não linearidade com o aumento de T. Note que a inclinação da curva para F/V 

superiores a 50h-1 passa de negativa para positiva, com o aumento de T. 

 

Figura 12: Cb em função de F/V e temperatura  do meio reacional. 

Com o mesmo propósito, na Figura 13 foi gerada uma superfície equivalente para 

visualização das alterações no ganho estático. Para baixos valores de F/V nota-se que os 

ganhos sofrem redução na medida em que T aumenta. 

 

 

Figura 13: Ganho do processo em função de F/V e da temperatura do meio reacional. 
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Em função das informações levantadas pelos gráficos e buscando trabalhar em uma 

região que seja não linear, a temperatura de 135 °C foi selecionada. A referida temperatura ao 

mesmo tempo em que proporciona comportamento não linear do processo, foi a menor dentre 

as temperaturas testadas, demandando menos energia e requerendo menor valor de F/V para 

gerar Cbmax. 

A definição da concentração de entrada do processo (Cain) foi realizada em 

procedimento análogo ao executado para a definição da temperatura do meio reacional. O 

comportamento do processo foi investigado variando Cain no intervalo entre 3,9 e 5,1 mol/l. 

No caso da variação em Cain, o perfil de Cb é muito semelhante, tendo os máximos 

ocorrendo, aproximadamente, no mesmo valor de F/V. A Tabela 3 ilustra os resultados. 

 

Tabela 3: Concentrações de A na entrada e respectiv os valores de F/V para 

obtenção de Cbmax . 

Cain 

mol/l 

F/V 

[h -1] 

Cbmax 

[mol/l] 

3.9 53 0,874 

4.2 53 0,934 

4.5 53 0,994 

4.8 53 1,053 

5.1 53 1,111 

 

A diferença fica a cargo dos valores de máximo de Cb obtidos, que neste caso, são 

consequência da maior concentração de reagente alimentado ao reator. Além disso, embora a 

reação de conversão de A em B seja 1 para 1 (em mol), os incrementos de 0,3 mol/l testados 

em Cain, refletem em incrementos menores de Cbmax. Por exemplo, para Cain = 3,9 mol/l 

resultou em Cbmax = 0,874 mol/l, para Cain = 4,2 mol/l o valor obtido de Cbmax foi de 0,934 

mol/l, portanto, um aumento de 0,3 mol/l em Cain representou elevação de 0,06 mol/l em 

Cbmax. Para Cain = 4,5 mol/l, Cbmax foi de 0,994 exibindo mais uma vez 0,06 mol/l de 

aumento em Cbmax para a mesma variação de 0,3 mol/l em Cain. Este comportamento se 

repete até Cain = 5,1 mol/l, com respectivo Cbmax = 1,111 mol/l. 

Este fenômeno pode ser explicado pelo fato do ciclopentadieno (A) alimentado ao 

reator, não ser totalmente convertido em ciclopentanol (B), porque parte deste reagente é 

convertido em diciclopentadieno (D), de acordo com a Eq.(51). Além disso, uma parcela do 

ciclopentanol (B) formado é convertido em ciclopentanodiol (C), fazendo com que os 

incrementos praticados em A não sejam integralmente convertidos em B. Entretanto, o 

presente trabalho procura focar na conversão de A em B, e mesmo com essa consideração, a 

partir do balanço de massa, os efeitos indiretos das outras reações são levados em conta. 
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A Figura 14 e Figura 15 mostram o comportamento de Cb e do ganho de Cb, 

respectivamente, frente às variações em Cain avaliadas. 

 

Figura 14: Cb x F/V para cinco diferentes concentrações de A na entrad a (Cain ). 

 

O efeito de Cain sobre Cb é, basicamente, o de deslocamento da curva de Cb x F/V, 

conforme Figura 14. Quanto maior for o valor de Ca alimentado no reator, maior será Cb na 

saída, salvo os efeitos da temperatura e das reações que ocorrem em paralelo. 

 

Figura 15: Ganhos do processo para as concentrações  de A na entrada ( Cain ). 
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O ganho de Cb não sofre grandes mudanças em seu perfil com as variações em Cain, 

invertendo de sinal a partir de F/V=53h-1, como se pode observar nos perfis grafados na Figura 

15. 

 Assim como exposto para o estudo da temperatura, superfícies foram geradas para 

auxiliar no entendimento do comportamento de Cb frente aos valores de Cain testados. A 

Figura 16 mostra os perfis de Cb para cada Cain avaliado, sendo possível notar que a 

inclinação da curva antes e após o pico de concentração de B, não varia. A diferença fica 

apenas na dimensão da curva, que aumenta na medida em que aumenta o valor de Cain. 

 Para o estudo do ganho, na Figura 17, é possível notar uma manutenção de 

regularidade nos perfis para cada Cain, comportamento antecipado na Figura 15. 

 

Figura 16: Cb em função de F/V e concentração de A na entrada ( Cain ). 
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Figura 17: Ganhos do processo em função de F/V e concentração de A na entrada ( Cain ). 

 

A partir da análise dos resultados e considerando que para maiores valores de Cain 

pode-se alcançar maiores valores de Cbmax, sem contudo exigir maior vazão de alimentação, 

a concentração do componente A de entrada (Cain) de 5,1 mol/l foi adotada para os testes 

posteriores. 

 

4.1.2. Região de estudo e considerações adotadas pa ra o processo 

 

Divisão da curva de Cb x F/V 
O processo estudado possui comportamento bem peculiar, apresentando um máximo 

de concentração de B. Com este perfil, é possível distinguir duas regiões, separadas pelo pico 

de concentração situado em F/V=53h-1. A primeira região é o lado esquerdo da curva, com 

perfil ascendente, compreendida na região de F/V < 53h-1. A segunda região é o lado direito da 

curva, com perfil descendente, situada na região de F/V > 53h-1, conforme visto na Figura 18. 

O ganho de processo ( )/
Cb

F V
∂

∂
 possui sinal diferente para cada região da curva, 

sendo positivo para o lado esquerdo e negativo para o lado direito. A Figura 19 detalha esta 

observação. 

Levando em conta estas características, foram adotados dois estados estacionários de 

referência para o estudo do processo, sendo um em cada lado do pico de concentração. 

O objetivo da divisão é caracterizar cada lado da curva, avaliando seu comportamento 

dinâmico, em razão de seus ganhos com sinais opostos e magnitudes variando com F/V. 
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Figura 18: Divisão da curva de Cb x F/V. 

 

 

Figura 19: Variação do ganho  ( )/
Cb

F V
∂

∂
. 
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Definição de estados estacionários de referência, setpoint  (SP) 

atingível e inatingível 

Para ambos os lados da curva (Figura 18) foram selecionados estados estacionários de 

referência para os cálculos de variáveis desvio. 

Na notação a seguir, F/Vref, Ca_ssref e Cb_ssref são admitidos como a razão entre a 

vazão de alimentação e o volume do reator, a concentração do componente A e do 

componente B, no estado estacionário de referência, respectivamente. 

Considerando o lado direito, o estado estacionário de referência (Ref. LD) adotado foi: 

1115
ref

F
h

V
−  = 

  , 

_ 3,0870 /refCa ss mol l=
, 

_ 0,9768 /refCb ss mol l=  

Considerando o lado esquerdo, o estado estacionário de referência (Ref. LE) adotado 

foi: 

115
ref

F
h

V
−  = 

  , 

_ 1,0148 /refCa ss mol l=
, 

_ 0,7917 /refCb ss mol l=  

Ref. LD e Ref. LE podem ser vistos na Figura 20 indicados por uma seta. 

Tanto no lado direito, quando no esquerdo, foram testados dois setpoints. Um deles é 

fisicamente atingível pelo modelo, no valor de 0,90 mol/l, o outro é fisicamente inatingível no 

valor de 1,15 mol/l. A meta é avaliar a eficiência do algoritmo na busca pelo setpoint, seja ele 

atingível ou não. A referida eficiência está vinculada à velocidade e à estabilidade com a qual o 

algoritmo leva o sistema ao setpoint. A Figura 20 auxilia na visualização dos estados 

estacionários de referência e dos setpoints atingível e inatingível. 

 

Figura 20: Estados estacionários de referência e setpoints  considerados nos cenários 

estudados. 
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O uso de estados estacionários de referência diferentes em cada lado da curva, não 

traz prejuízo à solução do processo. No apêndice 3 há uma demonstração de que esta 

consideração não resulta em distorções nos resultados. 

As referidas considerações de divisão da curva de Cb x F/V, definição de estados 

estacionários de referência e setpoints, orientaram os estudos do processo conforme é 

discutido a seguir, começando pelo estudo dos zeros e polos. 

 

Definição dos cenários para testes  

Para fins de comparação de desempenho, o algoritmo MPC adaptativo, o MPC linear e 

o controlador PID são avaliados submetendo-os a uma busca por setpoints atingível e 

inatingível. 

Para o lado direito da curva, dois cenários foram gerados, considerando o SP atingível 

e o inatingível. O mesmo foi feito para o lado esquerdo da curva, totalizando quatro cenários. A 

Tabela 4 sumariza os diferentes cenários de comparação. 

 

Tabela 4: Descrição dos cenários para testes 

Cenário  Descrição Sigla 

1 Lado Direito da curva com SP Atingível LDSA 

2 Lado Direito da curva com SP Inatingível LDSI 

3 Lado Esquerdo da curva com SP Atingível LESA 

4 Lado Esquerdo da curva com SP Inatingível LESI 

 

Cada controlador foi simulado nos quatro cenários tendo os resultados comparados e 

discutidos. 

 

4.1.3. Zeros e Polos 

O comportamento dinâmico do processo foi inicialmente investigado avaliando os zeros 

e polos dos dois estados estacionários de referência adotados (Ref. LD e Ref. LE). 

Para tanto, o modelo de processo adotado foi convertido para modelo em espaço de 

estados e com auxílio do software Matlab® foram obtidas as funções de transferência nos 

estados estacionários. A partir delas, os zeros e polos foram calculados. A linearização do 
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modelo em espaço de estados está documentada no Apêndice 1, e a rotina utilizada para o 

cálculo das funções de transferência, zeros e polos foi disponibilizada no Apêndice 4. 

Iniciando por Ref. LD, a função de transferência entre Cb e F/V, zero e 

correspondentes polos ficam: 

 

2

0,9768 99,68
380 35360

Cb s
F V s s

− −=
+ +

 

 

1102,0Zero h−= −  e 

1

1
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168,2

h
Polos

h

−

−

−= 
−

 

 

A Figura 21 ilustra graficamente o zero e os polos calculados para Ref. LD. O zero é 

indicado por um (o) e os polos por (x). 

 

Figura 21: Polos e zero para Ref. LD. 

 

Considerando agora Ref. LE, a função de transferência entre Cb e F/V, zero e 

correspondentes polos ficam: 
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A Figura 22 ilustra graficamente o zero e os polos calculados para Ref. LE. O zero é 

indicado por um (o) e os polos por (x). 

 

 

Figura 22: Polos e zero para Ref. LE. 

 

Com essas informações, é possível notar que Ref. LD é estável por apresentar polos 

negativos e, em função do zero também negativo, não possui resposta inversa. Em relação a 

Ref. LE, embora o processo nessa região também tenha polos negativos representando 

estabilidade, a presença de um zero positivo indica resposta inversa. 

A Figura 23 e a Figura 24 mostram a evolução do zero e dos polos da função de 

transferência entre Cb e F/V, ao longo de uma ampla faixa de F/V. Note que para o caso dos 

zeros (Figura 23), o sistema exibe zero positivo até F/V = 53h-1, após esse valor, os zeros são 

negativos indicando que não há mais resposta inversa. No caso dos polos (Figura 24) todos os 

pares são negativos ao longo da faixa de F/V avaliada. Note também que na medida em que
 F/V aumenta, os polos se tornam ainda mais negativos (deslocando-se para a esquerda do 

eixo real), indicando que para maiores valores de F/V, a resposta do sistema será mais rápida. 
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Figura 23: Zeros da função de transferência em funç ão da razão F/V. 

 

  

Figura 24: Polos da função de transferência em funç ão da razão F/V. 
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4.2. Algoritmo MPC adaptativo 

4.2.1. Erro de modelagem 

Admitindo um dado instante de tempo k, o erro de modelagem interpretado como 

distúrbio (d) é caracterizado pela diferença entre o valor da variável controlada medida na 

planta (Cbplanta) e o valor da mesma variável calculada pelo modelo (Cbmodelo), no referido 

instante k: 

= − mod( ) ( ) ( )planta elod k Cb k Cb k  (72) 

 

4.2.2. Modelo interno adotado 

O modelo interno utilizado no algoritmo MPC adaptativo foi obtido em etapas. A 

primeira delas foi a determinação do estado estacionário que, para o reator de van de Vusse 

isotérmico, pode ser determinado analiticamente da seguinte forma: 

No estado estacionário, as equações (56) e (57) ficam:  

 

( ) 2
1 30

F
Cain Ca k Ca K Ca

V
= − − −  (73) 

1 20
F

Cb k Ca k Cb
V

= − + −  (74) 

 

Em particular, a Eq.(73) leva a uma expressão quadrática em Ca: 

 

2
3 1 0s s

s s

F F
k Ca k Ca Cain

V V
 − + − − + = 
 

 

 

Na equação acima o subscrito “s” indica valor no estado estacionário. Calculando a 

solução da equação quadrática, considerando apenas a solução positiva (para este caso, a 

solução negativa não possui significado físico), é obtido o valor da concentração de A no 

estacionário (Cas), como indicado na Eq.(75). Substituindo Cas na Eq.(74), resulta na 

concentração de B no estacionário (Cbs), conforme Eq.(76) (BEQUETTE, 2003). 

 

2

1 1 3

3
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2

s s s

s

F F F
k k k Cain

V V V
Ca

k

   − + + + +   
   =  

(75) 
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1

2

s
s

s

k Ca
Cb

F
k

V

=
 + 
 

 (76) 

 

Em seguida, na segunda etapa, foi realizada a linearização do modelo do processo em 

espaço de estados descrito pelas Eq.(56) e Eq.(57), cuja estrutura obtida está transcrita abaixo: 

( ) ( ) ( ) ( ) ( )

( ) ( )

x t A t x t B t u t

y t Cx t

= +
 =

&
  

As matrizes A  e B  são variantes no tempo, pois são dependentes de ( )u t  e do 

respectivo estado estacionário ( )x t . O detalhamento desta transformação poderá ser visto no 

Apêndice 1. 

 A terceira etapa de obtenção do modelo consiste em resolvê-lo analiticamente na forma 

de sistema discreto de dados amostrados. A partir das matrizes A  e B , obtidas no modelo 

em espaço de estados, é possível estimar uma variável de estado, resolvendo analiticamente a 

equação dinâmica linear heterogênea para cada intervalo de tempo de amostragem, 

transformando o sistema contínuo em um sistema discreto de dados amostrados. O vetor de 

estados estimados, simbolizado por “x”, fica na forma: 

ˆ ˆ( 1) ( ) ( ) ( ) ( )x k A k x k B k u k+ = +  (77) 

Sendo ( 1)x k +  o estado estimado para o instante de tempo (k+1); ˆ ( )A k  e ˆ ( )B k , são as 

transformações das matrizes A  e B  do espaço de estados, modificadas pela solução 

analítica no instante de tempo k e a variável ( )u k  é a variável manipulada do processo, no 

mesmo instante k. O detalhamento desta solução foi disponibilizado no apêndice 2. Neste 

ponto vale ressaltar que a solução analítica também é função da razão F/V. 

 Como a variável controlada (Cb) é fortemente afetada pela razão F/V, já constatado no 

estudo do comportamento estacionário do processo, pensou-se em adaptar o modelo de forma 

que fosse possível levar em conta as variações promovidas por F/V. Sendo assim, a cada novo 

valor de F/V alimentado ao processo, este seria utilizado para atualizar o modelo, melhorando 

a qualidade das predições para o MPC. Essa atualização acontece especificamente nas 

matrizes A  e B , do modelo em espaço de estados e na solução analítica, conforme indicados 

a seguir. 

 Supondo que um novo valor de F/V seja alimentado ao processo, este é utilizado para 

gerar as matrizes A  e B , conforme deduzido no apêndice 1. Para melhor explicitar a 

adaptação do modelo, as formas das matrizes foram transcritas do apêndice 1, e expostas 
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abaixo. Importante notar que Cas e Cbs, também são dependentes de F/V, e são calculados 

previamente pelas Eq.(75) e Eq.(76). 

1 3

1 2

2 0s

F
k k Ca

VA
F

k k
V

 − − − 
=  
 − −
  

 

s

s

Cain Ca
B

Cb

− 
=  − 

 

 Na sequência, as matrizes A  e B  obtidas são utilizadas na solução analítica 

(Apêndice 2), e em conjunto com o valor vigente de F/V são substituídos na Eq.(77) resultando 

em uma nova estimativa de Cbmodelo. 

A Figura 25, resume o processo de adaptação do modelo. 

 

MODELO ADAPTADO

(F/V) ESPAÇO DE ESTADOS
A, B

SOLUÇÃO ANALÍTICA
Â, B, (F/V) Cbmodelo

A, B

 

Figura 25: Esquema do modelo adaptado para o MPC. 

 

O modelo adaptado fornecerá para cada novo valor de F/V uma estimativa de Cbmodelo 

mais aderente ao processo real, já que as matrizes A  e B , assim como a solução analítica, 

são atualizadas. Esta linearização ao longo da trajetória permite entregar ao algoritmo MPC 

predições com melhor qualidade. 

 

4.2.3. Formulação do controlador 

A premissa de controle adotada para a formulação foi de minimização do erro entre o 

valor predito (Cbmodelo) e a trajetória de referência (setpoint), com mínimo de oscilação. A 

minimização foi conduzida de modo a contemplar o erro entre o valor de Cb medido na planta 

(Cbplanta) e o correspondente valor predito pelo modelo (Cbmodelo), sendo essa diferença 

considerada como distúrbio (d). Além disso, a intensidade das ações de controle calculadas 

pela otimização, são ponderadas na função objetivo. Assim, de modo simultâneo, o algoritmo 

visa levar o processo até sua trajetória de referência, considerando erros de modelagem 

através do distúrbio, bem como dosando as ações de controle para promover uma transição do 
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ponto operacional vigente até o ponto de referência (trajetória de referência), de maneira 

suave. 

Assim, a função objetivo (FObj) foi construída da seguinte forma: 

( )2
2

mod
1 1

ˆ ( ) ( ) ( )
Hp Hc

elo referência
i i

FObj Cb i Cb i Sm u i
= =

= − + ∆∑ ∑
 

(78) 

Sendo: 

mod mod
ˆ

elo eloCb Cb d= + , valor predito pelo modelo corrigido pelo distúrbio; 

referênciaCb , trajetória de referência. Nos testes, foi admitido como um valor constante 

(setpoint); 

Sm , fator de supressão de movimento, usada para equilibrar as ações de controle 

calculadas; 

u∆ , ação de controle calculada pela otimização ao longo do horizonte de controle Hc. 

Vale lembrar que da teoria de controle preditivo, o vetor u∆  tem dimensão Hc, sendo assim o 

elemento ( 1)u Hc∆ +  será zero e se repetirá até alcançar dimensão Hp (Hp>Hc). 

 

Para a minimização da função objetivo, realizada em Matlab®, foram considerados os 

seguintes limites para a variável de otimização: 

1
min 30u h−∆ = − , para o valor mínimo; 

1
max 65u h−∆ = , para o valor máximo. 

Estes limites foram configurados com valores diferentes apenas por comodidade, mas 

poderiam ser iguais em módulo sem nenhum problema. 

 

Em linhas gerais, o fluxo de dados pelo algoritmo poderia ser resumido conforme os 

passos indicados abaixo: 

 

1. A partida do algoritmo exige que sejam fornecidos: a trajetória de referência (setpoint); 

os parâmetros do controlador (Hc, Hp, Sm e Ta); e estimativas iniciais para a variável 

manipulada (razão F/V), Cbmodelo e distúrbio (d). Inicialmente, F/V e Cbmodelo são iguais 

aos valores no estado estacionário de referência. Para o caso do distúrbio, é admitido 

como zero na partida, pois não haveria dado anterior para estimá-lo; 

2. Os dados fornecidos na etapa anterior entram na função objetivo, onde ocorre a 

otimização que visa minimizar a diferença entre o valores preditos pelo modelo e o 

setpoint fornecido. A minimização acontece a partir de iterações realizadas em 

( / )F V∆  gerando ao final do procedimento um vetor de ( / )F V∆  ótimo com 

dimensão Hc.; 



62 

 

3. O primeiro elemento desse vetor é somado ao valor vigente de F/V para ser aplicado 

na planta e no modelo adaptado, gerando as repostas Cbplanta e Cbmodelo; 

4. Agora, Cbplanta e Cbmodelo, podem ser utilizados para estimar d, que é posteriormente 

alimentado à função objetivo; 

5. Neste momento, com valores atualizados de Cbplanta, Cbmodelo e d, o ciclo recomeça da 

etapa 1, com o novo valor de F/V sendo utilizado da etapa anterior. 

 

A Figura 26 mostra um esquema para o entendimento do fluxo de dados do algoritmo. 

 

 

Figura 26: Esquema da formulação do MPC adaptativo.  

 

4.3. Aplicação do MPC adaptativo sobre o processo 

4.3.1. Pré-sintonia do MPC 

A sintonia do MPC seguirá o procedimento indicado na seção 2.3.1, assim: 

 

Passo 1: Seguindo a recomendação da literatura, o horizonte do modelo foi admitido 

como Hm=20; 

Passo 2: A Figura 27 ilustra a resposta do componente “B” (ciclopentanol) em relação 

ao degrau unitário na razão entre a vazão de alimentação e o volume do reator F/V, partindo do 

estado estacionário indicado na Figura 27 como CbEE1. 
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Figura 27: Resposta de Cb a um degrau unitário em F/V. 

 

A partir da análise da Figura 27, o tempo de 0,12h será admitido como sendo o tempo 

de estabilização (Te). 

Passo 3: O tempo de amostragem (Ta) de acordo com Eq.(50) será: 

= = =0,12
0,006

20
Te

Ta h
Hm

  

Passo 4: Ainda pela Figura 27, é possível notar que o valor inicial de concentração do 

componente “B” ( )1EECb  é 0,825 e que seu valor no novo estado estacionário ( )2EECb  é 

aproximadamente 0,848 mol/l. A diferença entre esses dois valores fornece a variação total na 

variável controlada, obtida com o degrau. O tempo no qual 60% dessa diferença é alcançada é 

conhecido como 60t . 

Portanto: 

1 0,825 /EECb mol l=   e  2 0,848 /EECb mol l=   

− =1 2 0,023EE EECb Cb mol l   

( )1 20,6 0,014EE EECb Cb mol l− =   

Assim, o valor da concentração de “B” em 60t  é: 

60 0,825 0,014 0,839 /Cb mol l= + =   
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O tempo que corresponde a 60Cb  na Figura 27 é aproximadamente =60 0,033t h . 

Com 60t , e usando a Eq.(48), a estimativa para o horizonte de controle é: 

= 60Hc Ta t  �
 

60 0,03
5

0,006
t

Hc
Ta

= = =   

Passo 5: O horizonte de predição é obtido pela Eq.(49): 

20 5 25Hp Hm Hc= + = + =   

Passo 6: No exemplo tratado neste trabalho, as variáveis envolvidas (manipulada e 

controlada) não foram escalonadas. Sendo assim, a estimativa para Sm foi realizada por 

tentativa e erro. Sendo admitido o valor inicial de Sm=0,001. 

 

A Tabela 5 a seguir resume a pré-sintonia utilizada no MPC adaptativo. 

 

Tabela 5: Parâmetros do controlador pré-sintonizado s 

Parâmetros 
Valores  

Pré-sintonizados 

Horizonte de controle (Hc) 5 

Horizonte de predição (Hp) 25 

Tempo de amostragem (Ta) 0,006 h 

Supressão de movimento (Sm) 0,001 

 

Antes de proceder aos testes em malha fechada, a sensibilidade do algoritmo MPC 

adaptativo foi investigada, frente aos parâmetros pré-sintonizados. A próxima seção se dedica 

a esta investigação. 

 

4.3.2. Análise de sensibilidade do MPC adaptativo e m relação aos 

parâmetros do controlador 

Nesta seção é avaliado o efeito que os parâmetros do controlador têm sobre o 

desempenho do MPC adaptativo. Para avaliação dos parâmetros, o cenário 3 (Lado Esquerdo 

da curva com SP Atingível) foi selecionado por estar em uma região do processo com maior 

não linearidade, dentre os cenários estudados. A Figura 19 mostra que os ganhos estáticos do 

lado esquerdo variam com mais intensidade, quando comparados aos ganhos do lado direito, e 

nesta condição o algoritmo adaptativo poderia ser melhor avaliado. 

A condição original dos parâmetros do MPC adaptativo, neste cenário, está 

documentada na Tabela 6 a seguir. 
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Tabela 6: Condição original dos parâmetros no MPC a daptativo, cenário 3 (LESA) 

Condição original - cenário 3 

Horizonte de controle (Hc) 5 

Horizonte de predição (Hp) 25 

Tempo de amostragem (Ta) [h] 0,006 

Supressão de movimento (Sm) 0,001 

setpoint (SP) [mol/h] 0,9 

 

A partir desses valores, todos os parâmetros foram variados em no mínimo 40% para 

mais e para menos. A priori o número de simulações (nsim - que não é um parâmetro do MPC), 

não será objeto de interesse no estudo, mas no caso da avaliação do parâmetro Ta, pode ser 

necessário que varie conforme relatado mais adiante. 

 

4.3.2.1. Variação de Hc 

O valor calculado para este parâmetro na sintonia foi de 5. A Tabela 7 mostra os 

valores testados, respeitando a variação proposta anteriormente. 

 

Tabela 7: Variação em Hc 

Valores testados 

Horizonte de controle (Hc) 

7 

6 

5 

4 

3 

 

Para cada valor de Hc testado foi gerada uma curva de reposta de Cb, e ao fim, todas 

as curvas foram agrupadas em um único gráfico. A Figura 28 mostra o perfil de Cb em função 

das variações impostas em Hc. 

Os testes variando este parâmetro não causaram alterações significativas em Cb. 

Mesmo ampliando a região de descolamento entre as curvas, na região de pico de 

concentração (overshoot), a variação em Cb foi muito pequena. 
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Figura 28: Comportamento da concentração de “B” com  variação em Hc. 

 

As ações de controle e distúrbio, também foram avaliadas e os gráficos estão expostos 

na Figura 29 e Figura 30, respectivamente. A variação em Hc também não resultou em 

alteração significativa nestas variáveis. 

 

Figura 29: Comportamento das ações de controle com variação em Hc. 
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Figura 30: Comportamento do distúrbio com variação em Hc. 

 

4.3.2.2. Variação de Hp 

O valor calculado na sintonia foi de 25. Assim como no estudo de Hc, a Tabela 8 

mostra os valores testados para Hp. 

 

Tabela 8: Variação em Hp 

Valores testados 

Horizonte de predição (Hp) 

35 

30 

25 

20 

15 

 

Para cada valor de Hp avaliado foi gerada uma curva de resposta de Cb. Ao final dos 

testes, todas as curvas foram agrupadas na Figura 31 a seguir. Os resultados para variação 

em Hp, de modo similar ao observado para Hc, não promoveram variações substanciais em 

Cb, nem nas ações de controle indicadas na Figura 32 e distúrbio na Figura 33. 
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Figura 31: Comportamento da concentração de “B” com  variação em Hp. 

 

 

Figura 32: Comportamento das ações de controle com variação em Hp. 
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Figura 33: Comportamento do distúrbio com variação em Hp. 

 

4.3.2.3. Variação de Sm 

O valor admitido na sintonia foi de 0,001. A Tabela 9 mostra os valores testados para 

este parâmetro. 

 

Tabela 9: Variação em Sm 

Valores testados 

Supressão de movimento (Sm) 

0,0018 

0,0014 

0,001 

0,0006 

0,0002 

 

Ao contrário do observado para os parâmetros anteriores, a variação em Sm causa 

diferença na velocidade com que o controlador leva a variável controlada ao setpoint. Na 

medida em que os valores de Sm diminuem, a variável controlada chega mais rapidamente ao 

setpoint, com menos oscilação, conforme pode ser visto na Figura 34.  
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Figura 34: Comportamento da concentração de “B” com  variação em Sm. 

 

Isto acontece porque a diminuição de Sm promove ações de controle mais agressivas 

devido à menor penalização da função objetivo, como pode ser visto na Eq.(78) e pelos perfis 

de ação de controle mais agressivos, na Figura 35. 

 

Figura 35: Comportamento das ações de controle com variação em Sm. 
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Obviamente, o distúrbio também sofreu modificações, de forma que menores valores 

de Sm resultaram em maiores valores de distúrbio, como mostra a Figura 36. Este 

comportamento é consequência das ações de controle mais agressivas. 

 

Figura 36: Comportamento do distúrbio com variação em Sm. 

 

4.3.2.4. Variação de Ta 

O valor calculado durante a sintonia foi de 0,006h. De modo a comparar o desempenho 

do controlador pelo mesmo período de tempo, o número de simulações (nsim) foi variado de 

forma que ao multiplicar pelo tempo de amostragem, resultasse no mesmo período de tempo. 

A Tabela 10 contém os valores testados de Ta com os correspondentes nsim e períodos de 

tempo  

Tabela 10: Variação em Ta 

Variação do tempo de amostragem ( Ta) 

Ta 

[h] 

nsim 

[adimensional] 

Ta nsim 

[h] 

0,01 24 0,24 

0,008 30 0,24 

0,006 40 0,24 

0,004 60 0,24 

0,002 120 0,24 
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Observando a variação de Ta na Tabela 10, o percentual de variação imposto a este 

parâmetro foi superior a 40%. Isto foi executado justamente para que o período de tempo 

avaliado em todos os testes resultasse em 0,24h. 

A Figura 37 mostra os resultados de Cb para as variações em Ta. Foi possível 

perceber que a variação deste parâmetro afetou não somente na oscilação da reposta, mas 

também evidenciou a presença de resposta inversa, bem peculiar nessa faixa de operação e já 

discutida em seções anteriores. 

Na medida em que Ta é reduzido, a resposta se torna menos oscilatória (com menor 

overshoot) e mais evidente é a resposta inversa. 

Os efeitos de mudanças em Ta, naturalmente também foram percebidos nas ações de 

controle, como mostra a Figura 38. Maiores valores de Ta representam ações de controle mais 

espaçadas, consequentemente, respostas do processo mais oscilatórias (neste caso, maior 

overshoot). Por outro lado, Ta menor resulta em ações de controle mais numerosas e, por 

consequência, respostas mais comportadas. Vale acrescentar que quanto maior for o número 

de ações de controle, maior será o esforço computacional requerido e também maior será o 

desgaste dos elementos finais de controle (válvulas, por exemplo). 

A Figura 39 exibe a evolução do distúrbio resultante das variações em Ta. Para o 

distúrbio, que foi assumido como o erro entre a planta e o modelo, o efeito de Ta é mais 

perceptível no início da simulação em função da presença da resposta inversa. Para menores 

valores de Ta, a resposta inversa é amplificada (a dinâmica é melhor captada) aumentando o 

erro entre a planta e o modelo. Na medida em que o tempo passa, as ações de controle mais 

numerosas se encarregam de manter a variável controlada mais próxima ao setpoint, com 

menos oscilação, diminuindo o erro e, por consequência, reduzindo o distúrbio. 

 

Figura 37: Comportamento da concentração de “B” com  variação em Ta 
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Figura 38: Comportamento das ações de controle com variação em Ta. 

 

 

Figura 39: Comportamento do distúrbio com variação em Ta. 
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compreender melhor seus efeitos no comportamento do processo, indicando que seus valores 

pré-estimados podem ser alterados, visando melhorias no desempenho do controlador. 

Os resultados da análise de sensibilidade foram levados em conta para a sintonia 

definitiva do MPC. Em seguida, a sintonia ajustada foi implementada em ambos os algoritmos 

MPC (linear e adaptativo) para posterior comparação. 

 

4.3.3. Sintonia do MPC 

A estimativa calculada para os parâmetros do controlador durante a pré-sintonia foi 

avaliada e os efeitos dos parâmetros serviram de base para a definição de uma sintonia 

definitiva.  

A resposta de Cb utilizando os parâmetros pré-sintonizados com o algoritmo MPC 

adaptativo, mostra que o controlador consegue atingir seu objetivo sem provocar grandes 

oscilações na variável controlada. Entretanto, observa-se que esta sintonia estabelece um 

overshoot na resposta, que poderia ser minimizado com um ajuste fino, orientado pela análise 

de sensibilidade da seção anterior. 

Dessa forma, Hc e Hp foram mantidos nos valores pré-sintonizados, já que a análise 

demonstrou que, dentro da faixa estudada, não promoveram melhoria no desempenho do 

controlador. 

Para o caso de Sm, foi confirmado que quanto menor fosse este parâmetro, mais 

agressivas seriam as ações de controle e mais rapidamente a variável controlada chegaria ao 

setpoint, conforme Figura 34. Sendo assim, levando em conta que uma das premissas do 

controlador é minimizar oscilações, o valor de Sm foi reduzido em 20%, indo para 0,0008. 

Em se tratando de Ta, o observado foi que menores valores desse parâmetro 

implicavam em redução de oscilação da resposta (e de overshoot), mas também evidenciava a 

resposta inversa. Portanto, para minimização do overshoot este parâmetro foi reduzido em 

aproximadamente 30%, indo para 0,004h. 

As alterações realizadas nos parâmetros Sm e Ta não seguiram critérios pré-

estabelecidos, apenas foram definidos valores baseados no conhecimento adquirido da análise 

de sensibilidade e testados por tentativa e erro. 

A nova sintonia e a original são apresentadas na Tabela 11. Ambas foram 

implementadas no algoritmo MPC adaptativo e testadas no mesmo cenário onde a análise de 

sensibilidade foi executada (cenário 3, Lado Esquerdo da curva com SP Atingível). 

Imprescindível atentar que os resultados obtidos são avaliados considerando a soma dos 

efeitos individuais dos dois parâmetros alterados. 
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Tabela 11: Comparação entre sintonia original e nov a. 

Comparação entre sintonias 

Parâmetros Sintonia original Sintonia Nova 

Horizonte de controle (Hc) 5 5 

Horizonte de predição (Hp) 25 25 

Tempo de amostragem (Ta) [h] 0,006 0,004 

Supressão de movimento (Sm) 0,001 0,0008 

 

 

O pico de concentração observado na sintonia original (Cbmax1) e que caracteriza o 

overshoot, acontecia em Cbmax1 = 0,9022 mol/l. Com a nova sintonia este pico (Cbmax2) foi de 

Cbmax2 = 0,9008 mol/l. 

Definindo o overshoot da sintonia original como OS1, e para sintonia nova como OS2, 

sendo SP = 0,9 mol/l, tem-se: 

11 max 0,9022 0,9 0,0022OS Cb SP= − = − =  

22 max 0,9008 0,9 0,0008OS Cb SP= − = − =  

 Calculando a redução em porcentagem do OS, chega-se a: 

1 2 0,0022 0,0008
100 100 63,64%

1 0,0022
OS OS

OS
  − −   = =     

      
. 

 

A Figura 40 mostra a diferença entre os overshoots para as duas sintonias. 

 

Figura 40: Overshoot  com a sintonia original (OS1) e sintonia nova (OS2 ). 
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A diminuição do overshoot vem acompanhada de um deslocamento da curva de 

resposta de Cb para a direita, conforme pode ser visto na Figura 41, provavelmente causada 

pelos efeitos somados das mudanças em Sm e Ta. Apesar deste deslocamento, a 

estabilização da resposta acontece aproximadamente no mesmo instante da estabilização da 

resposta para a sintonia original, com a vantagem de diminuição da oscilação. 

 

 

Figura 41: Comportamento de Cb frente às duas sintonias. 

 

É Interessante notar que no caso das ações de controle tanto a diminuição em Sm 

quanto em Ta amplificam as ações, justificando o perfil mais agressivo da nova sintonia na 

Figura 42. 

Em relação ao distúrbio, a redução de Sm e Ta também tem efeito amplificador, 

conforme Figura 43, onde é possível ver um ligeiro aumento no pico do distúrbio. Entretanto, 

como está diretamente relacionado ao valor medido na planta pela Eq.(72), o deslocamento da 

resposta de Cb também promove um deslocamento do distúrbio para a direita, provocado pelos 

efeitos simultâneos de Sm e Ta. 

Testes realizados com valores inferiores de Ta e Sm mostraram que a resposta de Cb 

se tornaria mais lenta, embora também minimizassem o overshoot. Note também que para a 

nova sintonia, o tempo de subida é ligeiramente maior, caracterizando diminuição da 

velocidade de resposta de Cb. Ainda assim, a nova sintonia indicada na Tabela 11, 

proporcionou diminuição do overshoot, sem contudo, diminuir demasiadamente a velocidade 

de resposta de Cb. Por essa razão, foi adotada a partir daqui para os demais estudos. 
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Figura 42: Comportamento das ações de controle fren te às duas sintonias. 

 

 

Figura 43: Comportamento do distúrbio frente às dua s sintonias. 

 

Na seção seguinte o algoritmo MPC adaptativo é comparado ao MPC linear com base 

em simulações executadas nos quatro cenários apresentados na seção 4.1.2. 
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4.3.4. Comparação com MPC linear 

 

Os algoritmos MPC linear (convencional) e adaptativo foram confrontados a partir de 

simulações em cenários diferentes. 

A sintonia praticada pelos dois algoritmos MPC foi definida na seção anterior, a partir 

de melhoramentos motivados pela análise de sensibilidade dos parâmetros do controlador. 

O tempo de simulação total para ambos os algoritmos foi de 5 h, no qual o processo se 

estabeleceu por completo em seu novo estado estacionário. Entretanto, nos gráficos são 

observados tempos de simulação diferentes, orientados pela diferença de comportamento do 

processo em malha fechada, inerente aos cenários. Nos cenários avaliados, o transiente durou 

no máximo 0,35 h, sendo este o caso do cenário 1 a seguir. Para melhor comparação foi 

definido o tempo de simulação em 0,5 h para a exibição dos resultados nos gráficos. No caso 

especial do cenário 2, onde o comportamento do processo necessitou de observação mais 

detalhada, o tempo foi até 0,25 h 

Para os cenários 1 e 2, avaliados no lado direito da curva, o estado estacionário de 

referência e ponto de partida dos algoritmos foi o Ref.LD. Analogamente para os cenários 3 e 

4, estudados no lado esquerdo da curva, o estado estacionário de referência e ponto de partida 

dos algoritmos foi o Ref.LE. Estes estados foram detalhados na seção 4.1.2. 

 

4.3.4.1. Cenário 1 – MPC adaptativo e MPC linear ap licados no 

Lado Direito da curva, com SP Atingível (LDSA). 

Conforme Figura 20, para alcançar o setpoint de 0,90 mol/l, partindo do ponto de 

referência à direita da curva (Ref. LD), o controlador deve aumentar F/V a cada instante de 

tempo já que o ganho de Cb em relação à F/V nessa região é negativo 
( ) 0

/
Cb

F V

 ∂ <  ∂ 
 

(Figura 19). Os dois controladores realizam esta ação corretamente. 

 

O desempenho dos dois tipos de MPC é bastante similar, ambos atingem o setpoint ao 

mesmo tempo, aproximadamente, conforme pode ser visto na Figura 44. As ações de controle 

também tiveram perfis muito próximos. Ao avaliar o lado direito da curva, Cb se mostra 

aproximadamente linear quando 90 < F/V < 150. A Figura 19 mostra que valores de F/V a partir 

de 90 h-1 apresentam ganhos negativos e aproximadamente constantes, reforçando o 

comportamento linear. 

Como o intervalo de variação de F/V calculado pelos controladores está compreendido 

entre 115 e 145 h-1 (Figura 45), e dessa forma, dentro da faixa de comportamento linear do 

processo, a adaptação implementada no algoritmo do MPC adaptativo não teve efeito 

expressivo. Sendo então, neste caso, equivalente ao MPC linear. 
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A divergência fica apenas no que diz respeito ao distúrbio, que no caso do MPC 

adaptativo, teve o valor calculado pelo modelo ligeiramente maior que o valor medido na 

planta. Isto justificaria o sinal negativo, conforme Figura 46. 

 

Figura 44: MPC adaptativo e MPC linear no cenário 1  (LDSA), variável controlada ( Cb) e 

SP. 

 

 

Figura 45: MPC adaptativo e MPC linear no cenário 1  (LDSA), ações de controle. 
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Figura 46: MPC adaptativo e MPC linear no cenário 1  (LDSA), distúrbio. 

 

4.3.4.2. Cenário 2 – MPC Adaptativo e MPC linear ap licados no 

Lado Direito da curva, com SP Inatingível (LDSI) 

Conforme Figura 20, para alcançar o setpoint de 1,15 mol/l, partindo do ponto de 

referência à direita da curva (Ref. LD), o controlador deverá diminuir F/V a cada instante de 

tempo já que o ganho de Cb em relação à F/V nessa região é negativo 
( ) 0

/
Cb

F V

 ∂ <  ∂ 
 

(Figura 19). 

Os dois tipos de MPC calculam ações de controle no sentido de diminuir F/V, 

entretanto, a partir de valores inferiores a F/V = 53 h-1, o comportamento do processo muda e o 

ganho do processo inverte de sinal (Figura 19). 

Neste cenário o MPC adaptativo se mantém estável, com um offset constante, mesmo 

sem atingir a meta (Figura 47). Isto porque a adaptação do algoritmo auxilia na “interpretação” 

do comportamento do processo, à medida que F/V varia. Por outro lado, o MPC linear 

instabiliza, por não considerar variações de F/V em seu modelo interno, assim, erra bastante a 

partir de valores de F/V inferiores a 53 h-1. Como resultado, a diferença entre o valor medido na 

planta e valor predito pelo modelo aumenta, para o MPC linear, uma vez que não leva em 

conta a inversão de ganho. 
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Figura 47: MPC adaptativo e MPC linear no cenário 2  (LDSI), variável controlada ( Cb) e 

SP. 

 

A Figura 48 mostra claramente como as ações de controle do MPC linear se perdem ao 

ultrapassar o valor de F/V = 53 h-1. O modelo não prevê a inversão de ganho e continua 

indicando que o controlador deverá reduzir F/V para atingir o setpoint, que neste caso é 

inatingível fisicamente. Como resultado, com valores de F/V pequenos, a planta se encontra 

numa faixa de ganho positivo enquanto que o modelo ainda prevê ganho negativo, gerando 

diferenças (distúrbio) cada vez maiores como se pode ver na Figura 49. 

O MPC adaptativo trata a inversão de ganho de forma diferente, pois vai reduzindo F/V 

até que Cb atinja valores próximos à região de pico de concentração, onde o ganho de 

processo seria zero (ou algo em torno disso). Nessa região, como o ganho do processo é 

aproximadamente nulo, o algoritmo de otimização, visando a minimização da função objetivo, 

reduz ∆u para valores cada vez menores, fazendo com que a razão F/V fique praticamente 

constante. O resultado dessa ação é o estabelecimento de um offset constante entre o setpoint 

inatingível e a planta (Cb-MPC adaptativo), conforme Figura 47. Este offset sempre irá existir, 

uma vez que o setpoint é inatingível fisicamente. 

A partir da Figura 47, é possível notar também uma diferença entre a concentração 

máxima de Cb atingível (Cbmax), obtida no pico de concentração, e a planta, evidenciando um 

segundo offset. Neste caso, seria possível reduzir este offset utilizando métodos de otimização 

que avançassem mais do que o método do gradiente (empregado no presente trabalho) na 

busca pela solução, como por exemplo, métodos que fizessem uso da matriz hessiana. Assim, 

seria possível obter uma solução na otimização sem penalizar tanto as ações de controle (∆u). 

Outra forma de minimizar este offset, seria a partir da redução direta do fator de supressão de 

movimento (Sm). 
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Figura 48: MPC adaptativo e MPC linear no cenário 2  (LDSI), ações de controle. 

 

Após a região de inversão de ganho, onde o MPC adaptativo estabiliza, a diferença 

entre o valor medido de planta e o predito pelo modelo também se torna constante, refletindo 

no perfil do distúrbio da Figura 49. 

 

 

Figura 49: MPC adaptativo e MPC linear no cenário 2  (LDSI), distúrbio. 

0 0.05 0.1 0.15 0.2 0.25
-20

0

20

40

60

80

100

120

Tempo de simulação [h]

A
çõ

es
 d

e 
co

nt
ro

le
 (

F
/V

) 
[1

/h
]

 

 

MPC adaptativo

MPC linear

0 0.05 0.1 0.15 0.2 0.25
-0.35

-0.3

-0.25

-0.2

-0.15

-0.1

-0.05

0

0.05

Tempo de simulação [h]

D
is

tú
rb

io
 [

m
ol

/h
]

 

 

Distúrbio - MPC adaptativo

Distúrbio - MPC linear



83 

 

4.3.4.3. Cenário 3 – MPC Adaptativo e MPC linear ap licados no 

Lado Esquerdo da curva, com SP Atingível (LESA). 

Na Figura 20, para alcançar o setpoint de 0,90 mol/l, partindo do ponto de referência à 

esquerda da curva (Ref. LE), o controlador deverá aumentar F/V a cada instante de tempo, já 

que o ganho de Cb em ração a F/V nessa região é positivo 
( ) 0

/
Cb

F V

 ∂ >  ∂ 
 (Figura 19). Os 

dois controladores realizam esta ação corretamente. 

Neste cenário também é possível distinguir o desempenho dos dois tipos de MPC. 

Ainda que ambos atinjam o setpoint, o tempo necessário para isso é ligeiramente diferente, 

conforme pode ser visto na Figura 50. O MPC adaptativo chega ao setpoint de forma mais 

rápida, porém, gera um pequeno overshoot (minimizado no refinamento da sintonia, mas ainda 

existente). As diferenças nos perfis das ações de controle, conforme Figura 51, estão 

relacionadas ao modo como os modelos internos adotados geram as predições. 

O MPC linear exibe comportamento conservador, quando comparado ao adaptativo, 

apresentando ações de controle mais brandas, requerendo mais tempo para atingir o setpoint. 

Ao avaliar o lado esquerdo da curva, é possível notar que a concentração de “B” é 

aproximadamente linear quando F/V < 10. Para a o intervalo 10 < F/V < 53 h-1, há variação de 

ganho, caracterizando a não linearidade. É justamente neste intervalo que este cenário foi 

testado, justificando o desempenho do MPC adaptativo apesar do overshoot. 

Assim como no cenário 1, os distúrbios para os dois tipos de MPC apresentam certa 

simetria. Desta vez o distúrbio do MPC linear apresentou valor negativo, indicando que o valor 

calculado pelo modelo foi ligeiramente maior que o valor medido na planta (Figura 52). 

 

Figura 50: MPC adaptativo e MPC linear no cenário 3  (LESA), variável controlada ( Cb) e 

SP. 
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A Figura 51 mostra os perfis das ações de controle tanto para o MPC linear quanto 

para o adaptativo. 

 

Figura 51: MPC adaptativo e MPC linear no cenário 3  (LESA), ações de controle. 

 

Figura 52: MPC adaptativo e MPC linear no cenário 3  (LESA), distúrbio. 
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4.3.4.4. Cenário 4 – MPC Adaptativo e MPC linear ap licados no 

Lado Esquerdo da curva, com SP Inatingível (LESI). 

Para alcançar o setpoint de 1,15 mol/l, pela Figura 20 e partindo do ponto de referência 

à esquerda da curva (Ref. LE), o controlador deverá aumentar F/V a cada instante de tempo já 

que o ganho de Cb em ralação a F/V nessa região é positivo 
( ) 0

/
Cb

F V

 ∂ >  ∂ 
. Os dois tipos 

de MPC calculam ações de controle no sentido de aumentar F/V, entretanto, a inversão do 

ganho que ocorre a partir de valores superiores a F/V = 53 h-1, aparece como um complicador. 

Assim como ocorre no cenário 2, o MPC adaptativo se mantém estável mesmo sem 

atingir a meta (Figura 53), com um offset constante (e esperado) entre o setpoint inatingível e a 

planta (Cb-MPC adaptativo). Mais uma vez, este comportamento pode ser creditado à 

adaptação do modelo interno. 

Ainda pela Figura 53, também foi sinalizado o valor máximo de Cb alcançável (Cbmax), 

revelando o offset entre Cbmax e a planta. Para a redução deste offset, tanto a substituição do 

algoritmo de otimização quanto a alteração no parâmetro de supressão de movimento (Sm) 

poderiam ser utilizados. Esta última alternativa foi empregada e pode ser constatada 

qualitativamente na Figura 54, onde o parâmetro Sm foi zerado e uma ligeira redução do offset 

foi percebida. 

 

 

Figura 53: MPC adaptativo e MPC linear no cenário 4  (LESI), variável controlada ( Cb) e 

SP. 
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Figura 54: MPC adaptativo e MPC linear no cenário 4  (LESI) – Teste do MPC adaptativo 

com Sm=0 para redução de offset . 

 

O MPC linear, como já era esperado, não estabiliza na medida em que a não 

linearidade aumenta, calculando ações de controle cada vez maiores (Figura 55), elevando o 

erro entre planta e modelo e, consequentemente, elevando o valor do distúrbio (Figura 56). 

Portanto, mesmo sem atingir o setpoint, o MPC adaptativo teve melhor desempenho 

por não instabilizar o processo. 

 

 

Figura 55: MPC adaptativo e MPC linear no cenário 4  (LESI), ações de controle. 
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Figura 56: MPC adaptativo e MPC linear no cenário 4  (LESI), distúrbio. 

 

O MPC adaptativo também foi comparado com um controlador PID. Sendo assim, a 

próxima seção se dedica à sintonia do controlador PID, para posteriormente, ter seu 

desempenho avaliado. 

 

4.3.5. Sintonia do PID 
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al.(1986), entretanto, consideram que o desempenho é razoável se FI estiver entre 0,2 e 1,4, 

embora a robustez somente seja boa para FI aproximadamente 0,3. Para valores de FI maiores 

do que 4, as regras de Ziegler e Nichols geram sistemas instáveis de controle. 

Define-se fator de incontrolabilidade (FI) como a razão entre o tempo morto ( )L  e a 

constante de tempo (τ). 

τ
= L

FI  (79) 

 

Quanto maior for esta razão, mais difícil será controlar o processo e menor deverá ser 

o ganho do controlador. 

No presente trabalho, o método de Ziegler e Nichols foi adotado em malha aberta. 

0 0.05 0.1 0.15 0.2 0.25 0.3 0.35 0.4 0.45 0.5
-1.2

-1

-0.8

-0.6

-0.4

-0.2

0

0.2

Tempo de simulação [h]

D
is

tú
rb

io
 [

m
ol

/h
]

 

 

Distúrbio - MPC adaptativo

Distúrbio - MPC linear



88 

 

Para obter um modelo da dinâmica do processo SISO (Single Input Single Output – 

uma entrada uma saída), é feito um teste em malha aberta, onde é dado um degrau unitário na 

variável manipulada ( 1)u∆ = . Pela resposta do processo a esta perturbação, calcula-se a taxa 

de variação (R) o tempo morto (L). 

Pela Figura 57, é simples a obtenção gráfica de L, que seria a distância entre o eixo Y 

e a inclinação da resposta ao degrau, representada por uma linha pontilhada. No caso de R, 

pode ser obtido da relação: 

τ
∆= Y

R  (80) 

 

 

Figura 57: Resposta de um processo qualquer em malh a aberta evidenciando a 

taxa de variação (R) o tempo morto (L) (CAMPOS e TE IXEIRA, 2010). 

 

Com os valores de R, L e u∆ , pode-se calcular o ganho último ( )Ku  e o período 

último ( )Pu  pelas correlações a seguir: 

∆= 2 u
Ku

RL
 (81) 

= 4Pu L  (82) 

 

Por fim, com base na Tabela 12, são obtidos os parâmetros do controlador PID. 
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Tabela 12: Parâmetros de sintonia segundo Ziegler e  Nichols (1942). 

Controlador Kp Ti Td 

P 0,5 Ku - - 

PI 0,45 Ku Pu/1,2 - 

PID 0,6 Ku Pu/2 Pu/8 

 

Por conveniência, o controlador PID foi sintonizado com dados do modelo gerado a 

partir de um degrau unitário em F/V no ponto de referência do lado esquerdo da curva de Cb x 

F/V. Este mesmo gráfico já havia sido utilizado na pré-sintonia sintonia do MPC. 

A resposta de Cb ao degrau unitário em F/V, sendo 1
F
V

  ∆ =  
  

, partindo de Ref. LE 

é apresentada na Figura 58, com as indicações para a obtenção da taxa de variação (R) e o 

tempo morto (L). O processo em questão não exibe tempo morto, mas para fins de sintonia, L 

foi admitido como o tempo em que o processo exibe resposta inversa. 

 

 

Figura 58: Resposta de Cb ao degrau unitário em 
F
V

 (malha aberta). 

 

A partir da Figura 58, Cb parte de 0,792 mol/l e no estado estacionário vale 

aproximadamente 0,818 mol/l. 

A constante de tempo pode ser obtida quando Cb atinge 63,2 % de seu valor final. 

Dessa forma: Cb63.2%=0,808 mol/l. 
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O tempo quando Cb atinge este valor é a constante de tempo do processo. 

Portanto: 

τ = 0,033h  

Ainda pela Figura 58 

0,008L h=  

 Assim, é possível verificar o valor do fator de incontrolabilidade pela Eq.(79): 

τ
= = =0,008

0,242
0,033

L
FI  

 Dessa forma, FI está dentro da faixa recomendada por Corripio (1990) e, portanto, o 

método de Ziegler e Nichos pode ser utilizado. 

Procedendo ao cálculo dos demais parâmetros da sintonia, pode-se determinar ∆Y por: 

∆ = − =0,818 0,792 0,026
mol

Y
l

 

Assim, R será: 

τ
∆= = =0,026

0,788
0,033

Y mol
R

l h
 

 

Considerando 
F

u
V
 ∆ = ∆  
 

, os valores de ganho último (KU) e período último (PU), 

são: 

∆ ×= = =
×

2 2 1
317,259

0,788 0,008U

u l
K

RL mol h
 

= = × =4 4 0,008 0,032UP L h  

 

Da Tabela 12, os parâmetros de sintonia foram obtidos para o controlador PID. 

= = × =0,6 0,6 317,259 190,355p U

l
K K

mol h
 

0,032
0,016

2 2
U

I

P
T h= = =  

0,032
0,004

8 8
U

D

P
T h= = =  

Os parâmetros obtidos foram considerados como estimativas inicias. Posteriormente, 

com o auxilio de um assistente para sintonia de PIDs no simulador Simulink®, foi possível 

melhorar a sintonia. 
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4.3.6. Comparação com controlador PID 

Dando continuidade à avaliação do desempenho do algoritmo MPC adaptativo, os 

resultados deste controlador foram comparados aos resultados do controlador do tipo PID. 

Para os testes foi imposto limite de saturação inferior em zero, já que valores negativos de 

vazão não fariam sentido. Porém, não foi configurado limite de saturação superior, para que 

nos momentos em que houvesse não linearidades o comportamento do controlador pudesse 

ser melhor avaliado. A comparação foi baseada em simulações realizadas nos mesmos quatro 

cenários discutidos anteriormente. 

A sintonia foi procedida como reportado na seção anterior, partindo de estimativas 

iniciais via sintonia Ziegler e Nichols, sendo em seguida aprimorada a partir de toolbox do 

Simulink®. 

Todas as simulações foram executas em ambiente Simulink® (Matlab®), conforme 

ilustrado na Figura 59. O tempo simulado foi de 5h, igual período praticado na comparação 

entre MPC linear e MPC adaptativo, valendo também aqui a premissa de tempo 0,5h exibido 

nos gráficos, visando melhor comparação dos resultados. Entretanto, as exceções couberam 

aos cenários 2 e 4, em função do comportamento do controlador PID, foi necessário avaliar os 

gráficos pelos tempos de 0,3 h (cenário 2) e de 5 h (cenário 4). 

Como os cenários são os mesmos, vale lembrar que para os cenários 1 e 2, avaliados 

no lado direito da curva, o estado estacionário de referência e ponto de partida dos algoritmos 

foi o Ref.LD. Para os cenários 3 e 4, estudados no lado esquerdo da curva, o estado 

estacionário de referência e ponto de partida dos algoritmos foi o Ref.LE. 

 

 

Figura 59: Esquema em Simulink® para avaliação do c ontrolador PID. 

 

A seguir são apresentados os resultados obtidos para cada cenário. 
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4.3.6.1. Cenário 1 – MPC adaptativo e controlador P ID 

aplicados no Lado Direito da curva, com SP Atingíve l 

(LDSA). 

Conforme discutido em seções precedentes, este cenário possui características de 

sistema linear e obviamente um controlador desenvolvido para este tipo de ambiente teria bons 

resultados. É o que se observa a partir da Figura 60, onde o controlador PID atinge o setpoint 

de modo mais rápido. Isto se justifica pelo fato do PID testado não possuir restrição de 

saturação superior nas ações de controle, refletindo em ações mais agressivas, quando 

comparadas às ações de controle do MPC, conforme Figura 61. Estas ações mais bruscas e 

rápidas do PID podem não ser aplicáveis na presença de um elemento final de controle. Se 

houvesse uma válvula com sua dinâmica característica, por exemplo, a sequência de ações 

proposta pelo PID poderia não ser aplicável devido ao tempo de resposta da válvula, pois no 

intervalo entre um tempo de amostragem e outro, a válvula ainda estaria no transiente da 

última ação de controle aplicada. 

Para este cenário, como já discutido, partindo de Ref. LD, o setpoint de 0,9 mol/l é 

alcançado aumentado os valores praticados de F/V. A Figura 61 mostra que a primeira ação do 

PID foi muito agressiva, atingindo valores de F/V da ordem de 180 h-1, porém, rapidamente o 

controlador reduz F/V e o ajusta até que a variável controlada atinja o setpoint. Para o caso do 

MPC adaptativo, o algoritmo leva a variável controlada gradativamente ao setpoint. Isto porque 

pondera a ação de controle (supressão de movimento - Sm) refletindo em menor velocidade. 

 

Figura 60: MPC adaptativo e controlador PID no cená rio 1 (LDSA), variável controlada 

(Cb) e SP. 
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Figura 61: MPC adaptativo e PID no cenário 1 (LDSA) , ações de controle. 

 

4.3.6.2. Cenário 2 – MPC Adaptativo e controlador P ID 

aplicados no Lado Direito da curva, com SP Inatingí vel 

(LDSI) 

Neste cenário, para alcançar o setpoint de 1,15 mol/l partindo de ref. LD, é necessário 

reduzir F/V. Entretanto, existe inversão de ganho para valores de F/V menores que 53 h-1. A 

Figura 62 mostra que o controlador PID executa ações de controle enérgicas fazendo com que 

a variável controlada atinja momentaneamente o setpoint durante o transiente. Porém, à 

medida que F/V é reduzida assumindo valores inferiores a 53 h-1, a inversão de ganho não é 

percebida e o controlador perde estabilidade, saturando as ações de controle em zero, de 

acordo com a Figura 63. A Figura 62 também mostra o offset entre o setpoint inatingível e a 

planta (Cb-MPC adaptativo), que sempre existirá, conforme discutido anteriormente. E o offset 

existente entre Cbmax e a planta, sendo que para este caso, o offset pode ser reduzido por 

uma mudança no algoritmo de otimização ou por alterações no parâmetro Sm. 

O MPC adaptativo reduz F/V gradativamente até atingir valores de Cb próximos à 

região de inversão de ganho. A partir deste ponto, onde o ganho do processo se aproximaria 

de zero, o controlador não avança, já que as ações de controle são reduzidas pelo algoritmo de 

otimização para a minimização da função objetivo. Sendo assim, com valores de ∆u cada vez 

menores, os correspondentes valores praticados de F/V ficam inalterados, gerando um offset 

constante ao longo do tempo, conforme pode ser constatado pela Figura 62. 
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Figura 62: MPC adaptativo e controlador PID no cená rio 2 (LDSI), variável controlada ( Cb) 

e SP. 

 

 

Figura 63: MPC adaptativo e PID no cenário 2 (LDSI) , ações de controle. 
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4.3.6.3. Cenário 3 – MPC Adaptativo e controlador P ID 

aplicados no Lado Esquerdo da curva, com SP Atingív el 

(LESA). 

Estando do lado esquerdo da curva e partindo de Ref.LE, o setpoint de 0,90 mol/l é 

alcançado aumentando F/V. Tanto o MPC adaptativo quanto o PID tomam ações no sentido de 

aumento de F/V, sendo que para este cenário, as adaptações no algoritmo MPC tornaram a 

resposta do processo mais rápida em relação a este controlador, conforme pode ser visto na 

Figura 64. Isto pode ser explicado pelo caráter não linear do cenário 3, localizado em uma 

região do processo onde os ganhos variam com F/V, como reportado na Figura 19. Assim, o 

modelo interno do MPC adaptativo consegue alimentar o algoritmo com predições mais 

próximas ao processo real, permitindo que o algoritmo tome ações mais agressivas e alcance o 

setpoint antes do controlador PID. 

A Figura 65 mostra a diferença entre as ações de controle do PID e do MPC 

adaptativo, sendo este último mais agressivo neste cenário. 

 

Figura 64: MPC adaptativo e controlador PID no cená rio 3 (LESA), variável controlada 

(Cb) e SP. 
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Figura 65: MPC adaptativo e PID no cenário 3 (LESA) , ações de controle. 
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(LESI). 
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O MPC adaptativo, como já discutido anteriormente, nas regiões onde houve inversão 

de ganho, reduziu as ações de controle (∆u), resultando em valores de F/V aproximadamente 
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Figura 66: MPC adaptativo e controlador PID no cená rio 4 (LDSI), variável controlada ( Cb) 

e SP. 

 

Figura 67: MPC adaptativo e PID no cenário 4 (LESI) , ações de controle. 
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uma queda caracterizando a instabilidade do controlador. Isto pode ser explicado pela análise 

da Figura 69, onde percebe-se que no tempo de 0,25 h o valor de F/V praticado pelo 

controlador PID está na faixa de inversão de ganho (aproximadamente 53 h-1). Com isso, 

qualquer valor de F/V mais elevado implicaria em erro do controlador, pois o ganho no 

processo real já estaria invertido para estes valores. Assim, como o controlador continua 

buscando F/V maiores, o erro aumenta e a instabilidade é inevitável. 

 

Figura 68: MPC adaptativo e controlador PID no cená rio 4 (LDSI), variável 

controlada ( Cb) e SP. (tempo de simulação 0,5h) 

 

Figura 69: MPC adaptativo e PID no cenário 4 (LESI) , ações de controle. (tempo 

de simulação 0,5h) 
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4.3.7. Critérios de análise comparativa 

Os controladores foram submetidos a simulações pelo período de 5h e os cálculos dos 

critérios de análise comparativa seguiram a Eq.(69) e a Eq.(71). 

Os resultados estão agrupados na Tabela 13, em função dos controladores e cenários 

avaliados. 

 

Tabela 13: Resultados da análise comparativa 

Controlador Cenário ISE EM 

PID 1 - LDSA 2,3812x10-5 27,0022 

 
2 - LDSI 6,4266 69,2959 

 
3 - LESA 2,7957x10-4 0,0909 

 
4 - LESI 3,8150 104,7488 

MPC linear 1 - LDSA 1,0464x10-4 0,2014 

 
2 - LDSI 2,2063x105 4,2940x103 

 
3 - LESA 2,7281x10-4 0,0568 

 
4 - LESI 4,0304 132,9865 

MPC adaptativo 1 - LDSA 1,0795x10-4 0,1942 

 
2 - LDSI 0,0187 0,6624 

 
3 - LESA 2,7443x10-4 0,0525 

 
4 - LESI 0,1062 0,2508 

 

A análise foi conduzida considerando dois grupos de resultados. O primeiro reúne os 

resultados dos cenários onde o setpoint é atingível fisicamente. O outro grupo é dedicado 

àqueles cenários onde o setpoint não é atingível. 

Iniciando pelos resultados onde o setpoint é atingível, pelo indicador ISE, o controlador 

PID demonstrou ser o mais eficaz para o cenário 1 com integral do erro 10 vezes menor 

quando comparado ao obtido pelos MPCs linear e adaptativo. Isto poderia ser atribuído à 

diferença na estratégia de sintonia adotada, já que a sintonia via Ziegler & Nichols prevê ¼ de 

dacaimento enquanto que a sintonia do MPC buscou eliminar o offset. Além disso, o caráter 

linear que o processo exibe nessa região de operação, com ganhos relativamente constantes 

como mostra a Figura 19, e pelo fato de não haver limite superior de saturação pode ter 

favorecido que o PID tomasse ações enérgicas resultando no alcance do setpoint de forma 

mais rápida. Por outro lado, as ações de controle mais enérgicas fazem com que o esforço de 

manipulação seja elevado, o que pode não ser interessante do ponto de vista operacional. 

Ainda sobre o indicador EM, o MPC adaptativo apresentou o menor valor dentre os três 
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controladores, conforme já era esperado, fruto da adaptação do modelo interno do MPC, que 

permitiu uma predição com melhor qualidade diminuindo o erro em regiões de maior não 

linearidade. Isto viabilizou ações de controle gradativas, resultando em menores EM. Já no 

cenário 3, os três controladores exibem ISE com a mesma ordem de grandeza. Para o 

indicador EM, o MPC adaptativo novamente obteve o melhor desempenho, embora com valor 

de EM ligeiramente inferior aos demais. 

Nos cenários em que o setpoint avaliado não é atingível fisicamente, o algoritmo MPC 

adaptativo manteve a estabilidade do sistema, enquanto os demais controladores 

instabilizaram. A partir desta observação era de se esperar que nestes cenários o desempenho 

do MPC adaptativo fosse superior, como de fato os resultados na Tabela 13 confirmam. 

Enquanto que o ISE para o MPC adaptativo nos cenários 02 e 04 foram respectivamente 

0,0187 e 0,1062, para o PID este mesmo indicador foi de 6,4266 e 3,8150, e por fim, para o 

MPC linear foi de 2,2063x105 e 4,0304. Este mesmo comportamento ocorre para o indicador 

EM, confirmando o melhor desempenho do MPC adaptativo para estes cenários. Conforme 

comentado em seções anteriores, estes resultados se devem a adaptação do modelo interno 

do MPC, que consegue captar variações para cada novo valor de F/V alimentado ao processo. 

O algoritmo adaptativo nas proximidades de uma região onde ocorre inversão de ganho 

reduziu as ações de controle como forma de minimização da função objetivo. Esta conduta 

gera valores de F/V constantes para serem praticados no processo, conferindo estabilidade 

mesmo mantendo um offset constante. 
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5. CONCLUSÕES 

O MPC adaptativo se mostrou eficaz no alcance de setpoints atingíveis fisicamente, em 

processo não linear, realizando esta tarefa apresentando integral do erro com a mesma ordem 

de grandeza observada para controladores consagrados como o MPC linear e para o 

controlador PID. Além disso, para os testes realizados com setpoint atingível o MPC adaptativo 

apresentou o menor esforço de manipulação dentre todos os controladores avaliados, sendo 

reflexo de ações de controle gradativas (e menos bruscas) orientadas por predições mais 

aderentes do modelo adaptado. O menor esforço de manipulação para o MPC adaptativo já era 

esperado, já que as adaptações do modelo interno proporcionam a capacidade de antever as 

não linearidades, resultando em ações de controle mais adequadas ao ponto operacional 

vigente. 

Para testes com setpoint inatingível, em processo com não linearidades, o MPC 

adaptativo se aproximou de maneira estável do setpoint e manteve um offset constante, 

garantindo estabilidade para o sistema. O MPC linear e o controlador PID, foram incapazes de 

manter estabilidade em razão de sua natureza linear. Além disso, dentre todos os 

controladores testados o MPC adaptativo demonstrou a menor integral do erro e, como 

esperado, menor esforço de manipulação. 

Os benefícios trazidos pela adaptação no modelo interno do MPC ficam mais evidentes 

nos cenários em que a não linearidade é mais forte, implicando em inversão de ganho. A 

estabilidade proporcionada pelo controlador nestes cenários, apesar do offset, permite que o 

processo opere por longos períodos de tempo. 

Para trabalhos futuros, sugere-se a extensão para sistemas MIMO comparando com 

controladores preditivos lineares, não lineares e do tipo PID multivariável. A imposição de 

restrições nas variáveis manipuladas e controladas dificultaria o trabalho dos controladores, 

permitindo uma melhor avaliação da eficiência e da estabilidade alcançadas. 
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7. ANEXOS 

APÊNDICE 1 

 

Linearização do modelo 

A.1.1 – Introdução 

Sistemas de equações diferenciais não lineares podem ser representados na forma de 

espaço de estados. Após linearização em torno de um ponto de operação, esta representação 

do sistema em termos de variáveis desvio, considerando não existir relação direta entre as 

entradas e as saídas, possui a estrutura geral conforme a equação A.1.1. 

( ) ( ) ( ) ( )

( ) ( )

x t Ax t Bu t d t

y t Cx t

= + + Γ
 =

&
 (A.1.1) 

Nesta equação, x  e &x  representam os vetores de variáveis de estado e de suas 

derivadas temporais, u é o vetor de variáveis manipuladas, y  é o vetor de variáveis 

controladas e d  é o vetor de variáveis distúrbio. A , B , C  e Γ  são matrizes, e suas 

dimensões variam de acordo com o sistema analisado. Sendo nx  o número de variáveis de 

estado, nu  o número de variáveis manipuladas, nd  o número de variáveis distúrbio e ny  o 

número de variáveis controladas, as dimensões destas matrizes são: 

=

=

=

Γ =

[ , ]

[ , ]

[ , ]

[ , ]

A nx nx

B nx nu

C ny nx

nx nd

 (A.1.2) 

Supondo que o sistema analisado não possua distúrbios mensuráveis, a forma de seu 

modelo não linear seria a da equação A.1.3. 

( , )x f x u=&   e   ( )y g x=  (A.1.3) 

As matrizes da equação A.1.1 são obtidas a partir das derivadas parciais das equações 

diferenciais do processo em relação aos estados, às variáveis manipuladas e às variáveis 

distúrbio, conforme equação A.1.4. 
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j EE
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j EE
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ij

j EE

f
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ij

j EE

g
C

x
 (A.1.4) 

Em particular, para o sistema analisado, como não há distúrbios medidos, a matriz Γ  é 

nula. 
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A.1.2 – Determinação de A , B  e C  para o reator de van de Vusse isotérmico 

Os vetores da equação A.1.1 assumem a seguinte forma, em varáveis desvio: 

1

2

x Ca Cas
x

x Cb Cbs

−   
= =   −  

    sFFu V V
 = −  

    

[ ]2y x Cb Cbs= = −  

(A.1.5) 

Admitindo 1f  e 2f  como sendo as equações diferenciais do reator de van de Vusse, 

Eq.(56) e Eq.(57), as matrizes se tornam: 

1 1

2 2

f f
Ca CbA
f f

Ca Cb
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Obtenção de A : 

1
1 32 s

f F
k k Ca

Ca V
∂ = − − −

∂
 (A.1.7) 

1 0
f

Cb
∂ =

∂
 (A.1.8) 

2
1

f
k

Ca
∂ =

∂
 (A.1.9) 

2
2

f F
k

Cb V
∂ = − −

∂
 (A.1.10) 

1 1
1 3

2 2
1 2

2 0s

f f F
k k Ca

Ca Cb VA
f f F

k k
VCa Cb

∂ ∂   − − −   ∂ ∂= =   
∂ ∂   − −

    ∂ ∂ 

 

Obtenção de B : 

1
s

f
Cain Ca

F
V

∂ = −
∂

 (A.1.11) 

2
s

f
Cb

F
V

∂ = −
∂

 (A.1.12) 

∂ 
 ∂ −  = =    −∂   
 ∂
 

1

2

s

s

f
F Cain CaVB

Cbf
F

V

  



110 

 

APÊNDICE 2 

 

A.2.1 – Solução de equações dinâmicas 

As equações dinâmicas formam um conjunto de equações que descrevem 

univocamente as relações entre as variáveis de entrada, de saída e de estado. 

 No caso de sistemas lineares no domínio do tempo, representados na forma de espaço 

de estados, as equações de estado e de saídas são as seguintes: 

= +( )
( ) ( ) ( ) ( )

d x t
A t x t B t u t

dt
 (A.2.1) 

=( ) ( ) ( )y t C t x t  (A.2.2) 

 

 Para a solução da equação dinâmica linear heterogênea com coeficientes constantes, 

introduz-se uma mudança de variáveis, sendo Φ  a matriz de transição de estados (SECCHI, 

2012): 

 

0( ) ( ) ( )x t t t z t= Φ −  
1

0( ) ( ) ( )z t t t x t−= Φ −  

( )( ) ( )
( ) ( ) ( )

dd x t d z t d z d z
z t A z t Ax t

dt dt dt dt dt

Φ
= + Φ = Φ + Φ = + Φ  

 

Então 

d z d x
Ax Bu

dt dt
Φ = − =

 

0

1 1
0 0( ) ( ) ( ) ( )

t

t

dz
Bu z t z t t Bu d

dt
τ τ τ− −= Φ ⇒ = + Φ −∫  

 

 Multiplicando à esquerda por 0( )t tΦ −  

0

1
0 0 0 0( ) ( ) ( ) ( ) ( ) ( )

t

t
x t t t z t t t t Bu dτ τ τ−= Φ − + Φ − Φ −∫  

Para um sistema linear invariante no tempo tem-se: 

0 01 ( ) ( )
0 0( ) ( )A t A tt e e tτ ττ τ− − − −Φ − = = = Φ −  

0 0( ) ( ) ( )
0 0( ) ( ) ( )A t t A t A tt t t e e e tτ ττ τ− − −Φ − ⋅Φ − = = = Φ −  

 Assim 

0
0 0( ) ( ) ( ) ( ) ( )

t

t
x t t t z t t Bu dτ τ τ= Φ − + Φ −∫  

1
0 0 0 0 0( ) ( ) ( ) ( )z t t t x t x t−= Φ − =  

 Então, a solução fica: 
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0
0 0( ) ( ) ( ) ( ) ( )

t

t
x t t t x t t Bu dτ τ τ= Φ − + Φ −∫  

0

0

( ) ( )
0

(1)
(2)

( ) ( ) ( )
tA t t A t

t
x t e x t e Bu dτ τ τ− −= + ∫14243 144424443

 
(A.2.3) 

Sendo (1) a resposta à entrada nula e (2) a resposta ao estado inicial nulo. 

 

A.2.1 – Representação do estado para sistemas discretos  

Os sistemas discretos são caracterizados por vetores de estado em função do tempo 

discreto (SECCHI, 2012). 

[ ]1( ) ( )... ( )
T

nx k x k x k=  

 As equações dinâmicas assumem a forma: 

[ ]( 1) ( ), ( ),x k f x k u k k+ =  

[ ]=( ) ( )y k g x k  

 Para sistemas lineares 

( 1) ( ) ( ) ( ) ( )x k A k x k B k u k+ = +  

=( ) ( ) ( )y k C k x k  

 

 No caso de sistemas de dados amostrados, a solução fica em função do tempo de 

amostragem (Ta). 

τ τ+ = + ∫0( 1) ( ) ( )
Ta AATax k e x k e B d u k  (A.2.4) 

 

 Definindo Â , como a matriz A  modificada: 

=ˆ ATaA e  

 E definindo B̂ , como a matriz B  modificada: 

0
ˆ Ta AB e Bdτ τ= ∫  

Em particular, a matriz Â  é conhecida como matriz exponencial. Considerando que iλ  

são os valores característicos e P  a matriz dos vetores característicos da matriz A , a forma 

de Â  decomposta em seus valores e vetores característicos fica: 

λ τ

λ τ

λ τ

−

 
 =  
 
 

1

2 1

0 0
ˆ 0 0

0 0 n

e

A P e P

e
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O formato original da matriz A  faz com que as equações de estado fiquem totalmente 

acopladas. A diagonalização é realizada para facilitar a solução e visualização das respostas, 

promovendo um desacoplamento das equações de estado. 

Para a matriz B̂  é necessário resolver a integral 
0

Ta Ae Bdτ τ∫ . 

Considerando a matriz B  invariante dentro de um tempo de amostragem e aplicando a 

diagonalização na matriz exponencial, a integral fica resumida a:  

( )
0

0

1Ta
Ta ee

e d
λτλτ

λτ τ
λ λ

− 
= = 
 

∫  

e o cálculo de B̂  é realizado da seguinte forma: 

 

( )

( )

( )

1

2

1

1

2

1
0 0

1
ˆ 0 0

1
0 0

n

n

e

e
B P P B

e

λ τ

λ τ

λ τ

λ

λ

λ

−

 −
 
 
 

− =  
 
 −
 
 
 

 

 

 Substituindo as matrizes Â  e B̂  na Eq. A.2.4, a solução da equação dinâmica linear 

heterogênea para dados amostrados fica: 

ˆ ˆ( 1) ( ) ( ) ( ) ( )x k A k x k B k u k+ = +  (A.2.5) 

 A Eq. A.2.5 pode, então, ser utilizada como modelo para predição em algoritmos de 

controle preditivo. 
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APÊNDICE 3 

 

Efeito de estados estacionários de referência difer entes na solução 

do processo 

 

Considere inicialmente o sistema: 

( , )

(0) 0

dx
f x u

dt
x x

 =

 =

 

 

Escrevendo o sistema linearizado em variável incremental x∆ . 

∆ = ∆ + ∆d x
A x B u

dt
 (A.3.1) 

Considere-se o estado estacionário ( ),x u , com a condição ( ) =, 0f x u , sendo, 

[ ]∆ = −( ) ( )x t x t x  e [ ]∆ = −( ) ( )u t u t u . As matrizes A  e B  estão definidas em ( ),x u . 

Considere-se agora um segundo estado estacionário ( )ˆ ˆ,x u , com a condição 

( ) =ˆ ˆ, 0f x u , as matrizes A  e B  definidas em ( )ˆ ˆ,x u  e suprimindo, por simplicidade, a 

dependência das variáveis em relação ao tempo. 

 

( ) ( ) ( ) ( )ˆ ˆ ˆ ˆ, ,f x u f x u A x x B u u≈ + − + −   

( ) ( )ˆ ˆ 0A x x B u u− + − =   

( ) ( )1ˆ ˆx x A B u u−− = − −   

( )−= + −1ˆ ˆx x A B u u  (A.3.2) 

 

Da equação A.3.1 em termos do segundo estado estacionário: 

( ) ( ) ( )−
= − + −

ˆ
ˆ ˆ

d x x
A x x B u u

dt
  

 

 Substituindo A.3.2 nesta expressão, resulta: 
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( ) ( )( ) ( )−−
= − − − + −1ˆ

ˆ ˆ
d x x

A x x A B u u B u u
dt

  

( ) ( ) ( ) ( )−
= − − − + −

ˆ
ˆ ˆ

d x x
A x x B u u B u u

dt
  

( ) ( ) ( )−
= − + −

ˆd x x
A x x B u u

dt
 (A.3.3) 

 

Além disso, pela condição estacionária dos estados de referência: 

 

( )
( )

( ) ( )= −−
⇒ =

=
ˆ, 0

ˆ ˆ, 0

f x u d x xd x x

f x u dt dt
 (A.3.4) 

 

Chega-se finalmente à expressão: 

 

( ) ( ) ( )−
= − + −

d x x
A x x B u u

dt
 (A.3.5) 

 

Ou em termos das variáveis incrementais 

∆ = ∆ + ∆d x
A x B u

dt
 (A.3.6) 

 

que difere da equação A.3.1 apenas no estado de referência para o cômputo das matrizes A  e 

B . 
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APÊNDICE 4 

 

Rotinas Utilizadas 

 

A.4.1 – Rotina Principal, rotina “ Principal_reatorVDV ”. 

 

clear all  
close all  
clc  
global  k10 k20 k30 E1 E2 E3 Cain T FV_ref Ca_ref Cb_ref C a_mod Cb_mod  
global  FV d Cai Cbi xotimo ganho  
  
k10 = 1.287e12;                 
k20 = 1.287e12;                 
k30 = 9.043e9;                  
E1 = -9758.3;                   
E2 = -9758.3;                   
E3 = -8560;                     
  
Cain = 5.1;                     
T = 135;                        
  
FV_ref = 15;                    
Ca_ref = 1.0148;                
Cb_ref = 0.7917;                
  
Hp = 25; Hc = 5;                  
Ta = 0.004;                     
Sm = 0.0008;                     
  
SP = 0.90;                      
  
DeltaFV(1,:) = [5*ones(1,Hp)];  
DeltaFV_min = [-30*ones(1,Hc)];  
DeltaFV_max = [65*ones(1,Hc)];  
  
Ca0 = Ca_ref; Cb0 = Cb_ref;      
Ca_mod(1) = Ca0;                
Cb_mod(1) = Cb0;                
t_x(1) = 0;                     
Ca_planta(1) = Ca0;             
Cb_planta(1) = Cb0;             
  
modeloVDV(:,1) = [Ca0 - Ca_ref, Cb0 - Cb_ref];  
nsim = 126;                      
xotimo(1) = 0;  
xotimo_matriz = zeros(nsim+1,Hc);  
xotimo_matriz(1,:) = xotimo(1);  
  
FV = FV_ref;  
IT = tril(ones(Hc));  
  
for  j = 1:nsim  
  
Cb_medido = Cb_planta(j);       
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Cb_mod_atual = Cb_mod(1);       
d = Cb_medido-Cb_mod_atual;     
disturbio(j,:) = d;  
  
Cb_medido1(j,:) = Cb_medido;  
Cb_mod_atual1(j,:) = Cb_mod_atual;  
  
Cai = Ca_mod(1);                
Cbi = Cb_mod(1);                
  
OPTIONS = optimset( 'algorithm' , 'sqp' , 'display' , 'iter-
detailed' , 'MaxFunEvals' ,1e10);  
[xotimo,fval,flag,out] = 
fmincon(@FobjMPCadaptativo,DeltaFV(j,1:Hc),[],[],[] ,[],DeltaFV_min,Del
taFV_max,[],OPTIONS);  
  
DeltaFV(j+1,:) = [xotimo(2:Hc) xotimo(Hc)*ones(1,Hp -Hc+1)];        
  
xotimo_matriz(j,:) = FV + (IT*xotimo')';  
  
FV = FV + xotimo(1);                                           
  
tspan = [(j-1)*Ta j*Ta];                 
OPTS = odeset( 'RelTol' ,1e-6, 'AbsTol' ,1e-6);    
[tresp,respp] = ode15s( 'reatorVDV_planta' ,tspan,[Ca0 Cb0],OPTS);  
Ca0 = respp(end,1); Cb0 = respp(end,2);  
Ca_planta(j+1) = respp(end,1);  
Cb_planta(j+1) = respp(end,2);  
  
t_x(j+1) = Ta*j;  
  
end  
  
Cb_set = SP*ones(1,length(Cb_planta));  
  
ISE = ((Cb_set - Cb_planta)*(Cb_set - Cb_planta)')* Ta 
  
u1 = xotimo_matriz(1:nsim,1)';  
u2 = [FV_ref u1];  
for  w = 1:nsim  
    dU = (u2(w+1) - u2(w))^2;  
    dU_v(w,:) = dU;  
end  
EM=sum(dU_v)*Ta  
 

 

Função objetivo, sub-rotina “ FobjMPCadaptativo ”.  
 

function  Erro = FobjMPCadaptativo(x)  
global  Hc Hp Sm SP Ta d FV Ca_ref Cb_ref FV_ref Ca_mod Cb _mod Cai Cbi  
global  Cain T k10 k20 k30 E1 E2 E3 KK ganho  
  
Cas = Ca_ref; Cbs = Cb_ref;  
modeloVDV(:,1) = [(Cai-Cas);(Cbi-Cbs)];       
DeltaFV = [x(1:Hc) zeros(1,Hp-Hc)];  
  
FV_m = FV;  
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for  i=1:Hp  
FV_m = FV_m + DeltaFV(i);  
  
modeloVDV(:,i+1) = 
reatorVDV_modelo(Ta,FV_m,FV_ref,modeloVDV(:,i),FV_m ,T,Cain,k10,k20,k30
,E1,E2,E3);  
ganho(i)=KK(2);  
end  
  
Cb_set = SP*ones(1,Hp) - d;                    
Ca_mod = modeloVDV(1,2:(Hp+1)) + Cas;  
Cb_mod = modeloVDV(2,2:(Hp+1)) + Cbs;  
  
Erro = (Cb_mod - Cb_set)*(Cb_mod - Cb_set)' + Sm*(D eltaFV)*(DeltaFV)';  
 

 

Reator de van de Vusse (modelo), subrotina “ reatorVDV_modelo ”.  
 

function  X = 
reatorVDV_modelo(Ta,FV,FV_ref,X0,FV_vetor,T,Cain,k1 0,k20,k30,E1,E2,E3)  
k1 = k10*exp(E1/(T+273.15));    
k2 = k20*exp(E2/(T+273.15));    
k3 = k30*exp(E3/(T+273.15));    
  
Cas1 = -(k1+FV)/(2*k3);  
Cas2 = sqrt((k1+FV).^2+4*k3*FV.*Cain)/(2*k3);  
Ca_ss = Cas1 + Cas2;  
Cb_ss = k1*Ca_ss./((FV)+k2);  
  
a11 = -FV - k1 - 2*k3*Ca_ss;  
a12 = 0;  
a21 = k1;  
a22 = -FV - k2;  
A = [a11 a12; a21 a22];  
  
b11 = Cain - Ca_ss;  
b21 = -Cb_ss;  
B = [b11; b21];  
  
C1 = zeros(2,2);  
C1(1,1) = 1;  
C1(2,2) = 1;  
C = C1;  
  
D = 0;  
  
A_2 = expm(A*Ta);  
  
[P_vd autoval] = eig(A);  
P_ve = inv(P_vd);  
  
autovalA1 = autoval(1,1); autovalA2 = autoval(2,2);  
  
expTa = zeros(2);  
e11 = (exp(autovalA1*Ta)-1)/autovalA1;  
e22 = (exp(autovalA2*Ta)-1)/autovalA2;  
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expTa = [e11 0; 0 e22];  
  
B_2 = (P_vd*expTa*P_ve)*B;  
  
U = (FV_vetor - FV_ref);  
  
X = A_2*X0+B_2*U;  
 

 

Reator de van de Vusse (planta), subrotina “ reatorVDV_planta ”.  
 

function  dy = reatorVDV_planta(tresp,y)  
global  T k10 k20 k30 E1 E2 E3  
global  Cain FV  
  
Ca = y(1);  
Cb = y(2);  
  
k1 = k10*exp(E1/(T+273.15));  
k2 = k20*exp(E2/(T+273.15));  
k3 = k30*exp(E3/(T+273.15));  
  
dCa = FV*(Cain-Ca) - k1*Ca - k3*Ca^2;  
dCb = FV*(-Cb) + k1*Ca - k2*Cb;  
  
dy = [dCa; dCb];  
 

 

A.4.2 – Cálculo de zeros e polos, rotina “ reatorVDV_ZerosPolos ”.  
 

clear all  
close all  
tic  
  
global  T k10 k20 k30 E1 E2 E3 Cain FV  
  
T = 135;  
k10 = 1.287e12;  
k20 = 1.287e12;  
k30 = 9.043e9;  
E1 = -9758.3;  
E2 = -9758.3;  
E3 = -8560;  
  
Cain = 5.1;  
  
FVmax = 140;  
  
for  i=1:FVmax  
    FV=i;  
    k1 = k10*exp(E1/(T+273.15));  
    k2 = k20*exp(E2/(T+273.15));  
    k3 = k30*exp(E3/(T+273.15));  
    Cas1 = -(k1+FV)/(2*k3);  
    Cas2 = sqrt((k1+FV).^2+4*k3*FV.*Cain)/(2*k3);  
    Ca_ss = Cas1 + Cas2;  
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    Cb_ss = k1*Ca_ss./((FV)+k2);  
     
    Mss(i,1)=Ca_ss;  
    Mss(i,2)=Cb_ss;  
    Mss(i,3)=FV;  
  
    a11 = -FV - k1 - 2*k3*Ca_ss;  
    a12 = 0;  
    a21 = k1;  
    a22 = -FV - k2;  
    A = [a11 a12; a21 a22];  
  
    b11 = Cain - Ca_ss;  
    b21 = -Cb_ss;  
    B = [b11; b21];  
  
    C1 = zeros(2,2);  
    C1(1,1) = 1;  
    C1(2,2) = 1;  
    C = C1;  
  
    D = zeros(2,1);  
     
    [num,den]=ss2tf(A,B,C,D);  
    modss=ss(A,B,C,D, 'TimeUnit' , 'hours' );  
    modtf=tf(modss);  
    g11=modtf(1,1);  
    g21=modtf(2,1);  
   
[Z,G] = zero(g21);  
roots_save(i,1)=FV;  
roots_save(i,2)=Z;  
roots_save(i,3)=0;  
P = pole(g21);  
roots_save(i,4)=P(1,1);  
roots_save(i,5)=P(2,1);  
  
end  
roots_save;  
Mss;  
  
figure(1)  
hold on 
box on 
plot(roots_save(:,1),roots_save(:,2), 'k*' );  
plot(roots_save(:,1),roots_save(:,3), 'r--' , 'LineWidth' ,2);  
hold off  
xlabel( 'F/V [1/h]' );  
ylabel( 'Zeros' );  
  
figure(2)  
hold on 
box on 
plot(roots_save(:,1),roots_save(:,4), 'k*' );  
plot(roots_save(:,1),roots_save(:,5), 'r*' );  
hold off  
xlabel( 'F/V [1/h]' );  
ylabel( 'Polos' );  


